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Résumé : La biomasse d’un individu ou d’un peuplement est difficilement mesu-
rable. Les méthodes de mesures actuelles, basées sur l'abattage d’'un échantillon repré-
sentatif du peuplement, permettent d’évaluer les biomasses pour différents compartiments
(feuille,tronc). Cependant, cet abattage rend impossible le suivi longitudinal des individus.
Pour palier ce probléme, il est envisagé de classer la biomasse par compartiment de fagon
discréte ordinale. Dans ce contexte, mon travail a pour objectif de proposer une méthode
permettant d’estimer la biomasse d’un individu et d’un peuplement forestier lorsque celles-
ci sont discrétes ordinales. Fondé sur les Modéles Probit redéfinis en terme de variables
latentes gaussiennes, une généralisation des modéles probit univariés au cas multivariés est
proposée dans la premiére partie. Dans la deuxiéme partie, ces modéles sont étendus au
cas longitudinal en développant un Modéle Probit Multivarié Ordinal Dynamique. Enfin,
la derniére partie est consacrée a des simulations qui permettent de valider les modéles
et d’étudier l’attitude des algorithmes d’estimation utilisés. Les premiéres simulations,
semblent indiquer de bons comportements & la fois des modéles et des algorithmes MCMC,

bien que le temps de calcul dans le cas longitudinal reste encore élevé.

Mots-clés : Biomasse, données longitudinales, variables discrétes ordinales, variables la-
tentes, Modéle Probit Multivarié Ordinal, Modéle Probit Multivarié Ordinal Dynamique,
MCMC. '

Summary : Individual or stand level biomass is not easily measurable. The current
methods of measurements, based on the cutting down of a representative sample of plan-
tations, make it possible to assess the biomasses for various compartments (leaves, stem).
However, this cutting down makes the individual longitudinal follow-up impossible. The
classify of the biomasses by compartments in an ordinal discrete way, has recently been
considered. In this context, the work aims to propose a method to evaluate the individual
or stand level biomasses when those are discrete ordinals. It is founded on the Probit Mo-
dels redefined in terms of latent variables. A generalization of an univariate probit model
to a multivariate case is proposed in the first part. In the second part, these models are
extended to the longitudinal case by developing a Dynamic Multivariate Ordinal Probit
Model. The last part is devoted to simulations which enable us to validate the models
and to study algorithms. The first assessment seems to indicate "good behaviors" at the
same time for the models and MCMC algorithms, although the computing time in the

longitudinal case remains still high.

Key Words : Biomass, longitudinal data, ordinal discrete variable, latent variable, Mul-
tivariate Ordinal Probit Model, Dynamic Multivariate Ordinal Probit Modél, MCMC.



Chapitre 1

Introduction

Les plantations forestiéres couvrent actuellement environ 200 millions d’hectares alors
qu’elles ne représentaient que 30 millions d’hectares en 1970 (FAO (2000)). Cette forte
augmentation est liée principalement & la réduction de ’exploitation des foréts naturelles,
a l’accroissement mondial de la consommation en bois de chauffe (due a l’augmentation de
la population) et & la demande en pate & papier (FAO (2000)). La production de papier

est passée de 75 millions de tonnes en 1961 & environ 350 millions de tonnes en 2005.

Parmi les espéces utilisées en plantations industrielles, le genre Eucalyptus est 1’essence
forestiére feuillue la plus plantée au monde (FAO (2000)). L’étendue des plantations d’eu-
calyptus dans le monde ne cesse de croitre, bien que les surfaces couvertes soient difficiles &
chiffrer. Le manque de fiabilité des données fournies par certains pays et la multiplicité des
petits peuplements rendent leur estimation délicate. Actuellement, ce sont probablement

17 millions d’hectares qui sont consacrés & cette culture.

L’aire naturelle du genre Fucalyptus s’étend des Philippines & la Tasmanie. Il constitue
I’élément majeur de la flore arborée du continent australien. Hormis les déserts centraux
ot domine le genre Acacia, il occupe des habitats trés variés, de la chaine alpine du sud-est
aux franges cotiéres, de 'intérieur sec aux foréts humides. Sa grande capacité d’adaptation

lui a permis de coloniser des sols médiocres et des milieux contraignants.

C’est & la fin du X IX€me of ay début du X X¢™e siecle qu’ont été réalisées, en Afrique
du Sud et au Brésil, les premiéres plantations d’envergure destinées a la production de bois.
Depuis cette époque, 'intérét porté au genre Fucalyptus n’a cessé de croitre (Vigneron et
Bouvet (1997)). En raison de la grande variabilité des espéces, plus de 700, qui composent
le genre Eucalyptus, celui-ci est présent dans de nombreuses zones géographiques. En 2002,
la FAO recensait plus de 90 pays utilisateurs de ce genre. Les plantations se situent pour

I’essentiel, en zone tropicale et subtropicale, mais s’étendent aussi aux régions tempérées
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chaudes méditerranéennes (Portugal, Espagne en particulier). Ce genre est essentiellement
utilisé comme bois de chauffe ou pour la fabrication de pate & papier : son rendement pa-
petier! est trés supérieur & celui des autres feuillus. Il est également employé comme bois

d’oeuvre, ou pour ses huiles essentielles en industrie pharmaceutique et cosmétique.

En raison de ses capacités d’adaptation et de sa croissance rapide, le genre Eucalyptus
a été introduit dans la république du Congo ot le climat est tropical avec une saison séche
et une saison humide marquées. Cet arbre constitue, aprés le pétrole, la seconde ressource
naturelle du Congo et 450 000 tonnes de bois d’eucalyptus sont exportés de ce pays chaque
année (Gouma et al. (1997)). Les plantations industrielles dans la région de Pointe Noire
représentent la quasi totalité des reboisements en eucalyptus au Congo : 43 000 hectares

de plantations de clones d’eucalyptus sont gérés.

Parallélement, un programme d’amélioration a été mis en place au Congo dans les
années 70 par P'UR2PI? dans le but d’accroitre, au niveau industriel, la production de
biomasse. Celle-ci est le critére principal de sélection des meilleurs genotypes (Vigneron et
Bouvet (1997)).

La biomasse d’un individu, masse sur pied d’un organisme & un temps donné, est
une quantité importante pour la production de pate & papier et plus récemment pour les
études portant sur le stockage de carbone dans les foréts. L’un des intéréts majeur du fo-
restier est de pouvoir connaitre 1’évolution de la biomasse d’un peuplement ainsi que celle
des individus le constituant et de prévoir la biomasse d’un arbre & 1'dge de coupe (environ

7 ans chez ’eucalyptus) afin d’optimiser ’organisation de la production.

Or la biomasse d’'un peuplement n’est pas directement quantifiable. Celle d’un arbre
est difficilement mesurable. Cependant, des méthodes d’estimation, décrites dans le para-
graphe suivant, permettent d’évaluer ces biomasses. Un exemple, élaboré pour le Congo
est donné par Saint-André et al. (2005) ou il a été possible d’établir des relations entre la
taille des arbres (rayon & 1m30 r et hauteur h) et leurs biomasses et donc de proposer des

modéles de biomasse®.

lratio quantité de bois utilisé sur quantité de pate produite
2Unité de Recherche sur la Productivité des Plantations Industrielles
3Les modéles de biomasse s’apparentent beaucoup a ceux des tarifs de cubage, largement étudiés depuis

prés de deux siécles, le premier tarif a été obtenu sur le hétre, Fagus sylvatica, par Cota en 1804. Le principe
est de relier une grandeur difficilement quantifiable (volume d’un ’arbre, sa masse ou sa teneur en éléments

minéraux) & des grandeurs plus facilement mesurables (diamétre & 1m30, hauteur).
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Les mesures quantitatives de biomasse sont obtenues & partir d’un abattage d’individus
échantillonnés dans le peuplement. Les individus échantillonnés sont supposés indépen-
dants : les arbres d’'un méme peuplement sont abattus suffisamment loin les uns des autres
pour réduire au minimum les corrélations inter-individus.

Ces arbres sont découpés en divers compartiments aériens (tronc, feuilles, branches mortes,
branches vivantes, écorce) et souterrains (souche, racines fines, racines moyennes, grosses
racines). Un échantillon de chaque compartiment est prélevé afin d’estimer de maniére
quantitative la biomasse séche de chacun. Celle d’un arbre est alors évaluée comme étant
la somme des biomasses par compartiment : on parle d’additivité des biomasses par com-

partiments.

De plus, les biomasses par compartiments peuvent étre corrélées; par exemple, la bio-
masse du tronc avec celle de la souche, la biomasse des feuilles avec celle des branches
vivantes. D’une part, comme ces biomasses peuvent étre dépendantes et que d’autre part
leur somme doit étre égale a la biomasse totale d’un arbre (additivité), une estimation par
moindres carrés ordinaires n’est pas optimale. C’est pourquoi, les méthodes SURE (See-
mingly Unrelated Regression Equations), ont été utilisées pour estimer les paramétres des
modeles. Celles-ci ont été introduites en 1962 par Zellner (dans Srivastava et Giles (1987)).
L’intérét principal de ces approches est qu’elles permettent de prendre en compte les corré-
lations entre variables réponses (Griffiths et al. (2001)). Les modéles SURE s’écrivent de
maniére classique (Srivastava et Giles (1987)) sous forme d’un systéme de M équations. La
différence par rapport aux régressions classiques réside dans le fait que les erreurs associées
& chaque équation sont supposées liées. Cette méthode a permis de résoudre les problémes

de corrélations entre les compartiments et d’additivité (calcul de la biomasse totale).

L’hétéroscédasticité des différentes biomasses par compartiments a été prise en compte
dans les modéles proposés par Saint-André et al. (2005). Ces modéles se décomposent en
une variance proportionnelle 4 72 x h (hétéroscédasticité) et en une espérance fonction de
la hauteur, du rayon et de ’age de I'individu.

Ces modéles ont permis d’estimer la biomasse d’un peuplement et de mettre en évidence
un effet de 1’age sur les relations entre la biomasse d’un individu ou d’un peuplement et la

taille des arbres.

Cette méthodologie, bien que pratique et unanimement utilisée, est cependant limitée.
En effet, les méthodes de mesures actuelles (abattage) ne permettent pas le suivi longi-
tudinal des individus. En effet, comme les arbres sont abattus & chaque age, il n’est pas
certain que les arbres qui sont abattus a ’4ge ¢ + 1 soient bien représentatifs des arbres

abattus & I’4ge t. Prenons un exemple pour caractériser le probléme rencontré. A ’age t, on
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préléve un arbre de dimension X (moyenne du peuplement) qui n’est entouré que d’arbres
de taille égale & lui méme. A I’age t+ 1, on prend un arbre de taille X + dz (accroissement
en diameétre moyen de la population) au milieu d’arbres plus gros que lui. Il ne sera pas
représentatif de l'arbre au temps ¢ (sa biomasse sera plus faible ou plus forte que celle
obtenue en suivant le méme arbre au cours du temps). La différence entre les biomasses
est composée de 1’age et de ’environnement local qu'il est difficile de séparer avec la mé-
thode actuelle. Il est donc impossible, pour construire les équations, de tenir compte des
autocorrelations car ce ne sont pas les mémes individus qui sont suivis au cours du temps :
les données ne sont pas véritablement longitudinales. Nous pouvons supposer qu’il y a une
perte d’information sur la prédiction de la biomasse d’un individu ou d’un peuplement. De
plus, la lourdeur et le coit des mesures obligent les chercheurs & ne réaliser des mesures

qu’a des pas de temps assez grands (1 an ou plus).

Pour résoudre ce probléme, nous envisageons de considérer les biomasses par compar-
timent comme discrétes ordinales : le forestier classera par exemple un arbre selon qu’il
ait peu, moyennement ou beaucoup de biomasses dans les feuilles. Notons que les bio-
masses souterraines ne pourront pas étre modélisées par cette méthode car impossible &
classer par voie visuelle. De plus, cette méthode aura ’avantage d’étre non destructrice et

permettra de prendre en compte I’évolution temporelle de la biomasse d’un méme individu.

L’objectif de notre étude est donc d’estimer et de prédire ’évolution temporelle de la
biomasse d’une plantation forestiére d’eucalyptus lorsque les biomasses par compartiment
sont discrétes ordinales. Cette caractérisation de la biomasse évitera d’abattre les arbres et
permettra d’avoir un suivi annuel ou pluriannuel des mémes individus et donc d’augmenter
le nombre de mesures. Nous obtiendrons donc des échantillons plus grands contrairement
aux méthodes de mesure actuelles ou le nombre d’arbres échantillonné est de I'ordre de

20-30 arbres par peuplement.

Basée sur les Modéles Probit et sur les Modéles Dynamiques, I’approche choisie permet-
tra de prendre en compte les autocorrelations des individus. Les Modéles Probit font parties
des modéles linéaires généralisés, I'inverse de la fonction de répartition de la loi gaussienne
étant la fonction de lien. Ils sont employés principalement pour modéliser la relation entre
une variable réponse discréte et un ensemble de variables explicatives. Redéfinis en termes
de variables latentes gaussiennes, les modéles probit ont été généralisés au cas multivarié
par Daganzo en 1979. Ces modéles ont été utilisés dans diverses problématiques telles que
la distinction variétale (Mortier (2002)), le choix de vote (Chib et GreenBérg (1998)) et
en médecine (Lesaffre et Molenberghs (1991)). Nous utiliserons les Modéles Dynamiques

pour traiter de 1’évolution temporelle de la biomasse d’'un méme individu ou d’un méme
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peuplement. Souvent associés aux modéles & espace d’états dans la littérature des séries
chronologiques (Fahrmeir et Tutz (1994), Gourieroux et Monfort (1997), Banerjee et al.
(2004)), ces modeles forment une classe trés vaste et offrent un cadre souple pour adapter
la plupart des modéles longitudinaux. Ils sont particuliérement employés dans les domaines
économiques et financiers (Monfort (1979), Rivers et Vuong (2002)). L'utilisation des Mo-
deles Probit et des Modéles Dynamiques nous permettra de proposer un Modéle Probit
Multivarié Ordinal Dynamique (MPMOD).

Les méthodes par maximum de vraisemblance étant difficiles 4 mettre en oeuvre, nous
utilisons les méthodes MCMC (Monte Carlo par Chaine de Markov) pour estimer les pa-
ramétres de notre modeéle. Ces méthodes connaissent un essor considérable depuis une
vingtaine d’années et sont sources de nombreuses publications (Robert et Casella (2004),
Gelman et al. (2004)). Elles s’adaptent & de nombreuses situations quelque soit le domaine
de recherche. Les plus utilisées dans la littérature sont 1'algorithme de Metropolis Hastings,

I’échantillonnage de Gibbs et I’augmentation des données.

Nous présenterons les Modéles Probit Multivariés Ordinaux dans le chapitre 2. Le
chapitre 3 sera consacré & la généralisation de ces modéles au cas dynamique. Enfin, dans
un dernier chapitre, des simulations nous permettront de juger de 'impact de différents
parameétres (le nombre d’observations, de temps, de modalités de chaque variable ordinale,
le choix des lois a priori des paramétres & estimer) sur la qualité de l'estimation de la

biomasse par compartiment et de la biomasse totale.






Chapitre 2

Modéle Probit Multivarié Ordinal

Les modéles probit univariés, introduits par Bliss en 1935, appartiennent & la classe des
Modéles Linéaires Généralisés (GLM). Avant de présenter plus en détail ces modéles, nous
rappelons la définition des GLM (McCullagh et Nelder (1989)).

Définition 1 (Famille exponentielle) La loi f appartient a la famille ezponentielle si f

peut s’écrire de la maniére sutvante :

— v(6)
u(¢)

ou @ est le paramétre naturel de la famille exponentielle, ¢ un paramétre inconnu, w, u et

f(y,0,9) = emp{ }+w(y, 8)

v des fonctions connues 2 fois derivables.

Définition 2 (Modéle Linéaire Généralisé (GLM)) Soit Y une variable aléatoire dont
la densité appartient a la famille exponentielle. Soit X un ensemble de p variables ezpli-
catives. Sl existe une fonction g (appelée fonction de lien), monotone et croissante telle
que

E(Y) = u(X)
et

9(u(X)) = Po+ XB

ol [y est une constante inconnue, B est un vecteur de paramétres inconnus

alors le modéle associé a Y appartient aur Modéles Linéaires Généralisés.

La famille de ces modéles est trés large et permet notamment de modéliser la relation

entre la probabilité de réponse d’'une variable qualitative par des variables explicatives.

CIRAD-Dist

UNITE BIBLIOTHEQUE
; Baillarguet
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2.1 Cas univarié

Les modéles probit font parties des modéles linéaires généralisés : la fonction de lien

utilisée g est ’inverse de la fonction de répartition de la loi gaussienne @ :

M (u(X))=Po+ XB

(Z <a)= /_0;0 - 127r exp{ - %(Lif@)z}dz

Les modéles probit peuvent se redéfinir en termes de variables latentes gaussiennes. La

définition 3 du Modéle Probit Binaire est alors donnée en termes de variables latentes.

a) Cas binaire

Définition 3 (Modéle Probit Binaire (MPB)) SoientY une variable discréte binaire,
X un ensemble de wvariables explicatives, § un vecteur de paramétres inconnus et Z une

variable latente continue de distribution gaussienne N(Xf3,1). Alors :

PY =01f) = @(Z<alp)

ol o est un seuil inconnu.

En d’autres termes, Y =0 & Z €] —oo;a] et Y = 1< Z €]a; +00[. Le modéle probit,
utilisé pour modéliser une variable discréte, peut donc étre vu comme la discrétisation

d’une variable latente gaussienne.

Remarque :

Pour des raisons d’identifiabilité (Chib et Greenberg (1998)), nous fizons la variance de
la variable gaussienne latente Z a 1 et également le paramétre constant By a 0. Si ces
contraintes ne sont pas satisfaites, le modéle n’est pas identifiable. En effet, soit (,5, 72, @)
une autre paramétrisation ou E est le vecteur de paramétres de regression, 7> la variance,

a un seuil inconnu alors
P[Z €] — 00;0]|B, 07 = P[Z €] — 0;d]|3,57].

avec 0 = \/co, a = /ca, = \/EE et ¢ un réel positif.

Remarque :
Il est important de noter que la variable latente Z n’est pas interpretable. Etant normalisée,

elle est sans unité.
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Figure 2.1 — Modéle probit ordinal univarié

b) Cas ordinal

Bliss a défini les modéles probit classiques dans le cadre de variables discrétes binaires.
La généralisation aux variables discrétes ordinales en termes de variables latentes est due a
Daganzo (1979). La définition 4 donne le cadre général du modéle probit ordinal en termes
de variables latentes. La figure 2.1 illustre cette définition dans le cas du modéle probit &

3 modalités.

Définition 4 (Modéle Probit Ordinal (MPO)) Soient Y une variable discréte dont
les K modalités possibles sont connues et ordonnées, X un ensemble de variables expli-
catives et B un vecteur de paramétres inconnus. Il eziste une variable latente continue Z
de distribution gaussienne N (X(,1) telle que

P(Y =k|f) = ®(og-1<Z < lp)

= —exp{—%(Z—XﬂV}dz

ap_1 V2

ot o = (g, @1...., 01, ) ) est appelé ensemble des seuils inconnus. Par définition ag =

—0 et ax = +00.

Remarque :
Pour les mémes raisons d’identifiabilité que dans le cas binaire, nous fizons la constante .

Bo & 0 et la variance de Z a 1.
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2.2 Cas multivarié

Ashford et Swoden (1970) ont généralisés le modeéle probit univarié binaire au modéle
probit multivarié binaire. Daganzo (1979) propose des modéles probit multivariés lorsque

les variables réponses sont ordinales.

Nous ne présentons dans la définition 5 que le cas de variables réponses ordinales. Celui

ci généralise 4 la fois le cas univarié et le cas binaire.

Définition 5 (Modéle Probit Multivarié Ordinal (MPMO)) Soit Y = (Y3,...,Ys)
un vecteur de variables discrétes dont les (Kj)j=1,.,7 modalités sont connues et ordonnées.
Soient X un ensemble de variables ezplicatives et 0 une matrice de paramétres inconnus.

Il eziste un vecteur de variables latentes continues Z = (Zi,...,Zy) de distribution J-
gaussienne Nj(X0, R) tel que

Y; =kj & Zj €|y k-1 k]
et P[(Y1,...,Ys) = (k1,...,k)|B, R = P[(Z1,...,Zs) € A|B, B]
ot A = Ag, X Agy X ... X Ag; avec Ay, =]aj k;—1; k]

et o = (00, 10+ O K;—1, Q0 ) est appelé ensemble des seuils associés a la variable

discréte Y. Par définition ajo = —00 et ajk; = +00.
o -]
Y2=3
rho=0.7
— rho=0.2
8 o
‘T -
Y1=1 - Yi=2 - Y1=3
o : :
I T R | T L
-2 -1 ) 1 -
21
Figure 2.2 — Modéle probit ordinal bivarié
Remarque :

Tout comme dans le cas univarié, il est nécessaire de respecter des contraintes d’identifia-

bilité (Chib et Greenberg (1998)). Nous avons choisi d’utiliser une matrice de corrélation R
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plutét qu’une matrice de variance covariance ¥ et de fizer le vecteur des constantes By a 0.
En effet, soit a,Y) une nouvelle paramétrisation telle que & soit un vecteur de seuils

4 ) Kl J
une matrice de paramétres de regression, ¥ une matrice de variance covariance. Comme,

¥ et & sont définies positives, il eziste C une matrice réguliére (inversible) telle que
=050
En utilisant le changement de variables Z = (Z — X8)(C")~%, B = B(C")™Y, on obtient :

P(Z € 4|3,%) =PB(Z € A|B,)

Remarque :

A chaque marginale du vecteur Y est donc associé un modéle probit. La structure de correé-
lation R du vecteur des variables latentes Z induit une structure de corrélation unique entre
les variables réponses ordinales Y. La figure 2.2 illustre, dans le cas bivarié, la construc-
tion de la dépendance entre les variables discrétes ordinales Y. Pour une corrélation de
0.2, toutes les combinaisons entre variables réponses sont possibles tandis que pour une

correlation de 0.7, certaines combinaisons ne sont pas envisageables.

2.3 Autres fonctions de lien

D’autres fonctions de lien ont été envisagées dans la littérature (McCullagh et Nelder
(1989)) pour modéliser la relation entre une variable qualitative et un ensemble de variables
explicatives. En effet, les liens logistiques (g(u(X)) = log(u(X)/(1 — u(X))), log linéaires
(9(u(X)) = log(u(X)), log log (g(u(X)) = log(—log(1 — u(X)))) sont employés.

Le modeéle logistique est souvent utilisé pour modéliser des variables discrétes ordinales
ou nominales. Dans le cas univarié, cette méthode est plus simple & mettre en oeuvre que
celle du modéle probit mais pose probléme dans le cas multivarié. D’aprés Joe (1997), les
marginales du modéle logistique sont logistiques mais il est difficile de construire analyti-
quement la loi jointe associée : en effet, contrairement au modéle probit, la loi multivariée
logistique n’est pas modélisable. O’Brien et Dunson (2004) proposent d’utiliser les margi-
nales logistiques en approchant la distribution multivariée logistique par une loi multivariée
de Student. Cette méthode est moins facile & mettre en place que pour le modéle multivarié

probit qui repose principalement sur des lois gaussiennes.

De Leon (2004) compare le lien probit au lien log linéaire qui tout comme le lien logis-

tique, ne permet pas de prendre en compte la structure de corrélation de maniére explicite.

10
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En effet, il n’existe pas de loi multivariée log linéaire ayant une forme analytique. La gé-

néralisation au cas multivarié n’est donc pas immédiate.

Pour I'ensemble de ces raisons, nous avons choisi d’utiliser le lien probit qui offre la

possibilité de généraliser naturellement le cas univarié au cas multivarié.

2.4 Modéle et vraisemblance

Soient Y7,...,Yn, n vecteurs aléatoires indépendants de taille J x 1 tels que ¥; =
(Yi1,- .-, Yis)i=1,.n- Supposons de plus que chaque vecteur Y; soit modélisé par un MPMO
(cf Définition 5). Soit Z; = (Z;1,...,Z;y) le vecteur latent associé au vecteur discret Y;
tel que Z; ~ Nj(X;0, R) ot X; est le vecteur de variables explicatives associé a la géme
observation, # une matrice de paramétres et R une matrice de correlation.

La distribution du vecteur Y; est une multinomiale

M(L, (p1, -, PK))

J
ou K = H K le nombre total de modalités possibles du vecteur discret Y et
j=1
K
P =P(Y = k) =P(Z € Ay) avec » _pi =1, A, pavé de R” (cf Définition 5).
k=1

La vraisemblance associée aux paramétres est la vraisemblance de la loi multinomiale

associée 4 Y; :

K
LB, Ro;Y) = [I1I plivi=kl

n K
- HH[/ ¢.1(2|B, R, a)dz;]| " (¥i=+}

ol ¢ est la densité de la loi J-gaussienne.

La log vraisemblance s’écrit donc de la maniére suivante :

I(B,R,0;Y) = Zzzog [/ ¢J(z,|ﬁ,Ra)dzz] X Ny}

i=1 k=1
= Zzlog[/---/¢J(Zil,-~-,2u|ﬂ, Rva)dzil---dzi.]] X Ly, =g}
1=1 k=1 N e’

J fois

ol lfy,—} est I'indicatrice de 'événement de Y; = k.

11
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2.5 Estimation des paramétres

L’approche classique pour estimer les paramétres du modéle dans le cas univarié est
I’approche par maximum de vraisemblance (ML). Dans ce cas, les estimations du ML sont
obtenues par des méthodes algorithmiques telles que les méthodes de Newton-Raphson
(Lange (1999)). Cependant, dans le cas multivarié, la mise en place de cette méthode
s’avére plus compliquée. La difficulté d’estimation est principalement liée & 1’évaluation
des intégrales multiples dont la multiplicité dépend du nombre de variables réponses. Au
dela de J = 4 variables discrétes ou lorsque la structure de correlation est complexe, la
recherche du ML devient intraitable (Kotz et al. (2000)).

Bedrick et al. (2000), Mortier (2002), De Leon (2004) proposent une alternative pour
estimer les parameétres : 1'approche par des paires de vraisemblances. Cette méthode est
attractive car elle permet d’approcher une log vraisemblance impliquant des intégrales
multiples de loi gaussienne par une somme d’intégrales bivariées, qui peut étre facilement
évaluée. Cette approche conduit & une unicité des paramétres estimés; en effet on maxi-
mise une seule pseudo-vraisemblance qui posséde des propriétés asymptotiques connues
(Cox et Reid (2004)). Cependant, cette méthode n’est pas satisfaisante si nous introdui-
sons le temps. En effet, la prise en compte des autocorrelations ne permet plus de se situer
en univarié : la cas univarié devient multivarié. Ainsi nous n’avons pas choisi d’utiliser cette

méthode pour estimer les paramétres de notre modéle probit.

Natarajan et al. (2000) traitent des problémes d’estimation des paramétres des modéles
probit multivariés en utilisant les méthodes MCEM (Monte Carlo Expectation Maximi-
sation). Cette méthode est attractive mais est difficile en mettre en oeuvre dans le cas

longitudinal.

Chib et Greenberg (1998) proposent une méthode MCMC pour résoudre les problémes
d’estimation des paramétres. Ces méthodes, actuellement largement utilisées dans les mo-
déles GLMM (Modéles Linéaires Généralisés Mixtes), MPMO (cf Définition 5) et Modéles
Dynamiques (cf Définition 6)), semblent bien adaptées pour estimer les paramétres de notre
modéle (Fahrmeir (1992), Carlin et al. (1992)).

2.5.1 Méthodes MCMC

Depuis de nombreuses années, deux grandes écoles statisticiennes que sont les "fréquen-
tistes" et les "bayésiens" débattent (Efron (2005)). La statistique bayésienne repose sur le

théoréme de Bayes : Oflo)
_ w(0)f(&lo
00 ="
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ou (@) et w(8|€) sont appelés respectivement loi a priori et loi a posteriori du vecteur

de paramétres 6 inconnu.

La principale différence entre ces deux approches est la fagon dont ils traitent des para-
métres inconnus. Le fréquentiste considére les pafamétres de maniére déterministe tandis
que le bayésien traite les paramétres de fagon probabiliste et analyse la distribution de ces
derniers. Cette distribution représente la connaissance des valeurs réelles des paramétres.

C’est a ce niveau que le théoréme de Bayes joue un role central.

D’aprés Rodriguez-Zas et al. (1998), les "fréquentistes" critiquent 1’effet du choix de la
loi a priori des paramétres i estimer. En effet, dans I’approche bayésienne, il est nécessaire
de donner une distribution a priori sur les paramétres. Le choix de la loi a priori peut avoir
une influence non négligeable sur la distribution a posteriori des paramétres. Néanmoins,
si elle reflete bien les valeurs possibles des paramétres ou si elle est non informative, les

résultats seront peu influencés par ce choix.

Selon Blasco (2001), ces deux écoles ne sont pas si opposées que cela. En effet, selon
lui, lorsque le nombre d’observations est suffisamment élevé, les différences sont seulement
morales. La méthode & utiliser est simplement celle qui sera la plus facile & mettre en

oeuvre pour estimer les paramétres du modéle.

Bien qu’ayant des points de vue divergent, les "fréquentistes" et les "bayésiens" en-
tretiennent de fortes relations, la vraisemblance du modéle restant la base de ces deux

approches.

Dans ce contexte, les méthodes MCMC sont souvent utilisées. Leur objectif est d’obte-
nir un échantillon (z1,...,z,) de loi f sans le simuler directement suivant f. On appelle
algorithme MCMC toute méthode produisant une chaine de Markov () ergodique
de loi stationnaire la distribution d’intérét. Il faudra par conséquent attendre un nombre
d’iterations! important pour obtenir une approximation correcte de f. L’algorithme de Me-
tropolis Hastings et 1’échantillonnage de Gibbs sont les méthodes MCMC les plus connues
et les plus utilisées dans la littérature (Imai et Van Dyk (2005), Webb et Forster).

a) Algorithme de Metropolis Hastings

Lorsque la distribution a priori w(0) et la vraisemblance f(£|0) ne sont pas conjuguées,
la distribution a posteriori n’est pas simulable de fagon automatique (Gelman et al. (2004)).

L’algorithme de Metropolis Hastings permet de résoudre ce probléme en utilisant une loi

lon parle d’étape de burn-in
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conditionnelle ¢() que nous définirons par la suite. Un des avantages de cet algorithme est

qu’une connaissance limitée de la loi f & simuler est suffisante.

Cet algorithme, tout comme I’échantillonnage de Gibbs, n’a pas été développé dans
le but d’analyses statistiques, mais par des physiciens du Projet Manhattan en 1940 qui
cherchaient & comprendre la théorie de mouvement de particules liées a la premiére bombe
atomique (Banerjee et al. (2004)). Ces méthodes ont été adaptées par Hastings en 1970 a la
simulation statistique. Il repose sur une méthode d’acceptation/rejet du paramétre obtenu

a partir de ¢() et se définit de la maniére suivante (Robert et Casella (2004)) :

Algorithme de Metropolis Hastings

1. Générer y; ~ q(ylx(t) )

2. Prendre
zt+1) = g, avec probabilité p(z®, y;)
2t = £ avec probabilité 1 — p(z®), y;)

ou

2® o) = min( L @)a@Ol)
,0( ¢ yYt) = {f(z(t))q(ytlx(t)) ) 1}

La loi ¢() est appelée loi instrumentale ou loi conditionnelle.

Le choix de la loi g() est assez "subjectif". Plusieurs possibilités sont proposées : ¢
est indépendante de I’événement =) : on parle d’algorithme de Metropolis Hastings
indépendant (Robert et Casella (2004)) ou encore q(yz|z?) = £+ ot () est une per-
turbation aléatoire indépendante de z(® : on parle d’algorithme de Metropolis Hastings

a marche aléatoire (Chib et Greenberg (1998)).

b) Echantillonnage de Gibbs

L’échantillonnage de Gibbs, cas particulier de 1’algorithme de Metropolis Hastings, fut
développé par Geman et Geman (1984). Ce n’est qu’a partir de ce moment que les méthodes
MCMC se sont vérita,blément imposées 4 la communauté statistique. La particularité par
rapport & Metropolis.Hastings est que la probabilité de rejet est nulle. Cet échantillonnage
est utilisé lorsque la distribution a posteriori du paramétre & simuler est connue.

D’aprés Robert et Casella (2004), il s’écrit :

Echantillonnage de Gibbs

Simuler

1. 2« fi(2]2$?, ..., 2)
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2. zgtﬂ) ~ fz(mglxgt+1),a::(3t),...,mg))
3. o6 ~ fo(aplai™,... 2l

Dans ces deux algorithmes, le nombre d’iterations a partir duquel nous obtenons une
approximation correcte de f fait débat (Banerjee et al. (2004)). On parle d’étape de burn-
in. Gelman et al. (2004) proposent de ne conserver que la seconde moitié des itérations de
chaque séquence paralléle (en partant de points initiaux distincts). Leurs inférences finales
sont fondées sur I’hypothése que la distribution des valeurs simulées, pour un assez grand
nombre d’itérations, est prés de la distribution cible. Raftery et Lewi (1992) ont proposé
une méthode pour estimer la longueur du burn-in en échantillonnant selon des quantiles.
Brooks et Roberts (1999) montrent comment cette méthode, malgré sa forte mélangeance,
peut sérieusement sous estimer la véritable longueur du burn-in. D’aprés Robert et Casella
(2004), il n’existe pas de méthode optimale pour choisir la longueur du burn-in. Nous avons

donc choisi de faire ce choix de maniére visuelle.

Il est également nécessaire de tenir compte des impératifs d’'indépendance entre les va-
leurs simulées. Cette étape est appelée thinning. Schmeiser propose de recourir & un sous
échantillonnage pour diminuer la corrélation entre les réalisations successives de la chaine
de Markov. Cette méthode conduit & des pertes d’efficacité en termes d’estimation statis-
tique. La solution envisagée par Gelman et al. (2004) est de ne garder les estimations que
toutes les k itérations de chaque simulation paralléle, dans le but d’obtenir la distribution

de f avec au moins 1000 estimations conservées.

Le troisiéme probléme et stirement le plus délicat, est la convergence des algorithmes
MCMC. Plusieurs méthodes sont proposées pour vérifier cette propriété markovienne mais
aucune ne permet d’obtenir un critére de convergence optimal. Les méthodes les plus
simples sont les méthodes graphiques et empiriques proposées par Riter et Tanner (1992)2
et Robert et Casella (2004). De fagon plus probabiliste, le critére d’arrét de Gelman et
Rubin utilise la différence entre un estimateur de la variance intrachaine et la variance
interchaine. De nombreuses approches sont proposées dans la littérature et ces critéres
sont sources de nombreuses recherches. Cowles et Carlin (1996) ont dénombré 13 méthodes
mais n’ont pu définir quel était la plus optimale. Ils proposent cependant de combiner ces

différentes approches.

%rapport de la densité réelle f et de la densité approchée f
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Augmentation des données (cf partie 5.2 de Robert et. Casella (2004)). Un des
problémes de ’échantillonnage de Gibbs est qu’il ne peut étre envisagé que de maniére
globale et peut s’avérer lent. La méthode d’augmentation des données, cas particulier de
Gibbs, a été introduite indépendamment de I’échantillonnage de Gibbs en 1987 par Tanner
et Wong dans le contexte de modéles & données manquantes.

Dans notre étude, le principe d’augmentation des données est employé lors de I'introduction
du vecteur latent Z dans l'estimation de nos paramétres. L’utilisation de cette méthode

permet de simplifier la simulation des différents paramétres.

2.5.2 Algorithme et modéle MPMO

Les paramétres du modéle a estimer sont 3, R, o.. Considérons la loi a posteriori jointe

des paramétres sachant le vecteur discret des réponses Y :
(B, R,a|Y) «x (B, R, )P[Y |3, R, o].
On suppose que les lois a priori de 8, R et « sont indépendantes. On obtient donc :
(B, R, o|Y) o m(B)m(R)m () P[Y']B, R, a].

Le traitement de cette loi jointe par les méthodes MCMC reste difficile. L’introduction de la,
variable latente (Augmentation des données partie 2.5.1) simplifie grandement les calculs.
Soit Z;, le MPMO (cf définition 5) associé & Y; tel que Z;|3, R ~ Nj(X;8, R) alors :

m(Z,8, R, alY) < n(B)n(R)m(a)P[Y|Z, B, R, | f(Z|B, R, @).
De plus, Y ne dépend pas de § et de R et Z ne dépend pas de a (cf Figure 2.5.2) :
m(Z, B, R, oY) o< w(B)w(R)m(2)P[Y|Z, o] f(Z]B, R)-

Par hypothése, les Z; sont indépendants et donc également les Y; :

(Z, 8, R,a|Y) o n(B)m(R)n(c) | [ P[Yil Zi, 0] £(Z:lB, R)-
. i=1
Or ]P[Y;'IZi,a] = ]I{ZieB,;} ou B; = Bi;l X Bi-’g X ... X Bi;J’ et Bi;j =]aj,kj_1;aj,kj] si )fi;]‘ = kj.
Finalement

(2,8, R, oY) o n(B)m(R)m(a) [ | Lzen}f(ZilB, R).
i=1

La matrice des corrélations R et les seuils a n’ont pas de distribution a posteriori connu.
L’algorithme de Metropolis Hastings sera donc utilisé pour la simulation de ces paramétres.
L’algorithme associé au MPMO (cf Définition 5) est un enchainement d’échantillonnages

de Gibbs et d’algorithmes de Metropolis Hastings.
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Figure 2.5.2 : Graphique orienté acyclique (DAG)

Les paragraphes suivants présentent les lois a posteriori des paramétres (3, R, o, Z) a es-

timer.

a) Paramétre

On suppose que la loi a priori des paramétres 3 est 8 ~ N;(0, By) avec By fixé a priori,
By = diag(1000). Notre a priori est non informatif.
La loi a posteriori de 3|Z, R est donc la loi gaussienne NJ(B, B) avec

n n
B=B(_ xIr'z) B=(B;y'+» XFR'X)™
i=1 i=1
La loi a posteriori du parameétre (3 sera simulé & partir de la décomposition de Cholesky

de la matrice B.

Remarque :
D’aprés Gianola et Fernando (1986), le choiz de la variance a priori des 3 conduit a
différentes interprétations. Si cette variance tend vers l'infini alors l’estimateur a posteriori

de B est solution de I’estimation par moindres carrés généralisées et correspond au REML?.

b) Loi de Z;|Y;,5,R

Intéressons nous a la loi des variables continues latentes sachant les variables discrétes
observées. Par définition Z;|3, R ~ Nj(X;0, R) et Y; = k; & Z; €|ajk—1; k]

3Restricted Maximum Likelihood
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On en déduit que Z;|Y;, 8, R ~ Nj(X;[3, R) avec z;j tronqué sur Jagy,;—1; 0,y:;], c’est
a dire que (avec k; nombre de combinaisons possibles des variables réponses)

J kj
f(lelf‘H ﬁ’ R) = (DJ(leX‘Lﬁ) R) H Z n{zije]aj,[_l;aj,l]}]l{yij=l}
j=11=1
Pour échantillonner les composantes de Z; selon la distribution multivariée gaussienne
tronquée, nous utilisons un échantillonnage de Gibbs (Geweke (1991)) : chaque variable
latente Z;|Y, B, R, Z_; (Z_; est le vecteur Z; privé du j™° élément) est simulée de maniére

univarié.

c) Paramétre p (matrice R)

Soit p = (p1,2, -y ps—1,7) le vecteur des M = [J(J—1)]/2 corrélations avec p € [-1; 1]M.
La loi a priori choisie pour définir ce vecteur de paramétres est m(p) = Unpr([—1; 1]M).

La loi a posteriori de p se définit a partir de la relation de Bayes suivante :

7(p|B, Z) o< w(p) £ (Z18, R)1pe[-1;11M}

Cette loi n’est pas connue, ’algorithme de Gibbs n’est donc pas adapté pour simuler la dis-
tribution de p (cf partie 2.5.1). Nous proposons une appfoche par 'algorithme de Metropolis
Hastings 4 marche aléatoire. La loi conditionnelle q utilisée est g(p*)|p},) = pf, +:%) ot ((¥)
est une perturbation aléatoire symétrique indépendante de pj.. Ainsi, () est symétrique,
q(p®) lo},) = q(p}clp(’“)), et n’intervient pas dans le ratio de la probabilité d’acceptation/rejet

qui s’écrit alors :

F(Z18, Ri) (g ef-11M}
(218, R®OY L 0 ¢(_yapey

(k)

o(p*™, pi) = min{ 1}

. 1218, R))
7216, R¥)

est le rapport de vraisemblance.

d) Paramétre o

Nous devons maintenant simuler les seuils & et donc déterminer leur loi a posteriors. 11
est important de ne pas oublier que les seuils sont classés de facon croissante pour chaque
variable réponse.

On définit leur loi a priori comme étant une loi uniforme sur un intervalle [-Oj; O] avec

—-0; <aj1 < @3 K s B 0 K- 1 < 05

Webb et Forster proposent de simuler les seuils par échantillonnage de Gibbs en sup-
posant que leur distribution a posteriori est uniforme mais Cowles (1996), Chen et Dey

(2000) précisent que I’échantillonnage par cette méthode peut converger trés lentement car
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I'intervalle dans lequel doit appartenir chaque seuil peut étre trés étroit. Ainsi, la valeur
des seuils peut changer lentement entre les itérations successives. De plus, cette méthode
est problématique car cela rend les itérations fortement corrélées. Naturellement, la conver-
gence plus lente est associée au fait qu’il y a peu d’information sur les distributions des
variables latentes. Son étude empirique prouve également que la convergence lente des
seuils affecte sérieusement la convergence de . Cowles (1996) propose un algorithme de
Metropolis-Hastings pour générer des seuils selon leur distribution marginale a posteriori
en utilisant une densité conditionnelle g() gaussienne tronquée , qui améliore la convergence
de ’échantillonneur de Gibbs employé par Albert et Chib (1993).

La probabilité d’acceptation/rejet s’écrit donc :

P(Y|Z,B, R, ;) g(a¥]o}) -
P(Y|Z,5, R, o) q(aj|o®)’

0(a® | ah) = min{ 1}
ou q(a(’“)lak) = N(a;c,'U2)ﬂ{a(k)ela(k—l);a;c+l[}, v? fixé
f®Y|Z, B, R, o)
B(Y|Z, B, R, o®)

le rapport de vraisemblance.

Rémarque 3

La distribution d’un vecteur de statistique d’ordre est la méme a une constante prés que
la distribution du méme vecteur non ordonné (Dacunha-Castelle et Duflo ( 1982)) : cette
propriété permet de simplifier la probabilité d’acceptation /rejet de l’algorithme de Metropolis

Hastings utilisé.
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Chapitre 3
Etudes longitudinales

Le MPMO (cf Définition 5) obtenu dans le chapitre précédent ne tient pas compte de
I’effet de 1'age. Dans le chapitre qui suit, nous proposons une approche qui permet de gé-
néraliser le MPMO au cas longitudinal et ainsi de prendre en compﬁe les autocorrelations.
Dans la littérature, les données longitudinales sont traitées dans le cas univarié de multiples
maniéres. Gueorguieva et Agresti (2001) proposent de définir ’Age comme un effet aléatoire
dans un modéle linéaire généralisé mixte (GLMM). Cette approche permet de prendre en
compte 'hétérogénéité inter ge et repose sur 'indépendance des variables réponses entre
deux états. Une autre approche classique consiste a ajouter un intercept aléatoire dépendant
du temps. Or, dans notre cas, un intercept aléatoire induirait des problémes d’identifiabi-
lité. Par conséquent, cette méthode n’est pas adaptée & notre situation. D’autres méthodes
nous semblent mieux appropriées pour prendre en compte l'effet de 1’dge sur les variables
discrétes Y et pour prédire leurs évolutions temporelles : elles se rapprochent dans leurs
constructions & celles proposées par Saint-André et al. (2005). Biologiquement, ceci traduit
une évolution des relations allométriques entre la taille des arbres et leur biomasse ; évolu-
tion constatée par Saint-André et al. (2005) et qui s’interpréte par des variations de forme
de troncs, de densité et d’architecture des arbres au cours du temps. Nous construisons
un modéle hiérarchique mixte & 1 niveau ou les paramétres § du MPMO sont Supposés
aléatoires dépendant du temps. Comme 'ont proposés dans le cas univarié discret Carlin et
al. (1992), Knorr-Held (1995) et Nikele et Fahrmeir (1999), nous traiterons ces parameétres

de maniére dynamique.

Lindsey (1997), dans le cas de variables univariées ordinales dépendantes dans le temps,
propose d’utiliser un modéle MPMO pour modéliser la dépendance temporelle. La statis-
tique employée est P[Y; = k¢|Yi—1 = ki—1] = P[Z; € Ag,|Zi—1 € Ak,_,] o0 Z; sont des
variables latentes, de distributions gaussiennes. Dans ce cas, le modéle proposé est un

modeéle Probit multivarié o la matrice R traduit les dépendances temporelles.

ClRAD-Dist
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CHAPITRE 3. ETUDES LONGITUDINALES

3.1 Modéles Mixtes

Les Modéles Linéaires Généralisés Mixtes (GLMM), dans le cas de variables réponses
discrétes sont utilisés pour modéliser des effets aléatoires et notamment ceux dépendant
du temps. Nous en donnerons la formulation dans le cas univarié d’aprés Molenberghs et
al. (2002).

Soit Y; 'observation du 7™ individu au temps ¢, t =1,...,T,i=1,...,n. Notons ¥; le
vecteur de toutes les observations au temps t. Le modéle général suppose que Y; satisfait,

conditionnellement & [ :
YilBe ~ Di(0,8:) et Vt#t, corr(YelBy Ye|Be) =0

ol @ est un vecteur de parameétres inconnus, J; un vecteur de dimension g x 1 appelé vecteur
d’effets aléatoires, supposé suivre une distribution C' qui peut dépendre d’un vecteur ¥ de
paramétres inconnus : B¢ ~ C(%).

L’indépendance conditionnelle des variables réponses est une des hypothéses importantes

des modéles mixtes. Son utilisation permettra de simplifier notre modéle.

En général, & moins qu’une approche entiérement bayésienne soit envisagée, l'inférence
du modéle est basée sur la marginale de Y; qui est obtenue en éliminant les effets aléatoires
par intégration, sous leurs distributions C(v). Soient di(Z:|3;) et c(B:) les fonctions de
densités correspondant respectivement aux distributions D; et C. La fonction de densité

marginale de Y; est égale & :
1) = [ dutalpi)c(B b (3.1)

Elle dépend des paramétres inconnus 6 et .

Dans le cas linéaire, si les distributions D; et C sont gaussiennes, les marginales ont
une forme connue. En revanche, dans le cas général, les marginales peuvent ne pas avoir

de formes explicites.

Dans la suite, nous allons utiliser des modéles inclus dans les GLMM, connus sous plu-
sieurs noms selon le domaine d’utilisation : les GLMM 4 coefficients de régressions aléatoires
(Kauermann (2000)) ou les Modéles Dynamiques (Gourieroux et Monfort (1997)).

3.2 Modéles Dynamiques

Les modéles dynamiques faisant intervenir des variables non observables, forment une

classe trés riche et trés importante dans les domaines économiques et financiers et peuvent
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étre étendus aux problémes biologiques. Ces modéles peuvent avoir une interprétation
économique et/ou étre des outils d’analyse purement statistiques. Souvent associés aux
modéles & espaces d’états dans la littérature des séries chronologiques, ils offrent un cadre
souple pour adapter la plupart des modéles longitudinaux (Fahrmeir et Tutz (1994), Wikle
(2000), Rivers et Vuong (2002)).

Les modéles dynamiques linéaires se définissent de la fagon suivante :

Définition 6 (Modéles dynamiques linéaires (Banerjee et al. (2004))) Soit Y; un
vecteur de dimension m X 1 a un temps t. Y est lié au vecteur d’état B¢ de dimension p x 1
par une équation de mesure. En général, les éléments de (B; ne sont pas observables mais

sont générés par un processus de Markov d’ordre 1, résultant d’une équation de transition.

Y: =Gife+e, € ~N(0,Xf) (3.2)

Bt = Fyfe1 +m:, 1~ N(0,%]) (3-3)
ou Gy et Fy sont respectivement des matrices de dimension m X p et p X p.

L’équation 3.2 est I’équation de mesure, ol ¢, erreur de mesure, est un vecteur
gaussien de dimension m X 1 de moyenne 0 et de matrice de variance . L’équation 3.3 est
appelée équation de transition ou 7¢, perturbation, est un vecteur gaussien de dimension
p X 1 de moyenne 0 et de matrice de variance X7
F; et Gy constituent un systéme de matrices qui peut changer au cours du temps. Cette
hypothése est propre a chaque modéle étudié. La matrice G est habituellement spécifiée
par la composition du probléme, tandis que F; est spécifié selon des hypothéses de modéli-
sation. Par exemple, si F; = I, nous obtiendrons une marche aléatoire pour §;. Dans notre
étude, Gy = X; = r2h:, produit du rayon 4 1m30 et de la hauteur d’un arbre, est connu

tandis que F} reste & modéliser.

Gourieroux et Monfort (1997) fournissent de nombreux exemples de modéles dyna-
miques parmi lesquels :
— Modéle linéaire ordinaire :

Bty1 =0t =---= Po =B,

i=XfB+n &
Y:‘.thﬁ'*‘nt; t:O,"’,T.

— Modele Autorégressif avec autocorrelation constante (AR) :

Y= X + €,
Bt =7B-1+€ avec |y <1
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Les modéles dynamiques permettent de rechercher la meilleure approximation de 1’état
[ du systéme & la date t, connaissant les observations présentes et passées Yp, Y7, ..., Y:.
Cette approximation est donnée conditionnellement par E[G|Yp, Y1,.-..,Y:] et le probléme
correspondant est appelé probléme de filtrage. Nous pouvons également nous inté-
resser aux prévisions de variables futures. Ceci fevient a calculer E[B|Yo, Y1,...,Ys] et
E[Y;|Yo, Y3,...,Y;] pour s < ¢ et les problémes sont dits problémes de prévision.
En utilisant cette formulation hiérarchique des Modéles Dynamiques, nous présentons dans

la section suivante le Modéle Probit Multivarié Ordinal Dynamique.

3.3 Modéle Probit Multivarié Ordinal Dynamique

L’utilisation des Modéles Probit et des Modéles Dynamiques nous permet de proposer
un Modéle Probit Multivarié Ordinal Dynamique. Ce modéle repose sur la prise en compte

des paramétres de régression [; et des seuils o;; comme processus aléatoires.

Définition 7 (Modéle Probit Multivarié Ordinal Dynamique (MPMOD)) Soient
(Yit, - - -5 Ynt)e=1,..,T, n vecteurs indépendants de taille Jx1 tels que Yis = (Yixe, - - ., Yigt)i=1,..n-
Supposons de plus que chaque vecteur Yi; soit modélisé par un MPMO (cf Définition 5).
Soit Zi = (Zitty - -, Zige) le vecteur latent associé au vecteur discret Yy tel que Zit|B; ~
Nj(X;itBs, R) ot Xyt est un ensemble de variables ezplicatives associé a la ™ observation

au temps t, R une matrice de correlation, (B et oy des processus aléatoires, F' et W; des

mairices de transition, vy et u;; des vecteurs de perturbations aléatoires.
Le Modéle Probit Multivarié Ordinal Dynamique (MPMOD) se définit par :

P(Y: = kt|Bt, R) = P(Z¢ € Akt|Bt, at, R),

Zit = XitBe + € ; et~ Ns(0,R) (3.4)

Bt = FfBe—1+vg; ve ~ N(0,%p)

ajt = Wjaje—1+uje;  wjs ~ N(0, Zq;)
out=1,....,T,i=1,...,n,5=1,...,J et At =|orky,—1; @1kye] X - X]Qsks,—15 k]

Notons que les éléménts Zis de Z; et donc les éléments Y;: de Y; sont indépendants

conditionnellement aux processus aléatoires [ :
Vs #t, corr(Yie|B; Yis|B) =0 et corr(ZitlB; Zis|B) =0

L’utilisation de cette propriété d’indépendance conditionnelle est centrale et permet de

simplifier I’estimation des paramétres.
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Spécification des processus o; et ;.
- Oy :
A chaque temps t, les seuils o; sont classés de maniére croissante : ajg1 < ... < ajex
ot K est le nombre de modalités de la variable réponse j. Or, I'erreur u;; peut in-
duire des changements d’ordre sur ces seuils. L’utilisation d’un modéle Autorégressif
d’ordre 1 tronquée sur les seuils peut il permettre de prendre en compte cet ordre ?
Ne sachant comment palier ce probléme, nous avons choisi de considérer les seuils
indépendants d’un temps a 'autre : Vs # t, corr(a¢, aj5) = 0 et supposé que &;; la

statistique d’ordre de o suivait une distribution uniforme U (—0j¢; Ojit).

- B
La structure de dépendance temporelle des paramétres inconnus f; peut étre modé-

lisée par un modéle autorégressif multivarié général.

Autorégressif d’ordre 1. Les modéles autorégressif (AR) d’ordre 1 sont une géné-
ralisation de I'approche & espaces d’états pour les séries temporelles proposée par Carlin
et al. (1992). Ces auteurs proposent de définir les paramétres de régression f; dans le cas

univarié de la maniére suivante :
Be=FBi—1+v, v~ -Mp(O, Ep)

ol p est la dimension du vecteur B, F' est une matrice d’autocorrelations.
Cette équation de transition gaussienne permet de modéliser la dynamique des paramétres
inconnus §; dépendant du temps. Dans la suite de notre étude, le modéle ne compte qu’une

variable explicative r2h, produit du rayon & 1m30 et de la hauteur d’un arbre : p = 1.

De plus, nous supposons que les paramétres (f;¢)j=1,..,s associés aux J biomasses par
compartiment Y; sont indépendants & un temps donné. Nous ne tenons pas compte de
I’additivité des biomasses par compartiments dans nos modéles.

Dans ce cas, le modéle AR d’ordre 1 s’écrit :
Bit = fiBje—1+vje, vie ~N(0,05), |fil <1

Dans le modéle autorégressif (AR) d’ordre 1, ’état d’un individu au temps ¢ dépend
uniquement de son état au temps ¢t — 1 et les erreurs vj; sont indépendantes de Bjs si s < t.

La loi conditionnelle des §j; est :
BitBio—1 ~ N(fiBjt-1,03,)

Par hypothése, ;1 = vj1 et |fj| < 1. La loi du processus autorégressif 3; est, pour un pas

de temps fixe :
2

ag
B
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Remarque :

D’aprés la définition 6, la matrice de transition Fy peut dépendre du temps et évoluer avec
celui-ci. Cependant, dans notre modéle AR, nous choisissons de supposer les autocorrela-

tions f; indépendantes du temps.

Les 8 supposés effets fixes dans le MPMO (cf Définition 5) sont maintenant des effets
aléatoires dans le MPMOD (cf Définition 7).

Spécification du modéle.
Dans la partie 4.2, nous décrivons la série chronologique des # comme un modéle auto-

régressif d’ordre 1 et supposons les autocorrelations des seuils a;; nulles.

Le Modéle Probit Multivarié Ordinal Dynamique (MPMOD) obtenu s’écrit,

sous les notations de la définition 7 :

P(Y; = k¢|B¢, R) = P(Z; € ApelBs, 0, R)

Zit = XitPe + €5 & ~ N;j(0,R)
Bjt = fiBjt—1+ vjt; vje ~ N(0,03,)
a¢ ~ U(=0jt; Oji)
out=1,...,T,i=1,...,n,j=1,...,J et ajs, la statistique d’ordre de a;.
Nous supposons que corr(v, ) =0, t =1,...,T. Les liens entre les différents paramétres

sont représentés sur le graphe acyclique orienté de la Figure 3.4.
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Figure 3.4 : Graphique orienté acyclique (DAG)

3.4 Estimation des paramétres

Les méthodes MCMC (cf Partie 2.5.1) sont utilisées pour estimer les paramétres R (p),
af,j, fi, at, Be et Zy dumodeéle, t=1,...,T,5=1,...,J.
La loi a posteriori jointe des paramétres du modéle sachant les variables discrétes ordinales
Y s’écrit (cf Figure 3.4) :

(2, 8,0, R, 5, FIY) o< w(R)w(F)m(Zp)m(e) f(BIF, Lp)P[Y|Z, o] F (2|0, R)

Par hypotheése, les Z;|(; sont indépendants (et donc également les Yi:|3;) et les B sont

indépendants conditionnellement aux B¢ (cf partie 3.3) :

T
w(Z,0,a,R, 35, F|Y) o w(R)n(F)m(Xg) H [W(at)f(ﬁtlﬂt_]_, F,¥g) x
t=1

X HP[YitIZit, o] f(Zit|Be, R)} .

i=1
Nous ne présentons pas les lois a posteriori des paramétres ojt, Z; et p (matrice R). Le

calcul de ces lois est identique & celui présenté dans la partie 2.5.2.

26



CHAPITRE 3. ETUDES LONGITUDINALES

a) Loi de (¢|F,%Xg, Zt, Bzt

Nous avons supposé a priori que [ était distribué selon un processus autorégressif

d’ordre 1. Par conséquent :
BelBt—1, F, X ~ Nj(FPi-1, Lp)
Par suite, le paramétre 3 au temps ¢ ne dépend que de son état au temps ¢ —1 et au temps
¢+ 1. On suppose que 8(0) ~ N;(0,%g = o3Idy).
La loi a posteriori de B; se calcule alors & partir de la formule suivante (Fahrmeir et Tutz
(1994)) :
F(Be\F, X, Bsse, Zt) o< f(BelBsxt, F, Xp) f(Z¢|Bt, R)

o f(Be/Bi-1,F,Tp) f(Bes1|Be F, Zp) [ | £(ZitlBe, R)

=1

Aprés calcul, on obtient que la loi a posteriori des paramétres [5; est :

ﬂtlFa 2,@3 ﬁs#t) Zt ~ NJ(bt) -Bt)

avec
_ —1 Peelpy L _
B, = (53'+F's; F) . t=0
n
il
B = (251+FT2§1F+ZX}§R—1Xit) , b=l T =1
=1
n ' _1
By = (S3'+) XER'Xa) , t=T
t=1
et

B = Bt(FTZ[_,lﬂl), t=0

S
|
—

n
b = Bi(T5'Flio+FTS5 001+ > XERZ), t=1,...

i=1
) n
b = B(S3'Fha+ Y XERZy), t=T
i=1

Ces équations généralisent au cas multivarié (J compartiments) les équations proposées
par Carlin et al. (1992). La loi a posteriori du vecteur de paramétre §; sera simulé & partir
de la décomposition de Cholesky de la matrice B;.

b) Paramétre F

Nous avons supposé lors de la définition du MPMOD que les paramétres 3;; associés

au compartiment j sont indépendants des parameétres f;+; associés au compartiment j’ ,
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j # j', a un temps donné t. Par suite, I’équation de transition des [; s'écrit de la facon

suivante :
Vi=1,...,J Bjt= fiBjt—1+ 0[231,
Les autocorrelations f; peuvent donc se calculer indépendamment. On suppose a priori
que fj suit une loi gaussienne tronquée sur | —1;1[ :
2
fi NN(ufj;U?j)ll{ij]_l;l[} avec pp; =0 et of =0.1

La loi a posteriori de f;|0;, 0[253, est donnée par la formule suivante :
w(filBjs0p,) o w(f;)f(B;|F,03;)

Or, pour tout ¢, conditionnellement & B¢_1, les B¢|B:—1 sont indépendants donc :

T
©(filBi,03,) o w(f5) |1 f(BitlF, Bje-1,03,)

t=1

Apreés calcul, la loi a posteriori de f; est une loi gaussienne tronquée :
fjlﬁ_‘i, U[zij ~ N(fj7 ’\)2'3-)]1{_&6]—1;1[}

avec

T T
. > Bie-1 . > Bithie—1
2 t=1 £ __ 2 fi t=1
’\sz(—z'l"T) fj—’\fj(_zj'*""—z_)

T 98, %% 95;

On se situe par conséquent dans un cas univarié ou chaque simulation est indépendante

des autres.

c) Paramétre o} (matrice Tp)

L’équation de transition des [; s’écrit de la fagon suivante :
Vi=1,...,J Bje=fifje-1+05, |fil<1

Gelman (2005) propose différentes lois a prior: pour les paramétres de variance dans
les modeéles hiérarchiques. Ces distributions peuvent étre non informative ou informative.
La loi inverse gamma peut avoir ces deux caractéristiques selon le choix de ses paramétres :
plus ils sont faibles, plus cette distribution est non informative. L’inverse gamma fait par-
tie de la famille des lois conjuguées conditionnellement : si a%j suit a priori une loi inverse
gamma alors sa distribution a posteriori, conditionnellement aux observations gaussiennes,
sera une loi inverse gamma. Cette conjugaison conditionnelle permet & af,j d’étre mis a
jour facilement & chaque étape de I’échantillonnage de Gibbs. Le concept de lois conju-

guées conditionnelles est utile parce que cette notion est préservée quand un modéle est
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augmenté hiérarchiquement, alors que le concept de lois conjuguées ne I’est pas nécessaire-
ment (Gelman (2005)): Nous avons donc choisi comme loi a priori pour les variances af;j

une loi inverse gamma non informative :
0[231_ ~ZIG(aj,b;) avec a; =0.01 et b; =0.001,

La loi a posterior: des variances af,j est égale a :

a?,j/fj, Bj o W(Ugj)f(ﬂj/afsj’ £i)

7 F1 . L, 2\ 7!
Ugj/fj,ﬂjNIg(aj+§, (b_j+§Z(ﬁjt_fj‘Bj't“l) ) )
t=1

Comme noté dans la remarque, on utilise un échantillonnage de Gibbs pour simuler la

distribution a posteriori des agj.
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Chapitre 4
Simulations et Applications

Avant de s’intéresser & la comparaison des biomasses par compartiments estimées par
notre modeéle a celles obtenues par Saint André, nous avons réalisé des simulations pour
tester d’une part la validité de nos modéles pour un temps donné (MPMO) et dans le
cas d’une évolution temporelle (MPMOD), et d’autre part les algorithmes proposés. Nous
avons donc simulé 5 jeux de données selon les distributions a prior:i des différents para-
métres. Bien que le nombre de jeux de données pour ’étape de validation ne soit suffisant,
les simulations ont permis de mesurer 'impact du nombre d’observations, de modalités
et de temps sur I'estimation des paramétres. Nous avons également comparé les résultats
obtenus pour des lois a priori différentes et pour des points initiaux plus ou moins proches

des vrais valeurs.

Le but de notre étude est de pouvoir estimer les biomasses par compartiment d’un in-
dividu ou d’un peuplement lorsque ces derniéres sont discrétes ordinales. Selon les modéles
proposés par Saint-André et al. (2005), X;: = r2h;; est la seule variable explicative associée
a-l'individu i & un temps t, o 7 est son rayon en m & 1m30 et h sa hauteur en m. Nous
nous plagons par conséquent dans le cas d’une seule variable explicative (p = 1).

Enfin, nous avons choisi de nous intéresser uniquement & 3 variables dépendantes corres-

pondant & 3 compartiments aériens (cf Application).

Nos résultats ont été obtenus par l'utilisation des algorithmes implémentés en C &
I'aide de la librairie gnu-gsl'. L'utilisation du package coda® du logiciel R a permis de

"diagnostiquer" la convergence des chaines de Markov.

'http ://www.gnu.org/software/gsl/
http ://www-fis.iarc.fr/coda/
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CHAPITRE 4. SIMULATIONS ET APPLICATIONS

4.1 Simulations

4.1.1 Paramétres de regression fixes : MPMO

Afin de simuler des jeux de données, nous avons fixé une matrice de corrélation R.

1 0 08
R= 0 1 05
08 05 1

La variable explicative X a été simulée selon une distribution gaussienne de moyenne
1 et de variance 1. Les paramétres 3 et Z ont été simulés & partir de leurs lois a priori (cf
Partie 3.4). Enfin, les seuils o ont été choisis de maniére & discrétiser les variables latentes
Z selon les quantiles d’une loi gaussienne afin de préserver une bonne répartition des ob-
servations dans chacune des classes. Des essais réalisés pour des répartitions hétérogénes
des observations ont montré que la répartition n’avait pas d’influence sur I’estimation des
paramétres. Les variables Y sont obtenues en discrétisant les variables Z, en fonction des

seuils, variables par variables.

La premiére étape de nos simulations est de tester la validité du Modéle Probit Multi-
varié Ordinal. Différentes caractéristiques sont étudiées telles que le nombre de modalités :
2, 3 et 4, le nombre d’observations : 50, 100, 200, 500 et 1000 et le nombre d’itérations.
La figure 4.1 donne un exemple de distribution a posterior: d’un paramétre de régression
[ obtenue par les méthodes MCMC. Nous pouvons remarquer que pour 10 000 itérations,
sa loi est bien simulée; sa distribution a posteriori étant une loi gaussienne (voir partie

2.5.2). Sur le graphique de gauche, nous constatons que la convergence est quasi immédiate.

L’étude des autocorrelations (cf Figure 4.2) montre I'importance de 1’étape de thinning.
Bien qu'’il soit préférable de ne conserver les valeurs des paramétres estimés que toutes les
100 itérations, nous avons choisi de les conserver toutes les 20 itérations afin de ne pas
perdre un trop grand nombre d’informations.

De plus, comme les seuils a et les corrélations p sont simulés selon des algorithmes de
Metropolis Hastings, ils varient selon la probabilité d’acceptation/rejet et leur estimation
peut ne pas étre modifiée & chaque itération d’ou I'importance de 1’étape de thinning. Par
la suite, 2 000 000 d’itérations seront faites pour simuler les paramétres selon le modéle

MPMO. Nous aurons donc pour chaque paramétre 100 000 simulations.
Dans le tableau 4.1, les estimations des paramétres de régression 3 sont résumés pour

K modalités et n observations. Nous pouvons remarquer que dans la cas de 2 modalités

pour les variables réponses, les résultats sont moins bons que pour un nombre de modalités
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Figure 4.1 — Simulation du paramétre (2 pour 3 modalités, 1000 observations et 10000

itérations
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Figure 4.2 — Autocorrelations du paramétre B2 pour 3 modalités et 1000 observations
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plus élevé. En effet, les erreurs d’estimations dans le cas binaire restent fortes. Prenons par
exemple le paramétre f;, I’écart type dans le cas binaire (std=1.17) pour 1000 observations
est quasiment égal A ’écart type (std=1.26) dans le cas & 3 modalités pour 200 observa-
tions. Ces résultats sont concordants avec ceux obtenus par Mortier (2002). Il est donc
nécessaire d’avoir un nombre trés élevé d’observations pour obtenir de bonnes estimations
si on suppose les variables réponses binaires. Dans le cadre d’une application sur données
réelles, nous allons supposer que les variables réponses discrétes ont au moins 3 modalités
afin de ne pas perdre trop d’informations. Au dela de 3 modalités et quelque soit le nombre
d’observations, le gain d’information reste faible. Ainsi, les résultats présentés par la suite

ne concernent que des variables ordinales & 3 modalités.

1 B2 B3 B B2 B3
urail 5.33 4.97 5.23 5.33 4.97 5.23
K2n50 11.36(6.80) 7(3.44) 6.48(3.97) || K2n500 6.87(1.79) 4.98(0.58) 5.43(0.88)
K3n50 5.01(2.57) 5.21(1.59) 4.38(1.89) || K3n500 6.23(1.05) 5.28(0.56) 5.39(0.51)
K4n50 1.66(1.22) 7.94(2.70) 2.04(0.99) | K4n500 5.86(0.77) 5.52(0.54) 5.25(0.42)
K2n100 7.33(3.46) 5.90(1.86) 5.42(1.61) || K2n1000 6.40(1.17) 4.85(0.36) 4.80(0.55)
K3n100 4.38(1.67) 6.22(1.38) 4.96(1.04) || K3n1000 5.53(0.69) 5.33(0.4) 5.40(0.36)
K4n100 4.15(1.24) 6.34(1.28) 5.80(1.40) || K4n1000 5.80(0.53) 5.26(0.28) 5.09(0.24)
K2n200 9.08(3.16) 6.15(1.41) 6.53(1.64)
K3n200 5.57(1.26) 6.15(1.04) 5.83(0.92)
K4n200 5.10(1.12) 6.26(1.14) 5.44(0.88)

Tableau 4.1 — Estimation des paramétres 8 pour K=2, 3 ou4 modalités et n=>50, 100, 200,
500 ou 1000 observations.

De plus, l'influence du nombre d’observations sur ’estimation des paramétres de ré-
gression est forte (cf Tableau 4.1). Les erreurs sont par exemple dans le cas du paramétre
[1 pour 3 modalités de l'ordre de 2.57 pour 50 observations et de 'ordre de 0.69 pour
1000 observations. Cette influence est également observée lors de 1’étude des corrélations
des variables réponses (cf Figure 4.3 ot la vraie valeur est représentée par un trait rouge).
Nous avons choisi des corrélations différentes : une corrélation forte (pi13 = 0.8), une corré-
lation moyenne (p23 = 0.5) et aucune corrélation (pj2 = 0). Dans ces trois cas de figures,
nous constatons que les estimations sont bonnes et que les erreurs sont faibles au dela de
500 observations. Nous pouvons conclure qu’au moins 500 observations sont nécessaires
pour obtenir une bonne estimation des corrélations entre les variables réponses discretes

ordinales ; bien que ces résultats restent encore & valider sur d’autres simulations.

33



0.5

0.0

-0.5

CHAPITRE 4. SIMULATIONS ET APPLICATIONS

rhol12 rho1d rho23

1.0

—— — -]
'

0.8

0.5

= R SR SR NS

e
T

e
£

.4

0.0

0.2
1

_é_

=2 4T ==

-04 -02 0.0
1
-05
1

ns50

n100

T T T T T T T T T T T T

n200 nS00 n1000 ns50 n100 n200 nS00 n1000 ns50 n100 n200 n500 n1000

Figure 4.3 — Boxplot des corrélations p pour n observations

Nous avons également étudié ’impact du choix des points initiaux et du choix des
parameétres des lois a prior: présentées dans la partie 2.5.2. La statistique de Gelman et
Rubin nous permet de comparer les chaines obtenues pour chaque simulation et d’étu-
dier l'influence des points initiaux sur la convergence de l'algorithme. Pour chacune des
simulations, nous avons seulement réalisé deux chaines paralléles avec des points initiaux
différents. L’étude de la statistique de Gelman et Rubin montre que quelque soit les points
initiaux du modéle MPMO, la convergence de I’algorithme est rapide et est obtenue au bout
de 2000 itérations (cf Figure 4.4). Nous pouvons donc conclure que la valeur des points
initiaux n’a pas d’influence sur 1’estimation des paramétres, et 2000 itérations semblent
une bonne étape de burn-in bien qu’elle doive étre vérifiée systématiquement.

De la, méme fagon, nous avons étudié 'influence des distributions a prior: sur ’estimation
des parameétres en comparant le cas d’une variance By du paramétre [ faible ou forte et en
comparant le choix d’une loi uniforme ou d’une loi gaussienne tronquée pour les corréla-
tions. Les résultats obtenus montrent que dans le cas du MPMO, le choix de la distribution

a priori n’a pas d’impacts sur l’estimation des paramétres.

En premiére conclusion, ces simulations pour un temps donné montre que de bons
résultats sont obtenus pour des variables réponses discrétes ordinales & 3 modalités et pour
au moins 500 observations. Enfin, les temps de calcul des algorithmes restent acceptables.
Pour par exemple 2 000 000 itérations lancées simultanément pour 50, 100, 200, 500 et
1000 observations, les temps sont respectivement de 17h, 27h, 33h, 47h et 59h pour des

variables réponses a 3 modalités.
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Figure 4.4 — Statistique de Gelman-Rubin pour des points initiaux différents (— 97.5%, —

estimé )

4.1.2 Paramétres de régression aléatoires : MPMOD

Les données utilisées pour tester la validité du Modéle Probit Multivarié Ordinal Dy-
namique ont été simulées & partir de la matrice de corrélation R, la matrice des autocor-

relations F' et la matrice de variance covariance g fixées :

1 02 08 08 0 O 222 0 O
R=]102 1 05 | F= 0 07 O g = 0 19 O
08 05 1 0 0 06 0 0 14

Les variables explicatives X ont été simulées selon une distribution gaussienne de
moyenne 1 et de variance 1 pour le temps t=1 puis nous avons incrémenté la moyenne
de 1 & chaque temps. Les paramétres 3 et Z ont été simulés & partir de leurs lois a priors
(cf Partie 3.4). Les variables Y sont obtenues en discrétisant les variables Z, en fonction

des seuils ¢, variables par variables.

Sur les graphiques 4.5, nous pouvons observer les estimations des autocorrelations F
pour 1000 observations et un nombre de pas de temps égal & 5, 10, 20 ou 30. Nous remar-
quons qu’au dela de 10 temps, les estimations peuvent étre considérées bonnes. Cependant,
la variance autour de ces estimations reste élevée. Pour améliorer nos estimations et réduire
les écarts types, il semble nécessaire d’avoir un nombre de pas de temps plus élevé. Mais,
d’un point de vue pratique, il est difficile d’obtenir des mesures pour un grand nombre de
pas de temps. L’étude des variances a?,j nous ameéne & la méme conclusion : il est nécessaire
d’avoir un nombre élevé de pas de temps pour avoir de bonnes estimations des parameétres

associés au processus aléatoire (. La Figure 4.6 représente les boxplot des paramétres § au
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Figure 4.6 — Boxplot des paramétres J;=1 pour n= 20, 50, 100, 200, 500, 1000 observations

et T=10 temps

temps t=1 estimés pour n= 20, 50, 100, 200, 500 et 1000 observations et 10 temps. Nous

pouvons remarquer que comme dans le cas du MPMO, l'influence du nombre d’observa-

tions n’est pas négligeable : I'estimation des parameétres de régression est satisfaisante pour

au moins 500 observations.

Enfin, I’étude de la courbe d’évolution (cf Figure 4.7) nous donne les vraies valeurs des

paramétres (en rouge sur le graphique), les estimations obtenues (en trait plein sur le gra-

phique) ainsi que les intervalles de confiance (en pointillés) & 95%.

Nous avons étudié 'influence des points initiaux et notamment du point de départ du

systéme dynamique sur la rapidité de convergence des échantillonnages de Gibbs. Or, plus

ces points sont éloignés des vraies valeurs, plus la convergence de 1’algorithme est lente. Le .

probléme se pose principalement pour 1’état initial de I’équation de transition du systéme
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Figure 4.7 — Evolution moyenne de la somme des espérances simulées

dynamique comme le remarque Knorr-Held (1999). Il propose pour simuler ce vecteur d’uti-
liser un mélange d’algorithme de Metropolis Hastings et d’échantillonnage de Gibbs afin
d’augmenter la vitesse de convergence et la mélangeance de 1’algorithme. Chen et al. (2004)
discutent de ces problémes de convergence dans le cas des modéles dynamiques. D’autres
simulations sont nécessaires pour évaluer la vitesse de convergence et la mélangeance des

algorithmes.

En conclusion, dans le cas de données longitudinales, il semble & nouveau nécessaire
d’avoir au moins 500 observations et un grand nombre de pas de temps pour obtenir
une bonne estimation des paramétres. Cependant, des problémes de convergence et de

mélangeance ont été rencontrés et restent & résoudre.

4.2 - Application

L’utilisation des modéles de biomasse proposés par Saint-André et al. (2005) a permis
de simuler un jeu de données de 1000 observations sur 7' = 10 pas de temps, avec un pas
de temps de 1 an, pour les J = 5 compartiments aériens. Le graphique 4.8 présente 1’évolu-
tion individuelle des biomasses de trois compartiment (tronc, branches vivantes et feuilles).
Lors de ces simulations, la mortalité des individus n’a pas été prise en compte. Cela peut
expliquer que les distributions des biomasses par compartiments obtenues présentent une

asymeétrie avec un grand nombre de biomasses proches de 0 (cf Figure 4.9).
En discrétisant nos données telles quelles, notre algorithme ne converge pas. Cela nous

a donc conduit & nous intéresser aux distributions des variables latentes. Afin de tester

I'influence de ces distributions sur I’estimation des paramétres de nos modéles, nous avons
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Evolution de la biomasse du tronc Evolution de la biomasse des branches vivantes Evolution de la biomasse des feuilles

Figure 4.8 — Evolution des biomasses par compartiment par individu
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Figure 4.9 — Distribution des biomasses quantitatives simulées en kg/arbre

utilisé, dans le cas univarié, trois distributions (beta, mélange de lois gaussiennes (20%)
et student) et trois algorithmes (par maximum de vraisemblance®, par une approche bayé-
sienne et méthode MCMC* ainsi que notre fonction implémentée en C, similaire dans le
cas univarié & la fonction MCMCoprobit). Dans le cas des lois beta et du mélange, les trois
algorithmes ne convergent pas. En revanche, dans le dernier cas, les méthodes convergent
vers les mémes valeurs. Ces résultats semblent indiquer que si la distribution des variables
latentes est éloignée d’une distribution symétrique ou gaussienne, les algorithmes d’esti-

mation peuvent ne pas converger. L’étude de I'influence des distributions latentes reste a

3package MASS proposé par Venables et Ripley (http ://stat.ethz.ch/R-manual/R-
patched/library/MASS/html/00Index.html)
4MCMCoprobit, package MCMCpack proposé par Martin et Quinn (http ://mcmcpack.wustl.edu)
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traiter aussi bien mathématiquement que par simulations.

Pour remédier & ce probléme sur notre jeu de données, nous avons pensé supprimer les
20% d’arbres pour lesquels la variable explicative r2h était la plus faible au temps ¢ = 10.
L’évaluation de la biomasse d’'un peuplement étant la somme des biomasses de chaque
arbre, les individus éliminés, dont les biomasses sont faibles, influencent peu ’estimation
de la biomasse totale du peuplement. Néanmoins, cette méthode n’a pas permis d’obtenir
des données pour lesquelles les trois méthodes citées précédemment convergeaient dans le

cas univarié. Nous n’avons donc pas pu exploiter les données pour ’instant.
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Chapitre 5
Conclusions et Perspectives

Le Modele Probit univarié Ordinal (MPO) dans le cas de données & un temp fixé est
la base de notre étude. L’introduction de variables latentes Z pour modéliser les variables
réponses discrétes ordinales Y permet de généraliser les modeéles probit univariés aux mo-
déles probit multivariés ordinaux (MPMO) et notamment de modéliser la structure de
dépendances entre les variables discrétes. En effet, la structure de corrélation des Z induit
une structure de corrélation unique des Y. De plus, I'introduction de ces variables latentes

simplifie I'estimation des paramétres.

Notre étude longitudinale est fondée sur les Modéles Dynamiques. Leur introduction
nous a permis de généraliser le Modéle Probit Multivarié Ordinal au Modéle Probit Mul-
tivarié Ordinal Dynamique (MPMOD). Nous supposons désormais que les paramétres de
regression sont aléatoires dépendant du temps. L’hypothése essentielle des MPMOD est
I'indépendance conditionnelle des variables latentes sachant les paramétres et donc des
observations sachant les paramétres. Comme les variables latentes Z; sont indépendantes
conditionnellement aux paramétres aléatoires 3¢, la modélisation générale de ce modéle est
simplifiée.

Pour modéliser aléatoirement les paramétres de regression [, nous avons utilisé un modéle
Autorégressif d’ordre 1 car il est relativement facile & employer. Cependant, supposer que
ces parameétres & un temps ¢t ne dépendent que de ceux au temps précédent £ — 1 et que les
autocorrelations sont constantes dans le temps, peut s’avérer forte. En effet, il est possible
que l'ordre soit plus élevé ou que les autocorrelations soient différentes a chaque temps.
Une étude plus approfondie des biomasses par compartiment nous permettrait d’utiliser
un modéle plus adéquat ou plus proche des données réelles pour modéliser les paramétres

aléatoires de regression.

La structure conditionnelle des modéles MPMO a été exploitée. En effet, conditionnelle-

ment aux parameétres, le cas multivarié devient univarié et la modélisation de notre modéle
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est simplifiée. Les méthodes MCMC nous ont alors semblé adéquates car elles s’adaptent fa-

cilement aux propriétés d’indépendance conditionnelle et sont souvent utilisées dans ce cas.

Les simulations réalisées & un temps donné nous ont montré que la convergence des
algorithmes vers les distributions a posteriort était assez rapide. Ils ont également mis en
évidence que 3 modalités et au moins 500 observations étaient nécessaires pour avoir une
bonne estimation des différents paramétres. A raison de 3 minutes par arbre et de 8h de
travail par jour, il faudra 3 jours et demie pour noter au moins 500 arbres sachant que ces
derniers couvrent un hectare.

Dans le cas longitudinal, les simulations obtenues ont montré I'impact du nombre de pas de
temps sur 'estimation des autocorrelations F' et de la matrice de variance covariance 3g.
Or d’un point de vue pratique, il est difficile, en foresterie, d’obtenir des échantillons de plus
d’une vingtaine de pas de temps. En effet, pour I’eucalyptus par exemple, I’dge de coupe
est de 7 ans; si nous voulions 20 mesures, il serait nécessaire de classer les biomasses par
compartiments de maniére ordinale tous les trimestres. Le nombre d’age nécessaire pour
P’estimation des paramétres posera donc un probléme lors de ’application des modéles sur

des données réelles.

Des problémes de convergence et de mélangeance ont été rencontrés lors de ces si-
mulations. En effet, le choix des points initiaux de ’équation de transition du systéme
dynamique, plus ou moins proches des vrais valeurs, a une forte influence sur la vitesse de
convergence de nos modéles. Cependant, il est nécessaire d’utiliser un plus grand nombre
de jeux de données pour valider ceci. Néanmoins, si ces problémes s’avéraient réels, une
approche serait de faire des mesures assez fréquemment au début de la croissance des in-
dividus, quite & augmenter ensuite le pas de temps des mesures. Cette approche reste a

approfondir.

L’ensemble des données simulées & partir des modéles de biomasse proposés par Saint
André n’a pas pu étre exploité. Des problémes liés aux distributions des variables latentes
ont été mis en évidence dans le chapitre 4. En effet, notre algorithme semble sensible &
la symétrie de ces distributions ou du moins & ’écart aux distributions gaussiennes. Nous
pouvons néanmoins nous demander si ces problémes d’asymétrie sont liés aux jeux de don-
nées simulés ou s'’ils sont inhérents aux biomasses réelles par compartiments. S’il s’avérait
que ce probléme soit propre aux biomasses par compartiments, les problémes de symétrie

ou de mélangeance devront alors étre pris en compte dans nos modéles.

Dans notre étude, nous avons choisi de supposer que les seuils étaient indépendants

entre age car nous ne savions comment prendre en compte 1’ordre de ces paramétres & un
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age donné. Dans la littérature, des modéles autorégressifs d’ordre 1 ont été proposés pour
modéliser 1’évolution temporelle des seuils a;. Cependant, leur formulation ne semble pas

satisfaisante, aucune contrainte sur les ordres n’étant établie.

Les modéles proposés par Saint André prennent en compte I’hétéroscédasticité des
arbres échantillonnés. Nous avons préféré dans un premier temps ne pas en tenir compte.
Pourtant, il peut étre envisagé de modéliser la variance intra individu comme une fonction
linéaire de la hauteur et du rayon & 1m30 ou plus généralement de covariables, en suppo-
sant par exemple que log(c?) = X;v = (r2h;)v. Des premiéres études ont été menées par

Ishwaran et Gatsonis (2000) dans le cadre des courbes ROC!, mais restent & approfondir.

De plus, dans notre modéle, nous avons supposé que la variable explicative, rayon &
1m30 par hauteur, était fixe. Or, des modéles de croissance ont été établis pour modéliser
I’évolution temporelle de la hauteur et de la circonférence d’un arbre. Il serait intéressant
de considérer ces variables aléatoires et de travailler non plus sur le vecteur de biomasses
par compartiments mais sur le vecteur composé des biomasses, de la hauteur et du rayon
4 1m30 des individus. Nous nous situons alors dans le cas de mélange de variables qualita-

tives et de variables quantitatives.

Finalement, il peut également étre envisagé d’introduire dans notre modéle des va-
riables aléatoires telles que des effets génétiques ou environnementaux par exemple. Ces
effets pourraient intervenir de diverses maniéres : soit en étant rajoutés & l'espérance des
variables réponses ordinales discrétes, soit en augmentant le nombre de hiérarchies du MP-
MOD et en définissant ces effets en termes d’équations de transition. Ces approches restent

& définir aussi bien au niveau mathématique qu’au niveau biologique.

Enfin, notre approche exploratoire est fondée sur le fait que les biomasses par com-
partiment pourront étre classées en catégories. Or, I’évaluation de la biomasse par classes
ordinales peut poser des problémes pratiques sur le terrain du fait de la subjectivité des
forestiers et des phénoménes de dépréciation/appréciation locaux (un arbre moyen parait
plus gros au milieu de petits arbres qu’au milieu de gros individus). Le protocole d’applica-
tion de la méthode est en cours d’élaboration. Il devrait en partie reposer sur un étalonnage

des biomasses par compartiment fondé sur des photos aux différents ages.
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