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I

Introduction

Contexte et objectif

La croissance de la population mondiale suscite le besoin perpétuel d’augmenter la
production agricole. Au Sahel, où l’incidence de la malnutrition est la plus élevée au
monde [103], la saturation des espaces cultivés exclut le recours à la mise en culture
de nouvelles terres comme au raccourcissement des jachères : il faut augmenter la pro-
duction par unité de surface cultivée, ce que les agronomes appellent rendement.

L’augmentation du rendement passe par l’amélioration des plantes et de leur envi-
ronnement modifié par les pratiques culturales (travail du sol, fertilisation, gestion des
mauvaises herbes etc). Les meilleures plantes ne sont pas nécessairement les mêmes
pour toutes les situations : il faut que chacune soit adaptée à son environnement. C’est
pourquoi la plupart des espèces végétales cultivées existent sous la forme de nom-
breuses variétés, adaptées tant à l’environnement qu’elles occupent qu’à l’usage au-
quel on destine leur production.

Dans les pays développés, autant pour des raisons de commodité de commercia-
lisation que de structuration géographique de l’environnement, celui-ci est divisé en
méga-environnements, supposés homogènes.
Au Sahel, la réalité est différente : l’environnement est fortement contraint par la dis-
ponibilité en eau dans le sol, et celle-ci décrit un gradient continu depuis le désert du
Sahara au Nord jusqu’à la zone climatique dite soudanienne au Sud où l’eau n’est plus
un facteur limitant (figure 1.1).
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FIGURE 1.1 – Gradient Nord Sud des valeurs de précipitations

Traditionnellement, ces sont les paysans eux-mêmes qui pratiquent la sélection vé-
gétale en gardant le meilleur de leur production comme semence, et les ressources
génétiques s’échangent entre familles au gré des alliances [91]. Depuis les découvertes
scientifiques sur l’hérédité [146], des spécialistes de l’amélioration génétique se sont
peu à peu substitués aux paysans dans cette tâche, et ont fait progresser considéra-
blement les rendements, conjointement à l’amélioration et l’homogénéisation de l’en-
vironnement apportées par les spécialistes du sol, de la protection des plantes et des
systèmes de culture.

L’amélioration génétique comprend plusieurs phases : la définition d’un cahier des
charges, la recherche de géniteurs présentant des traits d’intérêt, la réalisation de croi-
sements qui vont combiner aléatoirement les différents allèles des gènes déterminant
ces traits dans la descendance, et la sélection dans celle-ci des meilleurs spécimens.

La phase d’évaluation des variétés ainsi créées est imprécise, car l’environnement
auquel elles doivent s’adapter change d’une année à l’autre : la variété la meilleure
une année ne le sera peut-être pas l’année suivante ou les années à venir; on dit qu’il
y a interaction entre génotype et année. Si celle-ci pose déjà des problèmes pour l’ho-
mologation des variétés dans les pays tempérés, elle en pose d’autant plus pour leur
évaluation au Sahel où les années ne se ressemblent pas. En effet, la production est,
on l’a dit, conditionnée par la saison des pluies, et celles-ci sont aussi très irrégulières
et variables d’une année à l’autre. L’observation d’un rendement moyen est donc peu
reproductible, et l’estimation d’un rendement peu précise, sauf à renouveler l’observa-
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tion en de nombreuses occasions. Il est donc difficile de choisir entre plusieurs variétés
par observation directe.

Une alternative moins empirique serait de repérer sur la plante des caractères fa-
ciles à observer qui permettraient de prédire la réponse de la plante aux variations de
l’environnement. Par exemple, une variété qui enfouit profondément ses racines est
plus susceptible que d’autres de résister à de longs épisodes sans pluie. L’observation
directe de cette résistance serait soumise au hasard de l’existence ou non de tels épi-
sodes, alors que la mesure de la longueur des racines est reproductible, pour autant
que l’on définisse bien les conditions dans lesquelles on l’opère.

Cette démarche de construction a priori d’une variété en dressant la liste des carac-
tères souhaitables en fonction des connaissances que l’on a de l’environnement et du
fonctionnement de la plante est la conception d’un idéotype. Donald [34] a introduit
cette notion et construit un idéotype de céréale par pur raisonnement. Cependant, le
fonctionnement d’une plante est complexe, si bien que la recherche d’idéotypes par le
simple raisonnement est une affaire d’expert, forcément subjective. La formalisation
mathématique des phénomènes physiologiques et la simulation des équations qui en
découlent à l’aide d’ordinateurs afin de prédire la réponse à l’environnement de la
plante fait l’objet de modèles de culture de diverses sortes [92]. Un modèle de culture
décrit le fonctionnement d’un couvert végétal cultivé et sa réponse à son environne-
ment. Il repose sur des équations mathématiques faisant intervenir les variables de
l’environnement et de la plante. Certains modèles sont assez génériques pour cou-
vrir plusieurs variétés, voire plusieurs espèces [1]: des paramètres dits variétaux per-
mettent de modifier les réponses du modèle à l’environnement.
On peut donc voir dans un modèle de culture le moyen objectif de définir la plante
idéale : c’est celle dont les paramètres lui permettent de remplir au mieux les condi-
tions du cahier des charges dans l’environnement-cible auquel on la destine. Si par
exemple le cahier des charges est d’obtenir un rendement élevé dans des conditions
environnementales données qui dépendent du lieu, on va rechercher les valeurs des
paramètres variétaux qui maximisent le rendement pour ces conditions-là.
Pour le même jeu de paramètres variétaux, à chaque fois que l’on change de saison
des pluies la sortie du modèle change. Donc pour des conditions à venir, que l’on ne
connaît pas encore, mais dont on connaît la distribution de probabilité, on peut cher-
cher à maximiser l’espérance du rendement, à minimiser sa variance, ou à maximiser
un compromis qui peut être un quantile de la production, par exemple le rendement
dépassé huit années sur dix. Cependant l’estimation de ces moments ou quantiles re-
pose en pratique sur un nombre limité de simulations; elle est donc affectée d’une
erreur. On a ainsi un problème d’optimisation d’une fonction bruitée à résoudre.
Comme on l’a énoncé plus haut, il y a un gradient Nord Sud des valeurs de préci-
pitations, la meilleure variété change donc quand on se déplace du Nord au Sud. Si
maintenant on veut déterminer un gradient des meilleures variétés sur un gradient
d’environnements cibles, on se retrouve devant un problème d’optimisation condition-
nellement à l’environnement. Calculer l’optimum indépendamment en chaque lieu u
prendrait beaucoup de temps. Pour un sol donné, les variations du climat étant lentes
dans l’espace, on peut supposer que l’optimum en un lieu u + δ peu éloigné de u est
proche de l’optimum en u. Une possibilité est alors d’ajuster une surface de réponse de
façon à prendre en compte cette dépendance. La surface de réponse est une approxi-
mation du modèle de culture, et ce modèle de modèle est appelé métamodèle.
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L’utilisation de métamodèles facilite l’optimisation des modèles complexes et coû-
teux à évaluer [75, 4, 54]. A la différence des algorithmes d’optimisation locaux (Nelder-
Mead [101], la méthode GPS [66], etc), une optimisation globale reposant sur un méta-
modèle garde la mémoire de toutes les évaluations du modèle, et en nécessite moins
que les algorithmes stochastiques (recuit simulé, génétique,...). Il existe plusieurs types
de métamodèle parmi lesquels on peut citer : les interpolateurs locaux, les techniques
polynomiales, les splines, les réseaux de neurones et le krigeage [54].
L’optimisation à base de métamodèle de krigeage est utilisée avec succès pour l’optimi-
sation de fonctions coûteuses dans le domaine industriel [10, 111, 71]. Dans le domaine
agricole, le métamodèle de krigeage pourrait avoir un intérêt non pas parce que le mo-
dèle est coûteux mais parce que l’interaction variété x lieu nécessite de produire un
optimum par lieu, et pour cela une optimisation conditionnelle au lieu.

Le sorgho étant l’une des céréales les plus consommées au Sahel, l’objectif de cette
thèse est de trouver une carte d’idéotypes de sorgho adaptés au climat sahélien pré-
sent et futur en utilisant un modèle de culture. Plus spécifiquement, notre objectif est
de trouver pour chaque environnement u fixé, le jeu de paramètres v qui maximise l’es-
pérance ou un quantile d’une fonction f bruitée, autrement dit une carte ou lieu des
optimums. Le chapitre 2 met en évidence les limites des outils statistiques pour pré-
dire l’interaction génotype× environnement, et les outils de modélisation utilisés aussi
dans ce but. Dans le chapitre 3, nous faisons un rappel sur le principe de l’optimisation
à base de métamodèle et sur le choix du critère d’échantillonnage suivant les différents
buts poursuivis: optimisation globale de fonction déterministe, optimisation condi-
tionnelle de fonction déterministe et optimisation globale de fonction bruitée. Nous
introduisons en chapitre 4 une variante du critère d’amélioration espérée (EI) pour
un problème d’optimisation conditionnelle d’une fonction bruitée. Ce nouveau critère,
nommé profil d’amélioration espérée sur les quantiles (PEQI), est une généralisation
du critère profil d’amélioration espérée (PEI) défini par Ginsbourger et al. [55] pour
l’optimisation d’un modèle conditionnellement à une partie de ses paramètres. Nous
démontrons sa convergence et différents exemples d’applications de l’algorithme sont
présentés sur des fonctions test pour en illustrer l’intérêt. Nous comparons empirique-
ment la méthode proposée avec la méthode basée sur le critère de profil d’amélioration
espérée (PEI). Enfin dans le chapitre 5, nous présentons une application du nouveau
critère PEQI pour la recherche d’une carte d’idéotypes de sorgho au Sahel en utilisant
le modèle de culture SAMARA [33].



Notations
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Symboles

• u coordonnées géographiques (latitude et longitude)

• v paramètres représentant la variété

• x = (u, v)

• Cu modèle stochastique du climat

• f fonction à optimiser

• K matrice de covariance

• k fonction de covariance

• γ semi variogramme

• m moyenne du processus gaussien Y

• µ fonction moyenne du modèle de krigeage

• σ2 variance du processus gaussien Y

• β le fractile

• qn le quantile de krigeage

• Qn+1 quantile de krigeage attendu avec la mise à jour du plan d’expérience avec
l’ajout d’un nouveau point

• xn = (x1, · · · , xn)

• ξ̂n+1(x) = ξ̂n+1(x, f, xn) l’espérance conditionnelle deQn+1(x) sachant Ỹ (x1), · · · Ỹ (xn)

• Y processus gaussien

• Ỹ somme d’un processus et d’un bruit gaussiens

• τ 2 la variance du bruit

• mn(x) estimation de la moyenne du modèle de krigeage au point x

• s2
n(x) estimation de la variance du modèle de krigeage au point x

• s2
Qn+1(x) estimation de la variance du quantile de krigeage au point x

• Φ fonction de répartition de la loi normale centrée réduite

• φ densité de la loi normale centrée réduite

• ε terme résiduel dans les modèles statistiques

• ε bruit blanc ajouté à la fonction test f

• ymax,n la valeur du maximum courant
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• y∗max,n maximum observé sur le plan d’expérience initial

• q∗max,n maximum des quantiles observés sur le plan d’expérience initial

• ψ expression analytique du critère PEQI

Abréviations

• ACP Analyse en Composantes Principales

• AMMI Additive Main effect and Multiplicative Interaction

• EI Expected Improvement

• EGO Efficient Global Optimization

• AEI Augmented Expected Improvement

• AKG Approximate Knowledge Gradient

• MQ Minimal Quantile

• EQI Expected Quantile Improvement

• RI Reinterpolation procedure

• PEI Profile Expected Improvement

• PEQI Profile Expected Quantile Improvement

• LHS Latin Hypersquare Sampling

• G× E Interaction génotype × environnement

• MSE Mean Square Error

• RMSE Root Mean Square Error

• IMSE Integrated Mean Squared Error

• RRMSE Relative RMSE

• RKHS Hilbert space with reproducing kernel

• NEB no-empty-ball
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Quelques définitions en agronomie

• Le terme variété permet de différentier les individus au sein d’une même espèce:
les variétés d’une même espèce sont des populations distinctes, homogènes et
stables.

• Le génotype peut correspondre à une variété, ou bien à du matériel végétal en
cours de sélection, qui n’a pas la stabilité d’une variété car il ne se reproduit pas
à l’identique.

• Le milieu désigne le milieu naturel, sa fertilité en général, ses aptitudes culturales
particulières ou plus précisément certaines contraintes ou conditions pédoclima-
tiques.

• Lorsque la performance du génotype est fonction du milieu, on parlera d’inter-
action génotype ×milieu ou d’interaction génotype × environnement.



II

Choix variétal pour un ensemble
d’environnements : quels outils ?
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De nombreux facteurs limitants comme l’eau, la température, l’azote du sol ou en-
core le rayonnement peuvent affecter le rendement des cultures tout au long du cycle
de développement des plantes. Dans ce cadre, la sélection variétale apparaît comme
un outil important. Elle a pour but la création de variétés qui soient productives et
peu sensibles aux contraintes de l’environnement. Pour cela, de nouvelles variétés sont
créées en croisant des variétés existantes choisies pour leurs qualités respectives selon
différents critères ou traits morphologiques, phénologiques et physiologiques. Ensuite
les meilleures plantes issues de ces croisements sont sélectionnées sur la base de leur
phénotype (caractéristique observable de la plante) jusqu’à obtenir une nouvelle plante
avec des qualités voulues [118]. Mais le phénotype d’une plante est déterminé à la fois
par sa constitution génétique (génotype) et les conditions dans lesquelles elle s’est dé-
veloppée (l’environnement), ces deux effets ne sont pas toujours additifs, il y a souvent
une interaction génotype × environnement. Donc pour faire de la sélection, il est im-
portant d’analyser le comportement des variétés en fonction des caractéristiques de
l’environnement.

2.1 Analyse statistique de l’interaction génotype × envi-
ronnement

Pour déterminer les variétés les meilleures en fonction de l’environnement, la mé-
thode classiquement utilisée est l’expérimentation avec des essais multilocaux et plu-
riannuels. Les résultats de l’expérimentation sont ensuite utilisés dans des modèles
statistiques de l’interaction génotype × environnement (G × E) qui permet de rendre
compte de l’interaction, ou de la prédire. Nous présentons dans les sections suivantes
différentes méthodes statistiques qui permettent d’identifier, de décrire et d’expliquer
l’interaction G× E.

2.1.1 Modèle d’analyse de la variance

Environnement à effet fixé

Les effets du génotype, de l’environnement et de l’interaction sont explicités en
ajustant un modèle statistique aux résultats des expérimentations. Le modèle statis-
tique le plus utilisé est l’analyse de la variance. Dans une expérimentation multilo-
cale et/ou pluriannuelle, si l’on considère non pas les données élémentaires, mais les
moyennes par variété et par environnement le modèle d’analyse de la variance va
s’écrire comme suit:

Yij = µ+ αi + βj + (αβ)ij + εij (2.1)

où µ représente un terme constant, Yij représente le phénotype moyen du génotype
i dans l’environnement j, αi représente l’effet du génotype i, βj l’effet de l’environne-
ment j, (αβ)ij représente l’effet de l’interactionG×E et le terme aléatoire εij représente
l’erreur de prédiction, supposée être normalement distribuée, d’espérance nulle et de
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variance constante σ2, εij ∼ N(0, σ2).
Avec les contraintes usuelles sur les paramètres, à savoir

∑
i αi = ∑

j βj = 0, ∀j,∑
i (αβ)ij = 0 et ∀i,∑j (αβ)ij = 0, les estimations des différents effets sont données par:

α̂i = Yi. − Y.. (2.2)

β̂j = Y.j − Y.. (2.3)

ˆ(αβ)ij = Yij − Yi. − Y.j + Y.. (2.4)

où Yi. désigne le phénotype moyen du génotype i sur tous les environnements, Y.j le
phénotype moyen de tous les génotypes dans l’environnement j et Y.. le phénotype
moyen de tous les génotypes sur tous les environnements.
D’après (2.4) l’interaction (αβ)ij peut être estimée par la différence entre l’effet particu-
lier du génotype i dans l’environnement j et l’effet moyen de ce même génotype i. La
figure 2.1A illustre le cas où il n’y a pas d’interaction, tous les génotypes répondent de
la même manière à un changement d’environnement. Les autres graphiques illustrent
deux types d’interaction G × E où les différences phénotypiques entre les génotypes
sont donc variables d’un environnement à l’autre. L’interaction est dite quantitative
(figure 2.1B et figure 2.1C) si le classement des génotypes est conservé d’un environ-
nement à un autre; dans le cas contraire, on dira que l’interaction est qualitative (fi-
gure 2.1D). Une interaction qualitative implique que le choix du meilleur génotype est
déterminé par l’environnement.

FIGURE 2.1 – (A) pas d’interaction, (B) interaction quantitative, (C) interaction quantitative, (D)
interaction qualitative
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Environnement à effet aléatoire

Même si l’interactionG×E existe, on ne peut pas imaginer comparer des génotypes
dans chaque environnement : on va plutôt définir une population cible d’environne-
ments, dans laquelle les sites d’expérimentation sont choisis au hasard (en principe).
Alors l’effet environnement et l’interactionG×E deviennent aléatoires, on les suppose
gaussiens, centrés, de variances σ2

β et σ2
αβ . Pour montrer que le génotype i′ est meilleur

que le génotype i, on calcule leur différence de production E(Yi′j − Yij), j = 1, · · · , J
les environnements. Cette différence est estimée par: Yi′ .−Yi. et la variance de cette es-

timation est égale à V ar(Yi′ . − Yi.) = 2
J

(V ar(αβ) + V ar(ε)). Pour que l’estimateur soit
précis, il faut soit augmenter le nombre d’environnements, soit réduire la variance de
l’interaction G×E. L’expérimentation sur le terrain étant souvent une tâche lourde qui
limite le nombre d’expérimentations possibles, la solution la plus réaliste serait alors
de réduire la variance de l’interaction.
L’interaction gêne donc l’évaluation des génotypes car elle détermine un aléa sur les
différences entre génotypes. Une manière de réduire cette gêne serait d’expliquer l’in-
teraction en fonction des génotypes et des environnements.
Le modèle d’analyse de variance permet de déterminer l’existence ou non d’une in-
teraction G × E, mais il ne permet pas une compréhension ni une prédiction de cette
interaction.

Sans forcément permettre de comprendre jusqu’aux mécanismes de l’interaction
G × E, différents modèles permettent de la décrire ou de la prédire en fonction de ca-
ractéristiques des génotypes et des environnements.
Dans la littérature deux types de modèle sont considérés: les modèles descriptifs et les
modèles explicatifs.
Les modèles descriptifs permettent de résumer le comportement individuel des géno-
types sur un ensemble d’environnements. Cela permet d’obtenir des regroupements
de génotypes ayant des comportements similaires et des groupes d’environnements
qui sont semblables. Ci-dessous, nous présentons deux modèles descriptifs : la régres-
sion conjointe [41] et le modèle AMMI [28, 58, 50].
Les approches explicatives visent à prédire l’interaction G×E en fonction de variables
décrivant d’une part le génotype par des traits morphologiques ou des marqueurs gé-
nétiques, et d’autre part l’environnement par des mesures concernant le sol (chimie)
ou l’atmosphère (météorologique). Cela permet, par exemple, de prédire le comporte-
ment d’un génotype dans des environnements nouveaux. Différents modèles existent
et dans la suite nous nous limiterons à la présentation d’un modèle particulier, la ré-
gression factorielle [3, 31, 137].
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2.1.2 Méthodes descriptives

Régression conjointe

La régression conjointe [24, 41, 131] consiste à expliquer le terme d’interactionG×E
de (2.1) par une simple régression sur l’effet environnement, avec une pente spécifique
à chaque génotype:

Yij = µ+ αi + βj + ρiβj + εij (2.5)∑
i

αi =
∑
j

βj = 0

où µ représente un terme constant, αi l’effet principal du génotype i, βj l’effet principal
de l’environnement j, ρi le coefficient de régression génotypique.
Les paramètres sont estimés en deux étapes: les paramètres µ, αi et βj sont d’abord es-
timés sur un premier modèle additif, le coefficient de régression ρi étant ensuite estimé
en utilisant les résidus de ce premier modèle.
Les coefficients de régression ρi renseignent sur l’adaptabilité des génotypes. Le coeffi-
cient de régression sera positif pour les génotypes valorisant bien les environnements
favorables, négatif pour les génotypes bien adaptés aux environnements défavorables
et nul pour les génotypes stables moyennement adaptés à tous les environnements.
Certains auteurs [108, 38] préconisent aussi d’associer au coefficient de régression
d’autres critères qui renseignent sur la qualité d’ajustement à la droite de régression
conjointe pour juger de l’adaptabilité d’un génotype.
Contrairement au modèle d’analyse de la variance, la régression conjointe permet de
décrire l’interaction G × E en identifiant les génotypes stables et les génotypes sen-
sibles. Cependant, la notion de stabilité d’un génotype n’est pas universelle: elle dé-
pend des environnements mais aussi des autres génotypes auquel il est comparé [46].
La méthode permet aussi de définir des groupes d’environnements où les génotypes
ont des performances similaires et des groupes de génotypes qui ont des compor-
tements similaires dans les différents environnements. Toutefois, la principale limite
dans cet exercice vient du fait que la qualité de l’environnement est résumée par une
seule variable, communément appelée fertilité. Dans un monde où les aptitudes des
environnements ne se résument pas à une seule variable, cela peut laisser une part non
expliquée de l’interaction G × E. Dans la section suivante, cette limitation disparait
avec la prise en compte de caractéristiques environnementales multidimensionnelles.

Modèle AMMI

Le modèle AMMI (Additive Main effect and Multiplicative Interaction) [28, 58, 50,
138] permet également de décrire l’interaction G × E. La qualité d’un environnement
ne s’y résume pas à une moyenne, mais à plusieurs variables latentes estimées par
analyse factorielle. Ce modèle s’ajuste en deux étapes. D’abord, les effets principaux
sont estimés par moindres carrés à l’aide du modèle additif d’analyse de la variance.
Ensuite une décomposition en valeurs singulières (une ACP ) est appliquée aux ré-
sidus du modèle additif, afin de décomposer l’interaction G × E en une somme de
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termes multiplicatifs. Chaque terme multiplicatif est formé par le produit d’un para-
mètre caractérisant le génotype (score génotypique) et d’un paramètre caractérisant
l’environnement (score environnemental). Le modèle peut être écrit comme suit:

Yij = µ+ αi + βj +
K∑
k=1

λkγikδjk + εij (2.6)

où µ représente un terme constant, αi l’effet principal du génotype i, βj l’effet princi-
pal de l’environnement j, λk la valeur singulière caractérisant la part de l’interaction
expliquée par le kième terme, γik le score génotypique caractérisant la sensibilité géno-
typique, δjk le score environnemental.
Le modèle AMMI comprend lesK termes d’interactions issus desK premières compo-
santes principales de l’interaction. Comme dans toute ACP , le premier terme multipli-
catif est celui qui explique la plus grande part des variations, suivi des autres termes.
Les scores génotypiques et environnementaux sont utilisés pour faire une représenta-
tion graphique appelée biplot [48] qui permet de comprendre l’interaction. Les géno-
types et les environnements sont projetés sur les deux axes principaux de l’ACP . Sur
le biplot, les génotypes sont représentés par des points et les environnements par des
axes qui passent par l’ordonnée à l’origine qui représente le comportement moyen.
Comme l’estimation du score d’un environnement nécessite la mesure des productions
de tous génotypes dans cet environnement, aucune prédiction n’est possible pour un
nouvel environnement. Le raisonnement symétrique s’applique aux génotypes.

Les méthodes descriptives pour l’analyse de l’interaction G×E permettent d’iden-
tifier les différences d’adaptation entre génotypes et de les expliciter en décomposant
l’interaction G×E. Elles ne permettent pas de prédire le comportement des génotypes
dans de nouveaux environnements, les paramètres du modèle étant liés aux données
utilisées.

2.1.3 Une méthode explicative: la régression factorielle

Contrairement aux méthodes précédentes, qui ne tiennent compte d’aucune va-
riable génotypique ni environnementale, la régression factorielle [3, 31, 137], consiste
à prendre les produits des variables génotypiques par les variables environnementales
comme régresseur de l’interaction G× E. Cela permet de fournir des explications bio-
logiques des résultats observés. Les covariables génotypiques telles que la précocité,
la profondeur maximale des racines etc, renseignent sur les origines génotypiques de
l’interaction G× E. Tandis que les covariables environnementales telles que la tempé-
rature, les précipitations, le sol etc, renseignent sur les contraintes environnementales
ayant un impact sur le comportement des génotypes.
En considérant une seule covariable environnementale z, le modèle de régression fac-
torielle peut être écrit comme suit:

Yij = µ+ αi + βj + ρizj + εij (2.7)

Les modèles de régression factorielle peuvent être étendus pour inclure plusieurs co-
variables environnementale et plusieurs covariables génotypiques [137], par exemple
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comme suit:

Yij = µ+ αi + βj +
∑
kh

γkhxikzjh +
∑
h

ρihzjh +
∑
k

ζjkxik + εij (2.8)

où µ représente un terme constant, αi l’effet principal du génotype i, βj l’effet principal
de l’environnement j, ρih le coefficient de régression du génotype i pour la he cova-
riable de l’environnement, ζjk le coefficient de régression de l’environnement j pour la
ke covariables du génotype, γkhxikzjh est la contribution du produit des covariables xk
et zh à l’explication de l’interaction, ρihzjh la contribution du produit des indicatrices
des génotypes et de la covariable environnementale zh et ζjkxik la contribution du pro-
duit de la covariable xk et des indicatrices des environnements.

Des études [62, 13, 6] ont montré que la régression factorielle permet d’expliquer
une grande part de l’interaction G × E avec une prise en compte des données cli-
matiques caractéristiques des environnements. Toutefois, le nombre de variables cli-
matiques pris en compte par la régression factorielle est limité au risque d’avoir un
nombre de variables explicatives supérieur au nombre d’observations. D’où la néces-
sité de choisir, parmi toutes les variables environnementales mesurées, celles qui in-
fluent réellement sur la performance des génotypes donc expliquent l’interactionG×E.
Cette sélection de covariables environnementales constitue la principale difficulté dans
l’utilisation des modèles de régression factorielle [142].

L’évaluation de nouveaux génotypes par simulation à travers un modèle de culture
semble être une alternative intéressante. Cette approche donne la possibilité d’évaluer
une gamme plus vaste de génotypes et d’environnements dans un intervalle de temps
restreint. Elle permet ainsi de prédire l’interaction G× E [19, 21, 5, 63, 115, 32].
Dans la section suivante, les principales caractérisations de ce que l’on appelle un mo-
dèle de culture sont présentées.

2.2 Modélisation d’une culture

En agronomie, de nombreuses études sont consacrées à la modélisation des cultures
et plus spécifiquement à la modélisation de la croissance et du développement de la
plante en fonction des conditions environnementales. Ces modèles, appelés modèles
de culture, permettent de reproduire sous forme virtuelle le fonctionnement de la
plante en prenant en compte différents facteurs et processus interagissants.

2.2.1 Croissance et développement de la plante

La croissance est le changement quantitatif irréversible de la taille, du poids et de
la surface de la plante ou de ses parties.
Le développement de la plante, quant à lui, correspond à divers changements quali-
tatifs qui surviennent dans la vie d’une plante. Ces principaux changements sont : la
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germination des semences, le développement végétatif (formation des entre nœuds,
des feuilles des nouvelles racines etc), la floraison (formation des fleurs) et la fructifi-
cation (formation des fruits).
Ces changements dépendent des caractéristiques génétiques de la plante mais aussi
des facteurs externes. Cependant, indépendamment du milieu dans lequel la plante
évolue, la croissance et les échanges suivent les mêmes règles. L’appareil racinaire (les
racines) permet l’absorption de l’eau et des sels minéraux pour alimenter les différents
organes de la plante. Tandis qu’une partie de l’appareil caulinaire (tiges, feuilles, etc)
assure la photosynthèse qui permet la production du sucre (glucose) et de l’oxygène.
Pour pouvoir effectuer la photosynthèse, la plante a besoin : de l’eau puisée par ses
racines, du dioxyde de carbone (CO2) et de la lumière (solaire) pour obtenir de l’éner-
gie. La plupart des modèles de culture se basent sur ces mécanismes pour reproduire
la croissance d’une plante, en ignorant les éléments minéraux considérés comme dis-
ponibles en quantité suffisante.

2.2.2 Modèle de culture

Les exemples d’utilisation des modèles de simulation des systèmes biologiques
complexes se font de plus en plus nombreux, que cela soit pour la prévision annuelle
des rendements agricoles [22, 95, 94, 49, 72, 16, 17] ou dans le cadre de programmes
d’amélioration variétale [12].

Les modèles de culture décrivent la croissance et le développement d’un système
sol-plante en interaction avec le climat et les itinéraires techniques [9]. Les sorties de ces
modèles permettent d’estimer certaines grandeurs agronomiques comme par exemple
le rendement. Les modèles de culture sont représentés le plus souvent par un ensemble
d’expressions mathématiques constituées de variables reliées dans des fonctions. Ces
expressions décrivent l’état du système par des variables d’état et représentent le fonc-
tionnement des composants du système. Selon la nature des relations mathématiques,
on distingue deux catégories de modèles [61]:

• Les modèles mécanistes qui décrivent et quantifient la performance de la plante
en se basant sur la connaissance plus ou moins précise des processus physique,
chimique et biologique du système intervenant dans la croissance et le dévelop-
pement de la plante.

• Les modèles empiriques, parfois appelés modèles statistiques, dont la structure
est obtenue par des ajustements à des données expérimentales. Ces relations n’ex-
pliquent pas nécessairement le fonctionnement du système sol plante.

Les modèles de culture sont en général un mélange de ces deux types de modèle.
Après une bonne connaissance du système, les différentes étapes de construction d’un
modèle de culture sont la conceptualisation, le paramétrage et la validation.
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La conceptualisation du modèle

Elle consiste à la mise en place de relations mathématiques qui traduisent le fonc-
tionnement du système. Ces relations mathématiques sont constituées d’équations aux
différences qui sont de la forme [19]:

U1(t+ ∆t) = U1(t) + g1 (U(t), X(t); θ)

...

Us(t+ ∆t) = Us(t) + gs (U(t), X(t); θ)

où t est le temps, ∆t représente un pas de temps qui est le plus souvent journalier,
U(t) = [U1(t), · · · , [Us(t)]T représente le vecteur des variables d’état au temps t, X(t)
le vecteur des variables d’entrée au temps t, θ le vecteur des paramètres des équations
mathématiques et g la fonction qui permet de relier les variables d’état aux variables
d’entrée.
Les variables d’entrée sont des variables quantitatives ou qualitatives, elles peuvent
changer selon la situation étudiée. Elles sont supposées connues et décrivent les carac-
téristiques du sol (réserve d’eau utile, teneur en matière organique etc), les variables
climatiques (température minimale et maximale journalière, rayonnement, cumul des
précipitations journalières, demande évaporative etc) et l’itinéraire technique (dates et
densités de semis, irrigation, rotation, niveau de fertilisation, la variété qui est repré-
sentée par une combinaison de paramètres etc).
Les variables d’état décrivent l’état du système étudié à différents pas de temps (par
exemple la quantité d’azote disponible dans le sol, la biomasse aérienne de la culture,
le rendement en grain, la profondeur des racines).
La conceptualisation d’un modèle simple qui permet de simuler la croissance du maïs
est présenté dans Soltani et al. [129]. Le modèle est défini à l’aide de trois variables
d’état: la somme de degrés-jour (TT ), la surface foliaire par unité de sol (LAI) et la
biomasse totale (B). Le modèle utilise comme variables d’entrée la température maxi-
male (TMAX), la température minimale (TMIN) et le rayonnement (I) et comme
paramètres à estimer la température de base (Tbase), au dessous de laquelle la culture
ne se développe pas, le coefficient d’extinction de la lumière (K), utilisé pour calculer
le rayonnement intercepté, l’efficacité de l’utilisation du rayonnement (RUE), le taux
relatif d’augmentation de l’indice de surface foliaire (alpha), l’indice maximal de sur-
face foliaire (LAImax), le seuil de temps thermique à partir duquel la plante est mûre
(TTM) et le seuil de temps thermique à partir duquel s’achève la phase végétative de
croissance (TTL).
Les équations qui décrivent le modèle sont les suivantes:

TTt+1 = TTt + ∆TTt (2.9)

Bt+1 = Bt + ∆Bt (2.10)

LAIt+1 = LAIt + ∆LAIt (2.11)

où

∆TTt = max
ñ
TMINt + TMAXt

2 − Tbase, 0
ô

(2.12)
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∆Bt = RUE × (1− exp(−K × LAIt))It (2.13)

∆LAIt = alpha×∆TTt × LAIt ×max [LAImax − LAIt, 0] (2.14)

La première étape de la construction du modèle consiste à compter l’avancement
dans le temps physiologique comme la moyenne des températures minimale et maxi-
male de la journée pour autant qu’elle excède un seuil appelé température de base
Tbase. Ce temps physiologique est appelé somme de degrés jour (TT ) et s’exprime en
degrés jour Cj.
Dans un second temps, la variation de surface foliaire est calculée en fonction de la
somme de degrés et du LAI existant. Cette variation dépend aussi du seuil de temps
thermique de la culture, dans la mesure où les feuilles ne se développent que pendant
la phase végétative de croissance, égale dans ce modèle au seuil de temps thermique
TTL.
L’hypothèse finale émise est que le taux d’accumulation de biomasse dépend du LAI
et de I . L’accroissement de la biomasse se poursuit jusqu’à l’obtention d’un temps ther-
mique maximal TTM .
Les modèles de culture combinent généralement de nombreuses équations aux diffé-
rences faisant intervenir des seuils, construites suivant le même formalisme (variables
explicatives, variables d’état et paramètres). Les modèles de culture sont des modèles
à compartiments reliés entre eux. Chaque compartiment est un modèle en lui même et
la plupart du temps, on ne s’intéresse qu’à la valeur finale d’un d’entre eux qui peut
être la production de biomasse ou de grain. Dans ce cas, nous pouvons intégrer pas
à pas les équations aux différences afin d’éliminer les valeurs intermédiaires des va-
riables d’état. Une variable d’état à un moment donné n’est plus alors fonction que de
variables explicatives.
Désignons par y la sortie à laquelle on s’intéresse; le modèle peut alors s’écrire

y = f(X; θ) (2.15)

où X représente le vecteur des variables explicatives aux différents pas de temps et
θ le vecteur des paramètres. A la différence des variables d’entrée qui peuvent varier
au cours du temps, une partie des paramètres θ reste constante pour toutes les situa-
tions étudiées tandis que l’autre partie, que nous noterons v, change en fonction des
caractéristiques des génotypes.

Estimation des paramètres

Après la conceptualisation et l’implémentation du modèle, l’étape suivante pour
la construction d’un modèle de culture consiste à estimer les paramètres θ du mo-
dèle à partir d’un échantillon de données. Plusieurs méthodes statistiques comme les
moindres carrés et le maximum de vraisemblance existent pour l’estimation des para-
mètres d’un modèle. Cependant ces méthodes sont des approches fréquentistes qui se
basent sur un échantillon de données pour trouver la vraie valeur des paramètres en
considérant que ceux-ci ne sont pas aléatoires. Cette approche est le plus souvent inap-
propriée pour l’estimation des paramètres des modèles de culture. En effet le nombre
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important de paramètres dans les modèles de culture et la structure complexe des don-
nées utilisées pour l’estimation (grande variabilité spatiale et temporelle des données)
conduisent souvent à un surajustement ou à une convergence vers un minimum lo-
cal du critère à optimiser. Toutefois, il existe plusieurs solutions utilisant l’approche
fréquentiste. La première consiste à sélectionner un sous-ensemble de paramètres à es-
timer à partir des données et à fixer les autres à partir d’information sur le système
étudié [19]. La deuxième solution serait d’utiliser la régression séquentielle pour choi-
sir successivement les paramètres qui conduisent au meilleur ajustement [143]. Une
troisième solution consiste à faire une analyse de sensibilité pour déterminer les para-
mètres qui influent le plus sur le modèle [121].
Une alternative à l’approche fréquentiste serait l’approche bayésienne. Les paramètres
sont alors aléatoires et leur estimation s’obtient au travers un échantillon de données et
d’informations a priori sur la distribution des valeurs possibles des paramètres. L’esti-
mation se fait en deux étapes. Dans un premier temps, on définit une distribution de
probabilité a priori des paramètres en se basant sur la littérature ou des connaissances
d’experts. Dans un second temps, à partir de la distribution a priori, on détermine la
distribution a postériori à partir de la distribution a priori et des données en utilisant le
théorème de Bayes. Les valeurs des paramètres seront alors déterminés par l’espérance
ou le mode de la distribution a postériori.

Validation

La validation du modèle est une étape importante dans l’utilisation des modèles
de culture. Elle permettra d’estimer le niveau de fiabilité à accorder au modèle mais
également d’identifier les éventuels problèmes afin de pouvoir améliorer le modèle. La
validation consiste à comparer les données simulées par le modèle à celles observées
selon différentes conditions de sol, de climat et de culture ou de variété. Les critères
mathématiques les plus utilisés en modélisation des cultures sont les suivants.
Le critère le plus simple pour mesurer les performances d’un modèle consiste à calculer
la différence entre la valeur mesurée Yi d’une variable et celle estimée par le modèle Ŷi
pour chaque situation i:

Di = Yi − Ŷi (2.16)

Une manière de résumer les différences Di consiste à considérer leur espérance, appe-
lée biais d’estimation et estimé par:

Biais = 1
N

N∑
i=1

(Yi − Ŷi) (2.17)

où N est le nombre de situations étudiées. Un biais négatif implique que le modèle
sous-estime la moyenne alors qu’un biais positif implique une sur-estimation de la
moyenne. Cependant un faible biais ne présuppose pas forcément une bonne qualité
de prédiction. Cela peut être la conséquence d’une compensation entre sous-estimation
et sur-estimation de la moyenne. Un critère pour contourner ce problème est l’erreur
quadratique moyenne (MSE) et ses variantes RMSE et RRMSE.

MSE = 1
N

N∑
i=1

(Yi − Ŷi)2 (2.18)
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RMSE =

Ã
1
N

N∑
i=1

(Yi − Ŷi)2 (2.19)

RRMSE = RMSE

Ȳ
(2.20)

L’efficience de modèle et le coefficient de corrélation sont très souvent utilisés. Ils pré-
sentent une borne inférieure et/ou supérieure, ce qui facilite leur interprétation et les
rend pertinents pour comparer des modèles. L’efficience du modèle est donnée par :

EF = 1−
∑N
i=1 (Yi − Ŷi)2∑N
i=1 (Yi − Ȳi)2

= 1−R2 (2.21)

où R2 est le coefficient de détermination.
Le coefficient de corrélation de Pearson est donné par:

r = σ̂Y Ŷ»
σ̂2
Y σ̂

2
Ŷ

(2.22)

où σ̂2
Y , σ̂2

Ŷ
et σ̂Y Ŷ représentent respectivement les estimations des variances de Y , de Ŷ

et de la covariance de Y et Ŷ .

Une fois calibrés et évalués à partir de résultats sur quelques années d’expérimen-
tations en quelques lieux et en tenant en compte du sol, de la météo et des pratiques
culturales, les modèles de culture permettent de simuler la production d’une culture
dans le temps et dans l’espace. Ils permettent aussi de prédire le comportement de va-
riétés virtuelles.
On peut ainsi élaborer, in silico, des variétés adaptées à des contraintes pédo-climatiques
diverses en vue de guider les sélectionneurs vers des plantes-cibles à atteindre ou idéo-
types [34].
Les modèles utilisés sont de type "boîte-noire" c’est-à-dire que l’utilisateur n’a pas
un accès direct au code numérique. L’utilisateur fournit simplement des entrées sous
forme de séries climatiques, d’informations sur le sol, de pratiques culturales et de
paramètres caractérisant la variété devant être simulée; il obtient le résultat de la simu-
lation qui peut être, par exemple, un rendement. On peut donc représenter le modèle
de culture selon le schéma donné à la figure 2.2.
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FIGURE 2.2 – Illustration d’un modèle de culture

Pour la suite, on considérera les entrées déterministes, à savoir les pratiques cultu-
rales (ITK) et le sol, comme étant fixées à des valeurs particulières. Il reste les entrées
aléatoires de la météo et les paramètres qui définissent la variété. On considère que la
distribution conjointe des variables météo (pluie, vitesse du vent, rayonnement,...) est
décrite par un modèle stochastique du climat Cu avec des paramètres qui dépendent
in fine de la latitude et la longitude du lieu u. Dans la suite, pour mettre en évidence le
fait que la météo dépend du lieu u, on notera notre modèle f(Cu, v) ou pour simplifier
f(u, v).

2.3 Prédiction avec une météo encore inconnue

La prédiction de l’interaction G× E peut être rendue difficile parce que,

• d’une part sur chaque station, on ne dispose pas toujours de suffisamment de
données pour bien estimer les incertitudes de la production dues au climat;

• d’autre part parce qu’il y a des endroits sans station météo.

Pour contourner le problème de données météo insuffisantes pour servir de variables
d’entrée au modèle de culture, l’utilisation d’un générateur stochastique de climat per-
mettant d’effectuer des simulations du climat de quelques années à plusieurs millé-
naires est une solution de plus en plus adoptée [15]. Les séries de données générées
auront les mêmes caractéristiques statistiques que les données observées. Pour les
endroits ne disposant pas de station météo, les paramètres statistiques d’un généra-
teur météorologique doivent être calculés à partir des données des stations météorolo-
giques les plus proches. Des méthodes géostatistiques sont ensuite utilisées pour ob-
tenir une interpolation spatiale des paramètres du modèle à partir des données ponc-
tuelles de la zone. Néanmoins, un certain nombre d’erreurs sont liées intrinsèquement
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à ces méthodes: l’incohérence des données météo entre les lieux, le nombre impor-
tant de données manquantes peuvent avoir des conséquences sur l’interpolation. Il est
montré dans [59] que le fait de caler le modèle sur des combinaisons d’années assez
disparates d’une station à l’autre entraine une incohérence totale entre les probabili-
tés de transition obtenues par interpolation et les fréquences calculées. Une solution
possible serait d’éliminer les années présentant des données manquantes. Pour notre
étude, on va utiliser la méthode du krigeage comme interpolateur spatial, en suppo-
sant notre plan d’expérience dense et régulier. Il est en effet montré dans Taupin et al.
[132] que la densité ainsi que le positionnement des stations météo ont une influence
importante sur les résultats de l’interpolation.

2.3.1 Générateur stochastique de climat

Un générateur stochastique de climat [113, 112] est un modèle mathématique basé
sur une approche statistique et probabiliste de la météorologie. Il permet de produire
une série chronologique de variables climatiques comme les températures minimale
et maximale, les précipitations, le rayonnement solaire etc. La construction d’un mo-
dèle de simulation pour ces variables nécessite l’élaboration d’un concept de relations
stochastiques qui existent entre les variables météorologiques. En effet, les données
observées étant des séries temporelles, il existe une auto-corrélation temporelle pour
chacune des variables étudiées. Il existe également une corrélation entre les variables:
le rayonnement et la température par exemple sont susceptibles d’être plus faibles pen-
dant les jours humides que pendant les jours secs.
La première étape de construction consiste à simuler l’occurrence des précipitations.
Il existe deux grandes approches pour simuler ces occurrences. La première, dite mar-
kovienne et utilisée par des générateurs de climats tels que WGEN [113, 114], USCLI-
MATE [73] et CLIGEN [145], applique une chaine de Markov pour décrire l’occurrence
des jours humides ou secs. La seconde, quant à elle, est basée sur la distribution de la
longueur des séries de jours humides et secs. Le principal générateur de climat utili-
sant cette approche est Lars-WG [112].
La deuxième étape consiste à construire des distributions de probabilité condition-
nelles pour les variables climatiques telles que la température moyenne, la quantité de
précipitations, le rayonnement solaire etc, en considérant les précipitations comme la
variable principale, et en conditionnant les autres variables d’un jour donné selon que
la journée soit humide ou sèche.
Soit on veut simuler des données météorologiques simultanées dans plusieurs sites
alors il faut prendre en compte à la fois les corrélations spatiales et temporelles. Soit
on se contente de simuler des données météorologiques séparément pour chaque site,
sans considérer les corrélations spatiales des événements météorologiques.
En ce qui nous concerne, nous cherchons à optimiser une variété pour chaque site, le
fait que les données météo soient interdépendantes n’a pas d’importance.

Les modèles mathématiques sont calibrés en estimant les paramètres à partir de
séries mesurées, afin de reproduire des propriétés statistiques semblables aux séries
mesurées. En particulier les valeurs moyennes, les niveaux de variabilité, les corréla-
tions temporelles, les corrélations entre les variables et la persistance d’un phénomène
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doivent être bien reproduits. Une recommandation classique est d’utiliser au moins
vingt ans de données quotidiennes pour estimer de façon précise les paramètres consi-
dérés [126].





III

Méthodes d’optimisation
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Lorsque l’on souhaite trouver une variété adaptée à un lieu donné on se retrouve
devant un problème d’optimisation des paramètres caractérisant la variété sous des
contraintes pédo-climatiques fixées. Si l’on souhaite obtenir une cartographie des va-
riétés optimales sur une région aux contraintes climatiques contrastées, on se retrouve
à devoir réaliser de très nombreuses optimisations compte tenu de la grande diversité
des situations pédo-climatiques. La production est aléatoire, car elle dépend fortement
entre autres des pluies qui vont tomber pendant la saison de culture. C’est donc la
maximisation de l’espérance ou d’un quantile de la production que l’on devra recher-
cher.

Supposons que le modèle à optimiser soit représenté par une fonction f définie par:

f : E → R
(u, v) → f(u, v)

L’ensemble E est un compact de Rd, d ≥ 1, pris comme le produit cartésien de deux
ensembles U et V , donc E = U ×V . Le premier ensemble, noté U , contient les entrées u
que l’on appellera variables conditionnantes et le deuxième ensemble, noté V , contient
les paramètres à optimiser v ou variables conditionnées.
Notre objectif est de trouver pour chaque u fixé, le jeu de paramètres v qui maximise
l’espérance ou un quantile de la fonction f , autrement dit une carte ou lieu des opti-
mums.
Pour chaque u, nous devons résoudre le problème v∗ = argmaxv∈V g(v) avec g(v) =
E(f(u, v)) par exemple si l’on cherche à maximiser l’espérance de f .
Dans ce chapitre, nous nous intéressons aux méthodes pour la recherche de suite de
points qui converge vers la solution du problème v∗ = argmaxv∈V g(v) pour chaque u
fixé.
L’expression analytique des modèles de cultures est complexe, leurs sorties souvent
discontinues par rapport aux paramètres, l’optimisation se fera donc numériquement.
Parmi les méthodes d’optimisation numériques, on distingue deux grandes catégories:
les méthodes d’optimisation dites locales et celles dites globales.

3.1 Principales méthodes d’optimisation locales

L’optimisation locale consiste à chercher l’optimum global dans un ensemble d’op-
tima locaux. A partir d’un point initial, l’algorithme cherchera à améliorer la situation
initiale en se dirigeant vers l’optimum le plus proche. Pour cela, l’algorithme va ex-
ploiter au mieux les informations relatives à l’évolution de la fonction au voisinage du
point en cours.
Dans cette partie, nous allons présenter brièvement les méthodes d’optimisation lo-
cales classiquement employées. On s’intéressera à un problème de minimisation, sa-
chant que toute recherche de maxima peut se ramener à une recherche de minima par
passage à l’opposé.
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3.1.1 Algorithme de descente

Les problèmes d’optimisation v∗ = argminv∈V g(v) sont généralement résolus par
les algorithmes de descente de gradient. L’algorithme de descente s’applique lorsque
l’on cherche le minimum d’une fonction dont on connait la valeur et celle de sa dérivée
pour un jeu de paramètres donnés. Initialement introduits par Cauchy en 1847 [23], les
algorithmes de descente sont des algorithmes itératifs basés sur l’amélioration d’une
solution approchée pour converger vers la solution du problème v∗. Cela consiste à
chercher à l’itération k + 1, le jeu de paramètre vk+1 tel que g(vk+1) ≤ g(vk).
Il s’agit de trouver à chaque itération k, un nouveau jeu de paramètres vk+1 dans une
direction dk obtenue à partir de la valeur de la fonction et de son gradient. Une des-
cription générale d’un algorithme de descente est la suivante :

1. Choisir arbitrairement un point initial x0.

2. Tant que le test de convergence est non satisfait,

3. Calculer la direction de descente dk telle que:∇g(vk)Tdk < 0
4. Choisir un pas sk > 0 tel que: g(vk + skdk) < g(vk)
5. Calculer le nouveau point: vk+1 = vk + skdk; k = k + 1

On distingue différentes méthodes d’optimisation basées sur l’algorithme de descente,
caractérisées par le choix des directions de descente et du pas effectué dans chaque
direction.
Parmi ces algorithmes, on peut citer l’algorithme de gradient à pas fixe, l’algorithme
de gradient à pas optimal, l’algorithme de gradients conjugués qui sont rapidement
présentés ci-après.

L’algorithme de gradient à pas fixé

La direction de descente est choisie opposée à la direction du gradient, soit dk =
−∇g(vk). Le pas de la descente est fixé au départ. Il doit être choisi de manière judi-
cieuse: trop grand, il rendra une convergence vers le minimum impossible; trop petit
il impliquera une convergente très lente.
Les itérations 4 et 5 de l’algorithme de gradient sont alors remplacées par : vk+1 =
vk − s∇g(vk)

L’algorithme de gradient à pas optimal

Une fois la direction dk = −∇g(vk) choisie, on s’intéresse à ce qui se passe si on
choisit le pas sk de façon optimale, c’est à dire le pas qui minimise la fonction f(xk +
sdk). L’étape 4 de l’algorithme de descente est alors remplacée par : calculer un pas
optimal sk solution de minsf(xk + sdk). La recherche du pas optimal à chaque itération
peut s’avérer très coûteuse.
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L’algorithme de gradients conjugués

Initialement introduit par Hestenes et al. [64], l’algorithme de gradients conjugués
consiste à considérer, à l’itération k, la direction de descente dk = −∇g(vk) − βkdk−1 si
k > 0 et d0 = −∇g(v0) sinon. On détermine ensuite le pas optimal dans cette direction.
Il existe plusieurs méthodes pour déterminer le terme βk parmi lesquelles on peut citer:
la méthode de Fletcher-Reeves [44], la méthode de Polack-Ribière [51] et la méthode de
Hestenes-Stiefel [64].

3.1.2 Méthode de Newton

Cette méthode cherche les points critiques de la fonction, c’est à dire les points qui
annulent le gradient, ce dernier étant nul à l’optimum.

L’algorithme de Newton

L’algorithme de Newton [42, 52] repose sur une approximation linéaire du gradient
de la fonction, ce qui revient à une approximation quadratique de la fonction elle-
même.
Supposons maintenant que g est de classe C2 avec une matrice hessienne H . L’idée est
de remplacer g au voisinage de l’itéré courant xk par son développement de Taylor de
second ordre :

g(vk + d) = g(vk)+ < ∇g(vk), d > +1
2 < H(vk)d, d >

dont le gradient s’annule pour d = −[H(vk)]−1∇g(vk).
Tant que ‖∇g(vk)‖ > ε, ε > 0 précision demandée, l’algorithme cherche itérativement
le point critique par : vk+1 = vk − [H(vk)]−1∇g(vk).
La principale limite de cet algorithme est qu’il faut faire à chaque itération le calcul
et l’inversion de la matrice hessienne. Cette méthode n’est donc praticable que si à
chaque itération, la matrice hessienne H(vk) est définie positive.

L’algorithme de quasi-Newton

Le calcul et l’inversion de la matrice hessienne sont souvent très difficiles à éva-
luer dans le cas où l’expression analytique de la fonction est inconnue. L’algorithme
de quasi-Newton consiste à approcher l’inverse de la matrice hessienne H selon les
méthodes suivantes:

• La méthode BFGS (Broyden-Fletcher-Goldfarb-Shanno)[18, 57, 127]

H−1
k+1 = H−1

k + δkδ
T
k

δTk sk
− H−1

k sks
T
kH

−1
k

sTkH
−1
k sk
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• La méthode DFP (Davidon-Fletcher-Powell)[43, 30]

H−1
k+1 = H−1

k + sks
T
k

sTk δk
− H−1

k δkδ
T
kH

−1
k

δTkH
−1
k δk

où sk = vk+1 − vk et δk = ∇g(vk+1)−∇g(vk).
On choisit une matriceH−1

0 définie positive; en général on prendH−1
0 égale à la matrice

identité.

3.1.3 Méthode du gradient stochastique

Pour une fonction bruitée f , si le coût de calcul d’une espérance ou d’un quantile
peut être assumé, on retombe exactement sur le cas de l’optimisation déterministe que
l’on peut résoudre avec les méthodes citées précédemment. Le problème est que cette
approche peut être extrêmement coûteuse.
Dans ce cadre, Robbins et al. [117] d’une part, Kiefer et al. [86] d’autre part, ont mis en
place un algorithme dit algorithme de gradient stochastique. Cet algorithme est une
approximation de l’algorithme du gradient déterministe. La méthode consiste à mettre
en œuvre un algorithme au cours duquel la variable à optimiser v évolue en fonction
du gradient partiel de la fonction f par rapport à v évalué pour des réalisations suc-
cessives de la variable aléatoire Cu et non en fonction du gradient de g.
L’algorithme du gradient stochastique est le suivant :

1. Choisir un point initial v0, et une suite (sk, k ∈ N) de réels positifs.

2. A l’itération k, effectuer un tirage Ck+1
u de la variable Cu indépendamment des

tirages précédents (C1
u, · · · , Ck

u).

3. Calculer le gradient partiel de f en (Ck+1
u , vk) et mettre à jour v: vk+1 = vk −

sk∇f(Ck+1
u , vk)

4. Incrémenter l’indice k de 1 et retourner à l’étape 2.

Les conditions nécessaires sur les pas pour une convergence presque-sûre vers la solu-
tion v∗ sont :

∑
k∈N sk = +∞ et

∑
k∈N s

2
k < +∞.

En ce qui concerne les tests d’arrêt, en pratique, on se contentera souvent de fixer un
nombre d’itération suffisamment grand.

Les méthodes d’optimisations avec calcul du gradient sont simples à mettre en
œuvre. Cependant, dans les cas où nous ne disposons de moyens pour calculer ce
gradient (trop coûteux à calculer ou non calculables), l’utilisation des méthodes d’op-
timisation sans calcul de dérivées devient utile. Ces méthodes utilisent uniquement
les évaluations de la fonction à optimiser pour guider l’échantillonnage des nouveaux
points. Dans les sections suivantes, nous présentons tout d’abord des méthodes de
recherche directe,la méthode du Simplexe de Nelder-Mead et la méthode de Pattern
Search, qui comparent toutes les deux les valeurs de la fonction aux points évalués
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pour se déplacer suivant des critères géométriques. Ensuite, nous présentons les mé-
thodes d’optimisation globales (les algorithmes évolutionnaires, le recuit simulé). En-
fin, l’optimisation à base de métamodèle est présentée. Cette méthode est particulière-
ment intéressante dans le cas de problème d’optimisation de fonction coûteuse.

3.1.4 Les méthodes de recherche directe

Les méthodes de recherche directe utilisent uniquement les réponses de la fonc-
tion pour localiser le minimum. Ces méthodes ne requièrent donc pas d’informations
sur les dérivées. Les méthodes de recherche directe peuvent être classées en trois ca-
tégories: les méthodes de recherche par motifs généralisés (generalized pattern search,
GPS) [134, 136, 135], les méthodes des directions conjuguées (algorithme de Powell et
ses variantes) [119, 109, 110, 47], et les méthodes basées sur la figure géométrique d’un
simplexe (méthode de Nelder-Mead et ses variantes) [144, 101].

Recherche par motifs généralisés

Les generalized pattern search methods (GPS) sont une généralisation de la mé-
thode de Hooke et Jeeves [66]. Les méthodes GPS sont basées sur un concept simple.
Elles utilisent un ensemble de directions prédéfinies D dans l’espace des paramètres
afin de faire évoluer l’algorithme vers la zone où se trouve le minimum. Ces dépla-
cements exploratoires autour du point courant forment des motifs (pattern) qui pré-
sentent une disposition invariable. A chaque itération la fonction objectif est évaluée
sur les points du motif Mk = {vk + skd, d ∈ D} (vk est le point courant et sk la valeur
courante pour le pas d’échantillonnage). Si une amélioration est trouvée, le point asso-
cié est accepté comme nouveau point courant, et le pas du prochain motif est conservé
ou augmenté. Sinon, le pas du nouveau motif, généré autour de l’ancien point courant,
est réduit.
L’algorithme peut être résumé comme suit:

1. Choisir un point initial v0, le pas initial s0 et l’ensemble des directions D.

2. Évaluer la fonction sur les points du motif Mk = {vk + skd, d ∈ D}.
S’il existe un point vk + skd qui vérifie g(vk + skd) < g(vk), alors vk+1 = vk + skd,
sinon vk+1 = vk.

3. Mettre à jour les motifs, s’il existe un point qui apporte une amélioration, le pas
du motif est maintenu ou augmenté. Sinon le pas sera réduit.

Méthodes des directions conjuguées

Les méthodes de directions conjuguées ont été introduites par Rosenbrock [119]
et Powell [109]. Ces méthodes définissent les directions de recherche au fur et à me-
sure des itérations. Afin d’accélérer la convergence de l’algorithme, elles prennent en
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compte les informations sur la courbure de la fonction à optimiser pour la construction
des directions.

Méthode de Nelder-Mead

La méthode de Nelder-Mead [101] est une méthode d’optimisation qui utilise une
figure géométrique, particulièrement un simplexe, pour localiser le minimum.
Soit d la dimension de l’espace de définition de la fonction à optimiser. L’algorithme
définit un simplexe de dimension d et lui fait subir, au cours des itérations, des trans-
formations (expansion, contraction, rétrécissement) afin que les sommets du simplexe
se rapprochent du minimum de la fonction.
Plus précisément, les différentes étapes de l’algorithme peuvent être résumées comme
suit:

1. Choisir p + 1 points {v1, · · · , vp+1} qui forment un simplexe dans l’espace de dé-
finition à d dimensions.
Calculer les valeurs de la fonction en ces points et réindexer les points de façon à
avoir g(v1) ≤ g(v2) ≤ · · · ≤ g(vp+1)

2. Calculer le centre de gravité v0 des points {x1, · · · , xp+1} et de la réflexion vr de
vp+1 par rapport à v0: v0 = ∑p

i=1 vi/n et vr = v0 + (v0 − vp+1).

3. Si g(vr) < g(vp), calculer ve = v0 + 2(v0 − vp+1) (étirement du simplexe), et si
g(ve) < g(vr), remplacer le point vp+1 par le point ve.
Sinon remplacer vp+1 par vr.

4. Si g(vp) < g(vr), calculer vc = vp+1 + 1
2(v0 − vp+1) (contraction du simplexe) et si

g(vc) ≤ g(vp), remplacer vp+1 par vc.

Sinon remplacer vi par v1 + 1
2(vi − v1) pour i ≥ 2

3.2 Principales méthodes d’optimisation globale

Les méthodes d’optimisation locale permettent une bonne recherche locale en ex-
ploitant les points déjà évalués, mais au prix d’une exploration moindre. Elles ne ga-
rantissent donc pas la convergence vers un optimum global et peuvent être piégées
dans un optimum local. Contrairement aux méthodes locales, les méthodes globales
permettent d’explorer l’espace de recherche de manière plus exhaustive. Ce qui aug-
mente le nombre de chance de tomber sur l’optimum global. A titre d’exemple, trois
approches d’optimisation globale s’appuyant sur des concepts différents sont briève-
ment présentées ci-dessous.
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3.2.1 Algorithme évolutionnaire

Les algorithmes évolutionnaires sont des méthodes d’optimisation stochastiques
dans lesquelles un ensemble de points dans E est produit à chaque itération au moyen
d’opérations stochastiques inspirées de la théorie de l’évolution selon Darwin [29].
Par analogie avec l’évolution naturelle, un algorithme évolutionnaire est un processus
itératif faisant évoluer un ensemble de solutions candidates, appelé population, com-
posé d’individus représentant des solutions possibles du problème d’optimisation. Au
cours de chaque itération, appelée génération, la performance des individus d’une po-
pulation appelée population parent est évaluée à l’aide de la fonction à optimiser. Les
meilleurs individus sélectionnés en fonction de leurs valeurs, subissent des opérations
génétiques (croisement, mutation et sélection) pour créer de nouveaux individus. Ces
nouveaux individus créés forment une nouvelle population appelée population enfant.
L’algorithme se poursuit jusqu’à ce qu’un critère d’arrêt soit satisfait.
Pour un problème de minimisation, le principe de fonctionnement d’un algorithme
évolutionnaire peut être résumé comme suit:

1. Générer aléatoirement un ensemble initial d’individus nommé population parent.

2. Évaluer chaque individu de la population parent.

3. Appliquer les trois opérations génétiques “sélection, croisement et mutation”pour
créer un ensemble d’individus appelé population enfant.

4. Évaluer chaque individu de la population enfant.

5. Sélectionner les meilleurs individus de la population enfant pour créer une po-
pulation parent de la nouvelle génération.

Répéter les étapes 3, 4 et 5 jusqu’à ce que l’algorithme converge.
On distingue plusieurs familles de méthodes évolutionnaires: les algorithmes géné-
tiques [65, 37], les stratégies d’évolution [141], la programmation évolutionnaire [45].

3.2.2 Le recuit simulé

Le recuit simulé [87, 88] se base sur un phénomène observé en métallurgie. Dans le
recuit simulé, chaque paramètre x de l’espace de recherche est considéré comme l’état
d’un système physique et sa réponse f(x), la fonction à optimiser, comme l’énergie in-
terne de ce système. On introduit également un paramètre fictif, la température T du
système, dans le but de régler la probabilité d’acceptation des nouveaux points. L’ob-
jectif est d’amener progressivement le système d’un état initial arbitraire vers un état
correspondant au minimum global d’énergie.
Étant donné un état initial x0 arbitrairement choisi et une température initiale T0 éle-
vée, l’algorithme génère une suite de points xn comme suit:
A chaque itération i de l’algorithme une modification élémentaire de l’état du système
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est effectuée en générant aléatoirement un point x dans un voisinage de xi. Cette mo-
dification va entrainer une variation de l’énergie du système. Si cette variation corres-
pond à une baisse de l’énergie du système, c’est à dire si f(x) < f(xi) alors le jeu de pa-

ramètre y est retenu; sinon il est accepté avec une probabilité égale à exp
Ç
f(xi)− f(y)

Ti

å
.

En résumé le nouveau point xi+1 est choisi comme suit:
xi+1 = y si f(y) ≤ f(xi)

xi+1 = y si exp
Ç
f(xi)− f(x)

Ti

å
> u

xi+1 = xi sinon

où u est un nombre choisi aléatoirement compris entre 0 et 1, (Tn) une suite de para-
mètre positif qui tend vers 0 au cours de l’algorithme. L’algorithme peut sélectionner
des points qui n’apportent aucune amélioration. Cependant, la décroissance de la suite
(Tn) fera que la probabilité d’accepter une mauvaise solution décroit au cours des ité-
rations.
Le recuit simulé est une méthode d’optimisation qui s’adapte à plusieurs types de pro-
blèmes. Cependant la convergence est relativement lente et le réglage de la suite (Tn)
délicat.

Il existe d’autres algorithmes d’optimisation globale tels que les méthodes basées
sur l’intelligence en essaims (les algorithmes des colonies de fourmis [35], les algo-
rithmes par essaims particulaires [85]) et la recherche tabou [56].
Les algorithmes d’optimisation globale sont le plus souvent inspirés de phénomènes
naturels tirés de la biologie, la physique etc. Contrairement aux méthodes d’optimi-
sation avec calcul de gradient, les algorithmes d’optimisation globale n’imposent pas
d’hypothèses de régularité sur la fonction à optimiser. Ils ont une bonne capacité d’ex-
ploration de l’espace de recherche, ce qui leur donne plus de chance de converger vers
l’optimum globale. Cependant ils sont très coûteux en terme de temps.

3.2.3 Optimisation à base de métamodèle

L’utilisation de métamodèles est une solution fréquemment utilisée pour faciliter
l’optimisation des modèles complexes et coûteux à évaluer [11, 70, 7, 39, 60, 93]. L’ob-
jectif de la métamodélisation est de remplacer un modèle coûteux en temps par un
modèle à coût négligeable, afin de pouvoir exploiter le modèle plus facilement. Le mé-
tamodèle est une approximation des réponses du modèle étudié, obtenue à partir d’un
nombre limité d’évaluation du modèle dans un domaine appelé plan d’expérience. On
évalue le modèle pour un certain nombre n de valeurs D = {x1, · · · , xn} et on observe
les n réponses associées Y = {y(x1), · · · , y(xn)}. Le gradient de la fonction à optimi-
ser étant inconnu en général, le choix des prochains points à évaluer se fait à l’aide
d’un critère d’échantillonnage défini à l’aide du métamodèle. Il existe plusieurs types
de métamodèle parmi lesquels on peut citer : les interpolateurs locaux, les techniques
polynomiales [75], les splines [124], l’interpolation à noyaux [123] et les réseaux de
neurones [130]. Certains métamodèles comme le krigeage et la régression linéaire per-
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mettent de modéliser l’incertitude de prédiction. De tels métamodèles sont particuliè-
rement adaptés pour l’optimisation globale. L’estimation de l’incertitude peut guider
la phase exploratoire de l’optimisation globale où nous cherchons dans des régions à
forte incertitude. Après avoir testé des métamodèles de manière empirique sur diffé-
rents exemples, Simpson et al. [128] proposent d’utiliser un métamodèle de régression
linéaire si la fonction f est assez régulière et un métamodèle de krigeage dans le cas ou
elle est fortement non linéaire et de dimension raisonnable.

3.3 Quelle méthode pour la recherche de génotype opti-
mal ?

Les méthodes directes, telles que la méthode de Nelder-Mead, n’utilisent pas les
informations obtenues lors des itérations précédentes. Donc pour converger vers l’op-
timum, l’algorithme nécessitera un nombre important d’évaluation de la fonction à
optimiser, ce qui peut être limitant pour un problème d’optimisation coûteux.
Les méthodes d’optimisation avec calcul de gradient disposent de nombreuses quali-
tés; en effet, elles ne nécessitent pas un nombre trop important d’itération pour conver-
ger vers l’optimum, elles n’imposent pas de limites par rapport à la dimension du pro-
blème. Cependant, elles sont souvent écartées pour la résolution de problèmes d’opti-
misation complexes comme le nôtre. En effet: d’une part, les modèles de culture sont
constitués d’une suite d’équations imbriquées les une dans les autres et le calcul des dé-
rivées ou de leurs estimations à l’aide de modèle de substitution s’avère très complexe,
voire impossible; d’autre part, les sorties du modèle sont bruitées, le calcul numérique
des gradients va vers des résultats complètement aléatoires et mène l’optimisation à
l’échec.
Une alternative serait l’utilisation d’un algorithme stochastique. Contrairement aux
méthodes avec calcul de gradient, les algorithmes stochastiques ne font pas d’hypo-
thèses particulières sur les propriétés de la fonction f , et ont par conséquent une large
gamme d’application. Les algorithmes stochastiques sont utilisés en raison de leur ca-
pacité à converger vers un optimum global. Cependant, comme nous voulons trouver
l’optimum pour chaque lieu fixé, l’utilisation d’un algorithme stochastique coûtera très
cher. En effet, ces algorithmes nécessitent en général un nombre important d’évalua-
tions afin d’obtenir une optimisation de qualité [68]. Nous avons un modèle aléatoire,
on va optimiser l’espérance ou son quantile, ce qui nécessitera plus de simulations. Le
problème du bruit peut être traité par l’utilisation d’un optimiseur acceptant du bruit
dans les critères à optimiser (par exemple un algorithme évolutionnaire [8]). Ces mé-
thodes sont très coûteuses, car on devra estimer les incertitudes sur Cu et optimiser
sur v. Une simulation sur 10 ans dure, disons, une seconde. Pour estimer correctement
une moyenne simulée, on a coutume de dire qu’il faut 30 ans de simulations, soit 3
secondes. Pour un quantile 0,20 ce sera plus long. Une optimisation par une méthode
stochastique comme l’algorithme génétique demande un millier d’appels au modèle,
soit environ 1 heure. Si l’on veut une carte des optimums avec un point tous les 10
degrés sur une étendue de L degrés de longitude et l degrés de la latitude, et que
l’on choisit d’optimiser en chaque point séparément, il faudra plusieurs jours. On a
donc besoin d’une méthode plus économe en nombre d’appels que les algorithmes
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stochastiques. Une solution possible serait d’optimiser sur la base d’un métamodèle
qui va réduire de façon considérable le temps de calcul. Un algorithme d’optimisation
local est inadapté aux modèles stochastiques, un algorithme évolutionnaire nécessite
un nombre important d’évaluation pour converger ver l’optimum global, donc coûte
trop cher. Pour notre problème, d’après nos calculs, il faudrait 40 jours pour déterminer
une carte d’idéotypes de 1000 points. Il faudrait donc réussir à limiter le nombre d’éva-
luation en vue de faire l’optimisation. Une solution serait de modéliser la surface de
réponse en sachant qu’elle est bruitée. C’est une des possibilités des métamodèles. Une
autre approche serait donc de faire l’optimisation à base d’un métamodèle de krigeage.
Le krigeage permet de modéliser l’incertitude de prédiction, et il est donc particuliè-
rement adapté pour l’optimisation globale. En effet, une recherche dans des régions à
forte incertitude peut guider la phase exploratoire de l’optimisation globale.

3.3.1 Notions sur le krigeage

Le krigeage est une technique d’interpolation d’une fonction f à partir de ses réali-
sations observées en les points d’un plan d’expérience (x1, · · · , xn). Initialement utili-
sée en géostatistique avec les travaux de l’ingénieur minier sud-africain Krige [89], elle
a été développée plus tard par le mathématicien français Matheron [98]. Le krigeage
consiste à prédire une fonction f aux points non observés conditionnellement aux va-
leurs observées aux autres points, en considérant la fonction f comme la réalisation
d’un processus gaussien Y

Y (x) = m(x) + δ(x)

où x représente le vecteur des variables d’entrée, m(.) est la structure déterministe
pour l’espérance de Y (.) et δ un processus gaussien d’espérance nulle et de fonction de
covariance donnée par

cov(δ(x), δ(x+ h)) = k(x, x+ h) = σ2R(x, x+ h)

avec σ2 la variance et R(x, x + h) une fonction de corrélation. Selon la forme de la
tendance m(.), il existe trois types de krigeage qui sont:

• Le krigeage simple lorsque m(x) est une constante connue.

• Le krigeage ordinaire lorsque m(x) est une constante inconnue.

• Le krigeage universel lorsque m(x) est une combinaison linéaire de fonctions
m(x) = ∑p

j=1 βjµj(x)

Dans ce manuscrit, seul un rappel des principales notions sur le krigeage universel
est donné (pour plus de détails, voir Cressie [26]).
Conditionnellement aux observations, la loi de Y (x) est gaussienne, de moyennemn(x)
et de variance s2

n(x).

[Y (x)|Y (x1) = f(x1), · · · , Y (xn) = f(xn)] ∼ N(mn(x), s2
n(x)).
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Pour une fonction de covariance k donnée, les expressions analytiques de la moyenne
de prédiction mn(x) et de la variance de prédiction s2

n(x) sont données par [26]:

mn(x) =
Ä
γ(x) + µ(µtK−1µ)−1(µ(x)− µtK−1γ(x)

ät
K−1Y (3.1)

s2
n(x) = γ(x)tK−1γ(x)−

Ä
µ(x)− µtK−1γ(x)

ät Ä
µtK−1µ

ä−1 Ä
µ(x)− µtK−1γ(x)

ä
(3.2)

où µ(x) = (µ1(x), · · · , µp(x))t est le vecteur de fonctions connues, µ = (µj(xi))1≤i≤n,1≤j≤p
la matrice n × p d’expérience, K = (k(xi, xj))1≤i≤n,1≤j≤n la matrice n × n de cova-
riance, Y = (f(x1), · · · , f(xn)) les valeurs de la fonction aux points d’observation,
k(x) = (k(x1, x), · · · , k(xn, x))t le vecteur de covariance entre un point x et les points
du plan d’expérience.La moyenne mn(x) sera utilisée pour approcher f(x) et s2

n(x) dé-
crira l’incertitude associée à cette prédiction. Un exemple de prédiction d’une fonction
de dimension 1 par krigeage est donné par la figure 3.1. Les résultats des évaluations
(points rouges) sont interpolés par la courbe verte en gras. Les courbes en pointillés
représentent les intervalles de confiance à 95%.
Le krigeage est un interpolateur exact des points du plan d’expérience. C’est le meilleur
prédicteur linéaire sans biais. En se basant sur les observations réparties sur le plan
d’expérience, le krigeage permet de trouver une approximation mn(.) de la réponse
f(.) du modèle en dehors du plan d’expérience. En ce sens, le choix du plan d’expé-
rience devient important.

FIGURE 3.1 – Prédiction par le krigeage et erreur de prédiction

Par exemple les plans d’expériences où les points sont répartis selon une grille ré-
gulière dans l’espace sont classiquement utilisés dans la construction des métamodèles
déterministes mais ne sont pas adaptés pour le krigeage. En effet, dans ces plans la ma-
jeure partie des points sont placés au bords du domaine expérimental, ce qui ne permet
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pas de détecter les éventuelles irrégularités dans les réponses, avec pour conséquence
une estimation par maximum de vraisemblance des paramètres de la fonction de cova-
riance de mauvaise qualité. La caractérisation de la dépendance à distance en dessous
du pas de grille peut également se poser.
Deux techniques de planification d’expérience sont utilisées pour le krigeage. La pre-
mière est géométrique, elle consiste à choisir les points du plan d’expérience de sorte
qu’ils explorent au mieux le domaine expérimental. Les techniques géométriques les
plus utilisées sont les hypercubes latins [99] et les suites à faible discrépance [102].
La deuxième technique de planification consiste à sélectionner le plan qui maximise
la qualité des prédictions en optimisant un critère statistique comme l’erreur quadra-
tique moyenne (MSE) [123] ou sa racine RMSE. La construction de ce type de plan
d’expérience passe par celle d’un premier métamodèle à partir d’un plan d’expérience
initial bien choisi (par exemple un hypercube latin) que l’on enrichira de manière sé-
quentielle en utilisant le modèle de krigeage.
Dans la suite, nous nous restreindrons au cas où le processus gaussien Y est soit sta-
tionnaire au second ordre, c’est à dire que l’espérance du processus est constante et la
covariance entre Y (x) et Y (x+h) ne dépend que de h, soit stationnaire intrinsèque, c’est
à dire l’espérance de tout accroissement Y (x+ h)− Y (x) est nulle et sa variance existe
et dépend uniquement de h. Pour caractériser la dépendance entre Y (x) et Y (x + h),
on introduit le semi-variogramme γ(h) défini par:

γ(h) = 1
2E[(Y (x)− Y (x+ h))2]

Lorsque la fonction de covariance k existe, on peut montrer que le semi variogramme,
fonction de la distance, ou plus généralement du vecteur qui sépare deux points, est
égal à la variance totale moins la fonction de covariance:

γ(h) = k(0)− k(h)

Le choix de la fonction de covariance k(h), ou du variogramme 2γ(h), et l’estimation
des paramètres associés ont une influence importante dans les prédictions de krigeage.
Les différents types de krigeage présupposent la connaissance de la fonction de cova-
riance k ou du variogramme 2γ, ce qui n’est pas réaliste en pratique.
Une estimation du semi-variogramme peut être obtenue à partir du variogramme ex-
périmental défini via l’estimation des moments [27]:

γ̂(h) = 1
2N(h)

N(h)∑
i=1

(Y (xi + h)− Y (xi))2

où N(h) est le nombre de paires de points espacés de h.

A partir de la représentation graphique de γ̂(h) en fonction de h, il suffit d’ajuster
une fonction analytique choisie parmi les fonctions autorisées, par exemple à l’aide de
la méthode des moindres carrés. Nous obtenons alors une fonction continue caractéri-
sant le variogramme en fonction de la distance entre les points et aussi de la direction
du vecteur si le variogramme est anisotrope. On dira que le variogramme est isotrope
si 2γ(h) ne dépend que du module r = |h|. S’il dépend aussi de la direction du vecteur,
on dira que le variogramme est anisotrope. Avec un semis irrégulier de points, chaque
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vecteur h est représenté par peu voire un seul couple de points. Aussi en pratique on
regroupe les couples par classes de distance et d’orientation du vecteur h, puis on cal-
cule les moyennes par classe pour estimer γ. En pratique il n’est donc pas toujours aisé
d’estimer le variogramme. A noter que quand une tendance existe on ne peut pas esti-
mer le variogramme directement à partir des observations.
Une autre approche serait de choisir le variogramme ou la fonction de covariance par
validation croisée, en comparant les performances en prédiction de plusieurs métamo-
dèles construits avec différentes fonctions de covariance (noyaux de type exponentiel,
noyaux cubiques, noyaux de Matérn). Les paramètres de k peuvent être estimés soit
par maximum de vraisemblance [96], soit encore une fois par une minimisation de
l’erreur de validation croisée [36, 139].

Dans le cas où la fonction f est bruitée, chaque sortie f(xi) = ỹi de f est considérée
comme une réalisation d’une variable aléatoire somme des réalisations d’un processus
y(x) et d’un bruit blanc gaussien εi:

ỹi = y(xi) + εi, 1 ≤ i ≤ n. (3.3)

On supposera que les bruits εi sont indépendants, identiquement distribués, indépen-
dants du processus Y et que εi ∼ N(0, τ 2).
Le principe est le même que pour le krigeage d’une fonction déterministe. A par-
tir des évaluations de la fonction f aux points d’un plan initial D = {x1, · · · , xn},
le krigeage consiste à considérer la fonction f comme la réalisation d’un processus
Ỹ (xi) = Y (xi) + εi.
Il est montré dans [53] que si le processus Y et le bruit gaussien (εi, 1 ≤ i ≤ n) sont sto-
chastiquement indépendants, la distribution du processus Y conditionnellement aux
événements

Ẽn = {Y (x1) + ε1 = ỹ1, · · · , Y (xn) + εn = ỹn}

est normale.
Conditionnellement à n observations, les expressions de la moyenne mn(x) et de la
variance de krigeage s2

n(x) sont les mêmes que celles données par le krigeage d’un
modèle déterministe [106]. La seule différence réside dans le fait que la matrice de
covariance K = (k(xi, xj))1≤i≤n,1≤j≤n est remplacée par K̃ = K + Γ où Γ est la matrice
diagonale de la variance du bruit aléatoire. Dans ce cas, le modèle de krigeage n’est
plus une interpolation exacte des réponses du modèle.

3.3.2 Choix du critère d’échantillonnage pour l’optimisation à base
de métamodèle

Sachant que nous avons un budget de simulations limité, plutôt que de calculer
l’optimum indépendamment en chaque point u, nous envisageons d’ajuster une sur-
face de réponse qui approche la fonction f .
Le principe de l’optimisation à base de métamodèle, brièvement décrit en section 2.2.3,
consiste tout d’abord à construire le métamodèle qui donne une approximation du mo-
dèle à partir d’un plan initial d’expérimentation; ensuite à définir un critère d’échan-
tillonnage qui permet d’enrichir de manière "intelligente" le plan initial par l’ajout de
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nouveaux points. Les nouveaux points sont ceux qui optimisent le critère d’échan-
tillonnage. L’intérêt de l’optimisation à base de métamodèle est donc de remplacer un
problème d’optimisation complexe ou coûteux par une série d’optimisation simple à
résoudre.
L’optimisation à base de métamodèle de krigeage peut être décrite selon les différentes
étapes suivantes:

1. Réalisation d’un plan initial.

2. Construction du métamodèle à partir du plan d’expérience.

3. Recherche du point ou des points qui optimise(nt) un critère d’échantillonnage
donné.

4. Calcul de la fonction en ce(s) point(s).

5. Ajout du point ou des points au plan d’expérience et mise à jour du métamodèle.

Les étapes 3, 4 et 5 sont répétées n fois. Le nombre n d’itérations est fixé à l’avance en
fonction du budget de l’utilisateur.

Pour déterminer le critère d’échantillonnage pour disons la maximisation d’une
fonction, une première idée serait de choisir l’espérance prédite (3.1) en retenant pour
prochain point celui où cette espérance prédite (3.1) est maximale. Cependant, dans le
cas le plus aisé du krigeage simple où µ(x) est réduit à la valeur 1, ce point est tout
simplement le point du plan d’expérience où la valeur observée est maximale. Choisir
comme critère l’espérance prédite conduirait alors à exploiter sans fin le premier mini-
mum observé.
Une autre idée naturelle serait de choisir comme critère la variance de prédiction (3.2)
en retenant à chaque étape le point qui la maximise, comblant ainsi séquentiellement
les zones mal couvertes par le plan d’expérience. Ce critère permet une bonne explora-
tion de l’espace mais ne tient pas du tout compte des valeurs observées y. En effet, la
variance de prédiction (3.2) ne dépend que du plan d’expérience; il en est de même des
critères MSE [122] et IMSE [74], dont la minimisation se ramène à la minimisation
des distances entre points d’observations.
Il est donc important de choisir un critère d’échantillonnage qui fait un compromis
entre exploitation (recherche locale autour des maxima courants) et exploration (re-
cherche dans les régions les plus inexplorées). Comme le montrent les exemples agro-
nomiques présentés ci-dessous, le critère doit également prendre en compte le type de
problème posé.
Du modèle de culture, nous regroupons les entrées environnementales dans un vecteur
u, et les paramètres variétaux dans un vecteur v. Dans le vocabulaire de la métamodè-
lisation, u comme v sont des entrées.
L’idée est de déterminer par simulation quel est le meilleur v pour un u donné et de
proposer ce v optimal comme but pour l’amélioration variétale, autrement dit un idéo-
type [34].
Selon que u est fixé ou pas, déterministe ou stochastique, plusieurs types de problème
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d’optimisation découlent de notre objectif.

Un premier cas d’intérêt concerne le cadre d’une optimisation simple. Quand l’en-
vironnement u est connu à l’avance, ce qui est peut être le cas par exemple dans une
serre où toutes les conditions environnementales sont contrôlées, le problème est de
trouver v assurant un optimum global du rendement prédit par le modèle de culture.
Une méthode d’optimisation appelée Efficient Global Optimisation (EGO) [76], basée
sur un métamodèle de krigeage permet de résoudre ce problème. Elle repose sur l’en-
richissement séquentiel du plan d’expérience initial par l’ajout de nouveaux points
qui maximisent un critère appelé Expected Improvement (EI) [76]. Le critère est défini
comme l’espérance du dépassement du maximum des réponses déjà observées sur le
plan d’expérience, appelé maximum courant.

Un deuxième cas d’intérêt serait de considérer une approche d’optimisation condi-
tionnelle. Typiquement, on peut contrôler parfaitement les entrées, mais en les faisant
varier avec la saison: en hiver où le chauffage coûte cher, on peut choisir une tempéra-
ture plus basse qu’en été où c’est la ventilation qui coûte cher. Faire varier le vecteur u
décrivant les conditions environnementales va déplacer l’optimum sur v. Le problème
est alors de déterminer un v optimal conditionnellement à un vecteur u variable d’une
serre à l’autre ou d’une saison à l’autre. Il s’agit alors de résoudre un problème d’op-
timisation d’un modèle déterministe conditionnellement à une partie de ses entrées.
Plutôt que de se ramener à la recherche pour chaque valeur de u d’un optimum sur v à
l’aide d’un métamodèle fonction de v, une alternative est de construire un métamodèle
unique fonction de u et v et d’en déduire le lieu des optimums conditionnels ou ligne
de crête. La mémoire est conservée d’une valeur de u à l’autre et on espère ainsi une
meilleure estimation de la carte des optimums qu’avec des optimisations séparées.
Une adaptation de la méthode EGO a été développée à cet effet [55]. Cette méthode
utilise les informations de l’optimum conditionnellement à une valeur u pour la re-
cherche de l’optimum dans les autres endroits.

Un troisième cas d’intérêt serait de considérer une approche d’optimisation d’un
modèle bruité. Typiquement, en dehors d’une serre, une culture subit des aléas clima-
tiques: les entrées météorologiques du modèle f(u, v) deviennent stochastiques. On
ne peut pas optimiser une fonction dont une partie des entrées est aléatoire, mais on
peut optimiser l’espérance ou un quantile de cette fonction. Toutefois si son expression
analytique n’est pas connue, il faut estimer l’espérance ou le quantile par simulation.
On n’a alors accès qu’à des estimations bruitées, et il faut optimiser une fonction dont
la sortie est bruitée. Or, pour l’optimisation globale d’un modèle bruité, la valeur du
maximum courant est inconnue et le critère EI utilisé dans l’approche EGO n’est plus
valide. Plusieurs extensions de la méthode EGO ont donc été développées sur la base
de nouveaux critères à maximiser. Parmi ceux-ci, on peut citer le critère d’amélioration
espérée modifié (AEI) [67], le gradient de connaissance approximatif (AKG) [125], le
critère de quantile minimal (MQ) [25], l’amélioration espérée sur les quantiles de kri-
geage (EQI) [106] et la procédure de réinterpolation (RI) [69].

Un quatrième cas d’intérêt serait celui de l’optimisation conditionnelle d’un modèle
bruité. Toujours en environnement aléatoire, la distribution de probabilité des entrées
météorologiques varie d’un lieu à l’autre, et avec cette variation l’optimum sur v est
déplacé. Il faudrait donc envisager l’optimisation d’un modèle bruité conditionnelle-
ment aux paramètres du climat. Mais à la différence des autres situations, aucun critère
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d’échantillonnage spécifique n’existe à notre connaissance pour l’optimisation condi-
tionnelle d’un modèle bruité.
Dans cette section, nous présentons les principaux critères existants pour différents
cadres d’optimisation globale: optimisation d’une fonction déterministe, optimisation
conditionnelle d’une fonction déterministe et optimisation d’une fonction bruitée.

3.3.3 Optimisation globale d’une fonction déterministe

Nous considérons que f est la réalisation d’un processus gaussien Y de moyenne
et de fonction covariance connue. Nous supposons également que n évaluations de la
fonction à optimiser sont faites.
Notons ymax,n = max{Y (x1), · · · , Y (xn)} = max{f(x1), · · · , f(xn)} le maximum cou-
rant et respectivement m(x) et s(x) la prédiction et l’écart-type de l’erreur de prédic-
tion, obtenus par krigeage au point x.

Probabilité d’amélioration espérée

La probabilité d’amélioration espérée [90] est le premier critère proposé pour l’op-
timisation à base de krigeage. Elle permet de déterminer le point de l’ensemble E où
la probabilité d’être supérieure à ymax,n est maximale. Ce point constituera le nou-
veau point à évaluer. Conditionnellement à y = {Y (x1), · · · , Y (xn)}, chaque Y (x) ∼
N(m(x), s2(x)). La probabilité d’amélioration en un point x s’écrit :

PI(x) = Pr(Y (x) ≥ ymax,n)

= Φ
Ç
m(x)− ymax,n

s(x)

å
où Φ représente la fonction de répartition de la loi normale centrée réduite. Le pro-
chain point à évaluer est celui qui maximise la fonction PI . Le problème de ce critère
est qu’il favorise l’exploitation au profit d’une exploration. Il y aura ainsi beaucoup
plus d’évaluations au voisinage du maximum courant. Pour pallier ce problème, Jones
[75] a défini une variante de ce critère en considérant la probabilité d’amélioration par
rapport à des seuils Tn = ymax,n + εn où (εn) est une suite positive tendant vers zéro
lorsque n augmente. A l’étape n de l’optimisation, cette variante est définie par:

PI(x) = Pr(Y (x) ≥ Tn)

= Φ
Ç
m(x)− Tn

s(x)

å
Une petite valeur de εn entrainera une recherche autour du maximum courant, tandis
qu’une valeur élévée de εn favorisera une exploration plus forte.
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Amélioration espérée pour l’optimisation d’un modèle déterministe

Un critère qui permet de contourner les problèmes liés à l’utilisation de la probabi-
lité d’amélioration est le critère d’amélioration espérée EI . Initialement introduit par
Mockus et al [100], puis utilisé dans l’article de Jones et et al [76] pour la méthode EGO,
il est défini comme suit:
si f est une fonction à maximiser, l’amélioration est le dépassement d’un seuil égal à la
valeur maximale observée sur le plan d’expérience.
Soit à nouveau ymax,n = max1≤i≤n f(xi) ce maximum observé, l’amélioration à un nou-
veau point x est:

I(x) = [f(x)− ymax,n]+ (3.4)

où [z]+ = max(0, z).
Cette amélioration ne peut pas être connue à l’avance car la fonction f n’est pas encore
évaluée au point x, mais on suppose qu’elle est la réalisation d’un processus gaussien
Y de moyenne et de covariance connues. L’amélioration est alors définie comme suit:

I(x) = [Y (x)− ymax,n]+ (3.5)
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(a) Itération 1 (b) itération 2

(a) Itération 3 (b) itération 4
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(a) Itération 5 (b) itération 6

(a) Itération 7 (b) itération 8

FIGURE 3.2 – Illustration d’une optimisation avec l’algorithme EGO. La fonction objectif (trait
plein bleu), le prédicteur (trait plein vert), les intervalles de confiance à 95% construits à partir
de l’erreur type de prédiction (traits en pointillé), les points d’échantillonnage (points rouges) et
la position du prochain point à évaluer (ligne verticale pointillée, correspondant au maximum
du critère).
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L’amélioration au point x est alors une variable aléatoire dont on connait la loi
conditionnellement aux n observations déjà réalisées puisque l’on connait la loi condi-
tionnelle de Y (x). On peut alors calculer l’espérance de cette amélioration que l’on
appelle amélioration espérée (EI):

EI(x) = E
î
(Y (x)− ymax,n)+ |Y (x1), · · · , Y (xn)

ó
(3.6)

Jones et al. [76] ont publié une expression analytique de l’amélioration espérée:

EI(x) = (mn(x)− ymax,n)× Φ
Ç
mn(x)− ymax,n

sn(x)

å
+ s(x)× φ

Ç
mn(x)− ymax,n

sn(x)

å
. (3.7)

où φ et Φ sont respectivement la densité et la fonction de répartition de la loi nor-
male standard, mn(.) et sn(.) donnés par (3.1) et (3.2) représentent respectivement la
moyenne et l’écart type de krigeage.
Le nouveau point d’évaluation pour améliorer la qualité du métamodèle (étape 3 de
l’algorithme d’optimisation) est choisi de manière à maximiser le critère d’amélioration
espérée. Contrairement à la probabilité d’amélioration PI qui favorise une exploitation
au profit d’une exploration si on ne règle pas les seuils de façon optimale, le critère
d’amélioration espérée fait un compromis satisfaisant entre l’exploitation et l’explora-
tion sans ajout de paramètres. En effet, comme le montre la figure 3.2, l’amélioration
espérée peut être élevée soit parce que l’erreur de prédiction est élevée (voir itération
4 de la figure 3.2) soit parce que la prédiction donnée par le krigeage est élevée donc
proche de l’optimum courant (voir itération 1 à 3 de la 3.2).
C’est le critère d’amélioration espérée EI qui en pratique a donné de meilleurs résul-
tats et fait davantage l’objet de développement méthodologiques.

3.3.4 Optimisation conditionnelle d’une fonction déterministe

Profil d’amélioration espérée pour l’optimisation conditionnelle

L’objectif ici est de trouver l’optimum d’une fonction conditionnellement à une par-
tie de ses paramètres. Il s’agit de trouver une ligne de crête qui est de la forme

L = {
Ä
u0, argmaxv∈V f(u, v) |u = u0

ä
, u0 ∈ U}.

On rappelle que l’ensemble des entrées X de la fonction f est alors divisé en deux
sous-ensembles: un premier, noté U , contenant les variables conditionnantes et un se-
cond, noté V , de variables conditionnées. Il faut un critère permettant de cibler les
meilleures entrées v ∈ V pour chaque valeur de u ∈ U fixée. Comme le maximum
courant à u fixé n’est généralement pas connu, le critère EI qui permet la recherche de
points apportant une amélioration par rapport à un maximum courant ne peut conve-
nir. Aussi, Ginsbourger et al. [55] ont développé une variante du critère d’amélioration
espérée appelée profil d’amélioration espérée (PEI): pour chaque valeur possible de
u, le maximum courant, généralement inconnu, est remplacé par un maximum prédit
maxw∈Vm(u,w). Le critère est défini par:

PEI(u, v) = E
î
(Y (u, v)−min (maxw∈Vm(u,w),max1≤i≤nY (ui, vi)))+ |Y (u1, v1), · · · , Y (un, vn)

ó
(3.8)
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A noter que le terme max1≤i≤nY (ui, vi) est nécessaire pour la preuve de convergence
donnée dans [55].

3.3.5 Optimisation globale d’une fonction bruitée

Lorsque le modèle est bruité, les vraies réponses aux points du plan d’expérience
sont inconnues et le critère EI n’est plus valide. En effet

• la valeur du maximum courant ymax,n n’est plus la valeur maximale de la fonction
f(x) sur le plan d’expérience, puisqu’elles différent maintenant par le bruit;

• les incertitudes de prédictions ne sont pas correctement prises en compte.

Amélioration espérée augmentée (AEI)

Lorsque la variance du bruit est homogène et égale à τ 2, Huang et al. [67] proposent
de remplacer dans l’expression (3.6) le maximum observé ymax,n par le maximum du
quantile prédit: T̂ = mn(x∗) où

x∗ = argmax1≤i≤n

î
mn(xi) + Φ−1(β)× sn(xi)

ó
A noter que la valeur β = 0.84 correspondant à Φ−1(β) = 1 est recommandée dans
[67].
Pour que l’amélioration espérée obtenue soit moins sensible au bruit, elle est multi-

pliée par

Ñ
1− τ»

s2
n + τ 2

é
. Ce facteur amplifie l’importance de la variance de krigeage,

améliorant ainsi l’exploration. Huang et al. [67] ont ainsi proposé un nouveau critère
d’échantillonnage appelé amélioration espérée augmentée (AEI), défini comme suit:

AEI(x) = E
î
(Y (x)−mn(x∗))+ |Ỹ (x1), · · · , Ỹ (xn)

ó
×

Ñ
1− τ»

s2
n + τ 2

é
Amélioration espérée sur les quantiles de krigeage (EQI)

Un autre critère d’échantillonnage fondé sur l’amélioration du nouveau quantile de
krigeage par rapport à l’ancien a été proposé par Picheny et al. [106, 107, 105]. Consi-
dérant le quantile de krigeage qn(x) = mn(x) + Φ−1(β)sn(x) comme mesure de réfé-
rence, Picheny et al. [106] ont défini l’amélioration comme le dépassement du meilleur
β quantile, entre l’étape courante (n) et l’étape suivante (n+ 1):

In(x) = [qn+1(xn+1)− max
1≤i≤n

qn(xi)]+ (3.9)

Cette amélioration ne peut pas être connue de façon exacte à l’étape n, car qn+1(xn+1)
dépend de l’évaluation de f au point xn+1. Cependant, en utilisant le modèle de kri-
geage, qn+1 peut être prédit par Qn+1 où Qn+1 est la fonction quantile du modèle de
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krigeage que l’on attend après la mise à jour avec un nouveau point.
Picheny et al. [106] ont alors défini le critère d’amélioration sur les quantiles de krigeage
par:

I(x) = [Qn+1(x)− max
1≤i≤n

qn(xi)]+

où
Qn+1(x) = Mn+1(x) + Φ−1(β)Sn(x),

Mn+1(x) = E
î
Y (x)|Ỹ (x1), · · · , Ỹ (xn), Ỹn+1

ó
,

S2
n+1(x) = V ar

î
Y (x)|Ỹ (x1), · · · , Ỹ (xn), Ỹn+1

ó
.

A noter que Qn+1 est une fonction aléatoire.

En notant qmax,n = max1≤i≤n qn(xi), l’amélioration espérée sur les quantiles (EQI)
est définie par:

EQIn(x) = E
î
(Qn+1(x)− qmax,n)+ |Ỹ (x1), · · · , Ỹ (xn)

ó
(3.10)

En se basant sur le fait que, conditionnellement à Ẽn = {Y (x1) + ε1 = ỹ1, · · · , Y (xn) + εn = ỹn}
le processus Ỹn+1 est gaussien de moyenne et de variance connues, Picheny et al. [106]
ont montré que conditionnellement aux n observations bruitées, la distribution deQn+1
est gaussienne, ce qui conduit à une formule analytique pour EQI :

EQIn(x) = (mQ(x)− qmax,n)×Φ(mQ(x)− qmax,n
sQ(x) ) + sQ(x)× φ(mQ(x)− qmax,n

sQ(x) ) (3.11)

où mQ et sQ indiquent respectivement la moyenne et l’écart type de Qn+1.
La nouvelle observation ỹ(x) étant une réalisation de la variable aléatoire gaussienne
de moyenne mn+1(x) et de variance s2

n+1(x) + τ 2, où τ 2 désigne la variance du bruit au
nouveau point x, Picheny et al. [106] ont montré que:

mQ(x) = mn(x) + Φ−1(β)

Ã
τ 2s2

n(x)
τ 2 + s2

n(x) ; s2
Q(x) = [s2

n(x)]2
τ 2 + s2

n(x) .

Dans ce chapitre, différentes méthodes d’optimisation classiques ont été présen-
tées ainsi que leurs limites pour la résolution de problèmes d’optimisation complexe
ou coûteuse. Ces limites ont justifié le développement de méthodes d’optimisation à
l’aide de surfaces de réponses ou métamodèle. Un métamodèle construit à partir de
quelques évaluations de la fonction va être utilisé pour définir un critère d’échantillon-
nage. Ce critère permettra de quantifier l’intérêt d’une nouvelle évaluation et différents
critères ont été proposés selon des types de problème posé.
Dans le chapitre suivant, nous allons proposer un critère qui correspond au cadre de
l’optimisation conditionnelle d’une fonction bruitée; ce qui correspond à notre pro-
blème de recherche de carte d’idéotypes. Comme l’illustre la figure (3.3), de façon na-
turelle, on va chercher à généraliser les critères EI , EQI et PEI .
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FIGURE 3.3 – Nouveau critère pour l’optimisation conditionnelle d’une fonction bruitée
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Chapitre 4. Définition d’un nouveau critère pour l’optimisation conditionnelle d’une fonction

bruitée

4.1 Profil d’amélioration espérée sur les quantiles (PEQI)

Nous avons vu dans la section 2 que des critères d’échantillonnage ont été dévelop-
pés pour l’optimisation de fonctions déterministes ou bruitées et l’optimisation condi-
tionnelle de fonctions déterministes. Dans cette section, nous présentons un nouveau
critère pour l’optimisation conditionnelle d’une fonction bruitée.
Sous les mêmes hypothèses que dans les sections 2.3 et 2.4, c’est à dire:

• d’une part l’ensemble des entrées E est un ensemble produit dont chaque élément
est un couple (u, v) où u ∈ U est une variable conditionnante et v ∈ V est une
variable conditionnée,

• d’autre part, les mesures de la fonction contiennent un bruit aléatoire que l’on
suppose représenté par une suite de variables aléatoires indépendantes, identi-
quement distribuées,

pour chaque u fixé, nous voulons déterminer le jeu de paramètres v∗ qui maximise la
fonction f :

maxv∈V f(u, v).
Le modèle étant bruité dans le sens où une expérience répétée donne des résultats
différents, pour chaque paramètre u fixé, nous allons déterminer le jeu de paramètres
v∗ qui maximise l’espérance de la fonction. On va alors rechercher pour chaque u0 fixé,
l’optimum de E (f(u, v)) conditionnellement à u = u0. Cela revient à trouver une ligne
de crête (L) qui est de la forme :

L = {
Ä
u0, argmaxv∈VE [f(u, v) |u = u0] , u0 ∈ U

ä
}.

La méthode de Monte Carlo est utilisée pour estimer l’espérance de la fonction f en
un point (u, v). En supposant que cette estimation est déjà faite sur l’ensemble des
points d’un plan d’expérience initial D = {x1, · · · , xn} = {(u1, v1), · · · , (un, vn)} et que
f est la réalisation d’un processus gaussien Y , on n’a accès qu’à des mesures de la
forme Ỹ (ui, vi) = Y (ui, vi) + εi où εi est supposé être une réalisation d’une variable
aléatoire ε et la valeur exacte du maximum courant pour un u fixé n’est pas connue.
Notre approche consiste donc à comparerQn+1(u, v) avec maxw∈V qn(u,w) pour chaque
u fixé. Nous redéfinissons alors l’amélioration sur les quantiles de krigeage (7) sous
une forme conditionnelle:

In(u, v) = [Qn+1(u, v)−min(max
w∈V

qn(u,w), max
1≤i≤n

f(ui, vi))]+

Pour chaque u fixé, l’amélioration est définie comme le dépassement d’un seuil égal à
la valeur maximale des quantiles observée sur le plan d’expérience.
On rappelle que Qn+1 est la fonction quantile du modèle de krigeage que l’on attend
après la mise à jour avec un nouveau point, qn(u, v) = mn(u, v) + Φ−1(β)sn(u, v) où
mn(u, v) = E[Y (u, v)|Ỹ (u1, v1), · · · , Ỹ (un, vn)], s2

n(u, v) = Var[Y (u, v)|Ỹ (u1, v1), · · · , Ỹ (un, vn)].
Le terme max1≤i≤n f(ui, vi)) permet la preuve de convergence que nous verrons plus
loin.
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L’amélioration ainsi définie est une variable aléatoire dont à chaque étape n on connaît
la loi conditionnellement aux observations. On peut alors calculer son espérance que
l’on appellera amélioration conditionnelle sur les quantiles (PEQI)

PEQIn(u, v) = E
î
In(u, v)|Ỹ (u1, v1), · · · , Ỹ (un, vn)

ó
(4.1)

Conditionnellement aux observations, la distribution du processus Qn+1 étant gaus-
sienne [106], en utilisant les propriétés d’un processus gaussien, on peut déduire l’ex-
pression analytique de l’amélioration conditionnelle sur les quantiles comme suit:

PEQIn(x) =
Ä
mQ(u, v)− y∗max,n

ä
×Φ
Ç
mQ(u, v)− y∗max,n

sQ(u, v)

å
+sQ(u, v)×φ

Ç
mQ(u, v)− y∗max,n

sQ(u, v)

å
(4.2)

où y∗max,n = min(maxw∈V qn(u,w),max1≤i≤n f(ui, vi)) est le meilleur quantile courant,
mQ et sQ indiquent respectivement la moyenne et l’écart type de Qn+1.
D’après l’écriture du critère, il est à noter que le critère PEQI est une généralisation
des critères PEI , EQI et EI . En effet, il vérifie les propriétés suivantes:

• En absence de bruit, le critère PEQI est équivalent au critère PEI .

• Si on s’intéresse à une seule valeur de u, le critère PEQI est égal au critère EQI .

• Si on s’intéresse à une seule valeur de u et que le bruit est nul, alors PEQI se
résume à EI .

FIGURE 4.1 – Échantillonnage de points avec le critère PEQI

Le critère prend en compte la stochasticité dans le modèle puisqu’il permet l’échan-
tillonnage des points qui améliore un seuil égal au meilleur quantile observé. Il permet
également un échantillonnage des meilleurs points pour chaque valeur de u fixé. Notre
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objectif est d’optimiser la fonction f conditionnellement aux valeurs de u. On n’a donc
pas intérêt à utiliser un critère qui permet de couvrir l’ensemble de l’espace de re-
cherche. Ce qu’il nous faut, c’est un critère qui permet une recherche dans des endroits
spécifiques, ce qui va réduire le coût de calcul. Comme le montre la figure 4.1 les points
ajoutés (points verts) sont pour la plupart autour de la vraie ligne de crête (courbe
noire). Nous aurons ainsi une bonne estimation de la vraie ligne de crête sans explorer
l’ensemble de l’espace.

4.2 Algorithme d’optimisation pour la recherche d’une
ligne de crête

Maximiser le critère PEQI sur l’ensemble U × V suppose pour chaque u ∈ U
fixé deux maximisations. Tout d’abord celle de qn(u,w) sur w ∈ V et ensuite celle
de PEQI(u, v) pour v ∈ V . De même que pour le critère EI , chacune de ces maximi-
sations se fera à l’aide d’une méthode d’optimisation globale, car les fonctions qn(u, .)
et PEQI(u, .) présentent souvent de multiples maxima locaux. Un algorithme géné-
tique sera utilisé pour déterminer w∗ et v∗ de manière la plus précise possible. Cette
démarche, qui doit être faite pour chaque u ∈ U afin de déterminer l’optimum de
PEQI sur l’ensemble U ×V , peut être très consommatrice de ressources. Or l’impréci-
sion de l’optimum en u n’est pas gênante car on n’est pas intéressé par la recherche de
l’optimum global du modèle f sur l’ensemble U × V mais plutôt par la recherche de
l’optimum du modèle f sur V pour chaque u fixé.
Nous allons alors adopter la stratégie de Ginsbourger et al. [55]: à chaque itération, on
choisit une grille G de points u et on optimise le critère sur l’ensemble G× V .
Posons PEQI∗n(u) = maxv∈V PEQIn(u, v).
Soit u∗ = argmaxu∈GPEQI

∗
n(u), le prochain point à évaluer sera le point

x∗ = (u∗, argmaxw∈V PEQIn(u∗, w))

Pour un u fixé, PEQI∗n(u) est calculé en optimisant le critère PEQIn sur l’ensemble V
à l’aide d’un algorithme génétique.

Nous définissons l’algorithme d’optimisation comme suit:

1. Choix d’un plan initial D = {(u1, v1), · · · , (un, vn)}.

2. Construction du métamodèle de krigeage à partir du plan d’expérience.

3. Sélection d’une grille G de points u.

4. Pour chaque point u de la grille, évaluer maxw∈V qn(u,w) à l’aide d’un algorithme
génétique.

5. Pour chaque point u de la grille, trouver le point v∗j qui maximise PEQI(u, v).

6. Recherche du point (u∗, v∗) solution de maxu∈G maxv∈V PEQIn(u, v).

7. Calcul du modèle bruité en ce nouveau point.
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8. Ajout du point au plan initial et mise à jour du métamodèle.

Les étapes de 3 à 8 sont répétées N fois. Le nombre N d’itérations est fixé à l’avance
en fonction du budget de simulations

4.3 Preuve de convergence

Dans cette partie, nous traitons la convergence de l’algorithme d’optimisation dé-
fini précédemment en nous inspirant de [140] où la convergence de l’algorithme d’amé-
lioration espérée est démontrée sous l’hypothèse que la fonction déterministe f à opti-
miser est la réalisation d’un processus gaussien Y de moyenne nulle et de covariance
connue.
La démonstration est faite sous une hypothèse particulière vérifiée par la fonction de
covariance, à savoir la propriété de no-empty-ball (NEB).

Définition (propriété de no-empty-ball NEB [140])

Nous dirons que le processus gaussien Y ou, de façon équivalente, la fonction de
covariance k possède la propriété NEB si, pour toutes suites (xn)n≥1 dans E et tout
y ∈ X, les assertions suivantes sont équivalentes :

(i) y est un point adhérent de l’ensemble {xn, n ≥ 1}.

(ii) s2
n(y, (x1, · · · , xn))→ 0 quand n→ +∞.

Il est démontré dans [140] que la fonction de covariance Matérn vérifie la propriété de
no-empty-ball.
Puisque la fonction de covariance k est supposée continue, (i) implique toujours (ii)
dans la définition. La propriété NEB est donc équivalente à l’affirmation selon la-
quelle, si l’erreur de prédiction en y tend vers zéro, toute boule centrée en y possède
un point dans {xn, n ≥ 1} (ie, pour tout ε > 0, il existe au moins un n ≥ 1 tel que
|y − xn| < ε).
Nous allons montrer que la suite de points générée par notre algorithme d’optimisa-
tion est dense dans le domaine de recherche donc converge. Ce qui se traduit par le
théorème suivant:

Théorème 1

Soit H un espace de Hilbert à noyau reproduisant k. Supposons que la fonction
de covariance k vérifie la propriété de no-empty-ball (NEB) définie ci-dessus. Alors,
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pour tout xinit ∈ X et tout f ∈ H la suite (Xn(f))n≥1 générée par l’algorithmeX1 = xinit ∈ E
Xn+1 = argmaxx∈XPEQIn(x)

est dense dans E.

Notations

Pour tout n ≥ 1, posons xn = (x1, · · · , xn) = ((u1, v1), · · · , (un, vn)) ∈ Xn, et
pour x ∈ X , désignons par ξ̂n+1(x, f, xn) l’espérance conditionnelle de Qn+1(x) sachant
Ỹ (x1), · · · Ỹ(xn) , par s2

Qn+1(x, xn, f) la variance du quantile de krigeage, par s2
n(x, xn, f)

la variance de prédiction de krigeage et par PEQIn(x) le profil d’amélioration espérée
sur les quantiles au point x.
Pour la suite, sauf si c’est nécessaire, nous noterons ξ̂n+1(x) l’espérance conditionnelle
de Qn+1(x) sachant Ỹ (x1), · · · Ỹ (xn), s2

Qn+1(x) la variance du quantile krigeage et s2
n(x)

la variance de krigeage.

Comme dans [140], nous allons considérer une généralisation du critère de profil
d’amélioration espérée sur les quantiles définie par :

PEQIn(x) = E
[Ä
Qn+1(x)− y∗max,n(u)

ä
+ |Ỹ (x1), · · · , Ỹ (xn)

]
, (4.3)

avec
ymax,n = max

1≤i≤n
f(xi)

et
y∗max,n = min

ß
max
w∈V

qn(x), ymax,n
™
.

Il est montré dans Picheny et al. [106] que conditionnellement aux observations,
Qn+1 est un processus gaussien. Nous pouvons donc en déduire une expression analy-
tique de (4.3).

Désignons par Φ la fonction de répartition de la loi normale centrée réduite, alors
(4.3) vaut:

PEQIn(x) =
(
ξ̂n+1(x)− y∗max,n

)
× Φ(

ξ̂n+1(x)− y∗max,n
sQn+1(x) ) (4.4)

+sQn+1(x)× φ(
ξ̂n+1(x)− y∗max,n

sQn+1(x) ) (4.5)

=: ψ(ξ̂n+1(x)− y∗max,n, sQn+1(x)) (4.6)

où



4.3. Preuve de convergence 55

ψ : R× [0,+∞) −→ [0,+∞)

est définie par

ψ(z, s) =

√
sφ
(
z√
s

)
+ zΦ

(
z√
s

)
si s > 0

max(z, 0) si s = 0
(4.7)

et satisfait aux exigences suivantes:

R1 : ψ est continue;

R2 : ∀z ≤ 0, ψ(z, 0) = 0;

R3 : ∀z ∈ R, ∀s > 0, ψ(z, s) > 0.

Nous allons adapter la proposition 10 [140] à notre critère d’échantillonnage.

Proposition 1

Soient (xn)n≥1 et (yn)n≥1 deux suites dans E. Supposons que la suite (yn)n≥1 converge
vers y∗ alors chacune des conditions ci-dessous implique la suivante :

(i) y∗ est un point adhérent de l’ensemble {xn, n ≥ 1}

(ii) s2
n(yn, xn)→ 0 quand n→ +∞

(iii) ξ̂n+1 (yn, f, xn)→ f (y∗) quand n→ +∞ pour tout f ∈ H

Preuve de la proposition 1

Montrons que (i)⇒ (ii)
Supposons que y∗ /∈ {xn, n ≥ 1} (autrement le résultat est trivial). Soit (xϕn) une sous
suite de la suite {xn, n ≥ 1} qui converge vers y∗ et soit ψn = maxk {ϕk;ϕk ≤ n} alors
s2
n (yn, xn) = V ar

î
Y (yn)− Ŷn(yn, xn)

ó
≤ V ar [Y (yn)− Y (xψn), ] .

Quand ψn −→∞, il résulte de la continuité de k que :

V ar[Y (yn)− Y (xψn)] = k(yn, yn) + k(xψn , xψn)− 2k(xψn , yn) −→ 0

Montrons que (ii)⇒ (iii)
Nous avons:

|f(y∗)− ξ̂n+1(yn, f, xn)| ≤ |f(y∗)− f(yn)|+ |f(yn)− ξ̂n+1(yn, f, xn)|
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Or

ξ̂n+1(yn, f, xn) = mn(yn) + Φ−1(β)×

Ã
τ 2 × s2

n(yn, xn)
τ 2 + s2

n(yn, xn)

τ 2 étant la variance du bruit au point yn.

|f(yn)− ξ̂n+1(yn, f, xn)| = | < k(yn, .), f > − <
n∑
i=0

λn,i(yn)× k(xi, .), f >

−Φ−1(β)

Ã
τ 2 × s2

n(yn, xn)
τ 2 + s2

n(yn, xn) |

≤ | < k(yn, .)−
n∑
i=0

λn,i(yn)× k(xi, .), f > |

+|Φ−1(β)

Ã
τ 2 × s2

n(yn, xn)
τ 2 + s2

n(yn, xn) |

En utilisant l’inégalité de Cauchy-Schwarz dans H , nous avons :

|f(yn)− ξ̂n+1(yn, f, xn)| ≤ ||k(yn, .)−
n∑
i=0

λn,i(yn)× k(xi, .)‖H × ‖f‖H

+|Φ−1(β)

Ã
τ 2 × s2

n(yn, xn)
τ 2 + s2

n(yn, xn) |

D’autre part, on a:

‖k(yn, .)−
∑n
i=0 λn,i(yn)× k(xi, .)‖H

=
»
< k(yn, .)−

∑n
i=0 λn,i(yn)× k(xi, .), k(yn, .)−

∑n
i=0 λn,i(yn)× k(xi, .) >

=
»

(k(yn, yn)−∑n
i=0 λn,i(x)× k(xi, yn))

=
»
s2
n(yn, xn))

Alors:

|f(y∗)−ξ̂n+1(yn, f, xn)| ≤ |f(y∗)−f(yn)|+sn(yn, xn)‖f‖H+|Φ−1(β)

Ã
τ 2 × s2

n(yn, xn)
τ 2 + s2

n(yn, xn) | → 0

quand n→ +∞.

Soit νn = supx∈X PEQIn(x) où PEQIn est le critère défini en (4.3). Rappelons que,
pour tout n ≥ 1, νn = PEQIn(Xn+1) = ψ

(
ξ̂n+1(Xn+1)− y∗max,n, s2

Qn+1(Xn+1)
)

avec

y∗max,n(x) = y∗max,n(u, v) ≡ y∗max,n(u) = min
ß

max
w∈V

qn(u,w), max
1≤i≤n

f(ui, vi)
™
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La démonstration du théorème 1 est basée sur le résultat suivant :

Lemme 1

Pour tout f ∈ H, lim infn−→+∞ νn(f) = 0.

Preuve du lemme 1

Fixons f ∈ H . Pour tout n ≥ 1, posons xn = Xn(f), σn = s2
Qn+1(xn+1, f) et zn =

ξ̂n+1(xn+1, f)− y∗max,n(xn+1); on a alors νn(f) = ψ(zn, σn).

Montrons qu’il existe une sous-sous suite νϕφn de la suite νn telle que:
νϕφn−1 = ψ

Ä
zϕφn−1, vϕφn−1

ä
→ 0 quand n→ +∞.

Soit y∗ un point adhérent pour la suite {xn, n ≥ 1} ce qui implique qu’il existe une sous
suite (xϕn) de la suite (xn) qui converge vers y∗.
D’après la proposition 1, (i) =⇒ (iii) donc ξ̂ϕn (xϕn , f)→ f (y∗).

Nous allons maintenant montrer que la suite
Ä
y∗max,ϕn−1(xϕn)

ä
est bornée. Il apparait

clairement que
Ä
y∗max,ϕn−1(xϕn)

ä
admet ymax,ϕn−1 comme borne supérieure car:

y∗max,ϕn−1(xϕn) = min
ß

max
w∈V

ξ̂ϕn−1(uϕn , w), ymax,ϕn−1

™
D’autre part ymax,ϕn−1 est une suite croissante et bornée (et donc converge vers une

limite inférieure bornée par f(y∗)), avec la propriété:

ymax,ϕn−1 ≥ ymax,ϕn−1 ≥ f
Ä
xϕn−1

ä
→ f (y∗) .

Il suffit alors de prouver que
(
maxw∈V ξ̂ϕn−1(uϕn , w)

)
admet une borne inférieure, et

ce dernier résultat découle du fait que:

max
w∈V

ξ̂ϕn−1(uϕn , w) ≥ ξ̂ϕn−1(xϕn)→ f(y∗)

Nous avons la suite
Ä
y∗max,ϕn−1(xϕn)

ä
qui est bornée, nous pouvons donc en extraire une

sous suite
(
y∗max,ϕφn−1(xϕφn )

)
qui converge et vérifie la propriété

y∗max,ϕφn−1(xϕφn ) = min
ß

max
w∈V

ξ̂ϕφn−1(uϕφn , w), ymax,ϕφn−1

™
≥

min
(
f(xϕφn ), ξ̂ϕφn−1(xϕφn )

)
→ f(y∗)

Donc
lim
n→∞

zϕφn−1 = lim
n→∞

ξ̂ϕφn (xϕφn )− lim
n→∞

y∗max,ϕφn−1(xϕn) ≤ 0
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Nous avons aussi d’après la proposition 1 (i)⇒ (ii) donc s2
ϕφn
→ 0.

Picheny et al. [106] ont montré que: s2
Qϕφn

Ä
xϕφn , f

ä
=

[s2
ϕφn

(xϕφn , f)]2

τ 2 + s2
ϕφn

(xϕφn , f) où τ 2 désigne

la variance du bruit au nouveau point xϕφn , donc σϕφn−1 = s2
Qϕφn

Ä
xϕφn , f

ä
→ 0

D’après R1: ψ est continue et R2: ∀z ≤ 0, ψ(z, 0) = 0, on en déduit:

νϕφn−1 (f) = ψ
Ä
zϕφn−1, σϕφn−1

ä
→ ψ

Å
lim

n→+∞
zϕφn−1, 0

ã
= 0

Preuve du théorème 1

Supposons que {xn, n ≥ 1} n’est pas dense dans E, alors il va exister un point
y∗ ∈ X qui n’est pas adhérent à

¶
(xn)n≥1

©
.

Ce qui implique d’après la propriétéNEB que infn≥1 s
2
n (y∗, f) > 0, d’où infn≥1 s

2
Qn+1 (y∗, f) >

0 .
D’autre part en utilisant l’inégalité de Cauchy-Schwarz dansH , on observe que la suite(
ξ̂n+1(y∗, f)

)
est bornée et nous avons :

‖ξ̂n+1(y∗, f)− f(y∗)‖2 ≤ s2
n (y∗, f) ‖f‖2

H ≤ k(y∗, y∗)‖f‖2
H

La suite (ymax,n) est évidement bornée par ‖f‖∞ et y∗max,ϕn−1 ≤ ymax,n.
En utilisant le fait que pour toute valeur positive fixée de la deuxième variable, la
fonction ψ définie en (4.7) est une fonction croissante de la première variable, nous
avons:

ψ
(
ξ̂n+1(y∗, f)− y∗max,n(y∗), s2

Qn+1(y∗, f)
)
≥ ψ

(
ξ̂n+1(y∗, f)− ymax,n, s2

Qn+1(y∗, f)
)

ξ̂n+1(y∗, f)− ymax,n étant un nombre réel et infn≥1 s
2
Qn+1 (y∗, f) > 0, on obtient en consé-

quence de R1: ψ est continue et R3 : ∀z ∈ R , ∀s > 0 ψ(z, s) > 0 que :

PEQIn(y∗, f) ≥ inf
n≥1

ψ
(
ξ̂n+1(y∗, f)− y∗max,n(y∗), s2

Qn+1(y∗, f)
)
≥

inf
n≥1

ψ
(
ξ̂n+1(y∗, f)− ymax,n, s2

Qn+1(y∗, f)
)
> 0

Ce qui est en contradiction avec le résultat du lemme 1 νn = supx∈X PEQIn(x).

4.4 Application sur des fonctions tests et comparaison de
PEQI avec PEI

Pour illustrer la bonne marche de notre algorithme d’optimisation, nous allons l’ap-
pliquer sur des fonctions tests classiquement utilisées en optimisation. Il s’agit des
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fonctions Branin2 [14] et Rosenbrock [119] dont les expressions analytiques sont don-
nées dans le tableau 4.1

−1.0

−0.5

0.0

0.5

1.0

1.5

2.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0

0.2

0.4

0.6

0.8

1.0

●●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

Gauss covariance

u

−1.5

−1.0

−0.5

0.0

0.5

1.0

1.5

2.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0

0.2

0.4

0.6

0.8

1.0

●
●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

Matern covariance

u

v

−40

−30

−20

−10

0

10

20

0.0 0.2 0.4 0.6 0.8 1.0

0.0

0.2

0.4

0.6

0.8

1.0

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

u

B
ra
n
in
2

v

20

40

60

80

0.0 0.2 0.4 0.6 0.8 1.0

0.0

0.2

0.4

0.6

0.8

1.0

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

●

u

v

 estimated with 20% noise
estimated with 50% noise

real 
Crest line

R
o

s
e
n

b
ro

c
k

v

FIGURE 4.2 – Lignes de crête réelles et prédites en utilisant le critère PEQI avec β = 0.1. Des
niveaux de bruits de 20 et 50% de la variance des réponses de la fonction test sont testés.

Les fonctions présentent une ligne de crête dans l’espace [0; 1]2. Sur cet espace, l’am-
plitude de variation de ces fonctions est mesurée à l’aide d’une variance empirique
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Nom Expression analytique

Branin2 f(x) = 1
51.95

ïÄ
b− 5.1a2

4π2 + 5a
π
− 6
ä2 +

Ä
10− 10

8π

ä
cos(a)− 44.81

ò
où a = 15× x1 − 5, b = 15× x2

Rosenbrock2 f(x) = 100 (x2 − x2
1)2 + (1− x1)2

TABLE 4.1 – Fonctions tests

obtenue après un tirage de 500 points (u, v) suivant une loi uniforme sur [0; 1]2. Les
fonctions étant déterministes, les variances des bruits aléatoires gaussiens iid ajoutés à
ces fonctions sont exprimées en pourcentage de la variance empirique de la fonction à
optimiser.
Les plans initiaux sont obtenus en générant des hypercubes latins à l’aide du package
LHS [20] du logiciel R. Leur nombre n de points satisfait la préconisation n = 10 × d
[76], d étant la dimension de la fonction à optimiser. Des noyaux de covariance aniso-
tropes Matérn ν = 3/2 et gaussien sont utilisés et leurs paramètres sont estimés par
maximum de vraisemblance en utilisant le package DiceKriging [120].

Dans la figure 4.2, nous avons au total 70 points d’évaluation, composés des 20
points du plan d’expérience initial et des 50 nouveaux points obtenus en maximisant
séquentiellement le critère PEQI avec β = 0.1. On peut également voir sur la figure 4.2
la prédiction finale de krigeage avec une variance du bruit égal à 20 % du signal ainsi
que l’estimation de la ligne de crête obtenue avec un niveau de bruit égale à 20% et
50% de variance de la fonction.
Pour les deux fonctions test et les deux noyaux de covariance (Gauss et Matérn), on
peut noter qu’après 50 itérations, nous avons une assez bonne estimation de la ligne
de crête, même avec un niveau de bruit élevé. La meilleure estimation est obtenue avec
le noyau gaussien, qui donne une ligne plus régulière.

4.5 Comparaison avec le profil d’amélioration espérée se-
lon différents facteurs expérimentaux et algorithmiques

Avec les mêmes fonctions test, le nouveau critère d’échantillonnage proposé PEQI
est comparé avec le profil d’amélioration espérée PEI développé par Ginsbourger et
al. [55].
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FIGURE 4.3 – PEI vs PEQI. RMSE de la ligne de crête en fonction du niveau de bruit et du critère
d’échantillonnage. Pour le critère PEQI , β est fixé à 0.1.

Les deux critères sont comparés selon l’écart entre la ligne de crête de la fonction
connue f (Rosenbrock ou Branin2) et la ligne de crête de la surface de krigeage g. Cette
différence correspond à la RMSE entre les échantillons de points des deux lignes de
crête. Elle a été calculée en sélectionnant une grille régulière de 50 points u1, · · ·u50, et
pour chaque point:
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(i) recherche du maximum donné par la surface de krigeage g

(ii) évaluation du maximum de la fonction analytique f .

L’erreur quadratique moyenne RMSE entre la prédiction et la ligne de crête réelle est
la suivante:

RMSE =

Ã
1
50

50∑
i=1

Ä
argmaxv∈V g(ui, v)− argmaxv∈V f(ui, v)

ä
.

Les valeurs de RMSE selon différents niveaux de bruit sont utilisées pour comparer
PEI avec PEQI , en fixant β = 0.1 pour PEQI (Figure 4.3).
La RMSE est également utilisée pour comparer les effets des différents paramètres β
pour PEQI (figure 4.4) et pour comparer la sensibilité des performances de PEI et
de PEQI à la taille de la conception initiale (figures 4.5 et 4.6). Ces comparaisons ont
été faites en utilisant deux fonctions test (Branin2 et Rosenbrock) et deux noyaux de
covariance (Matérn et Gauss) pour effectuer le krigeage.
La plage de variation de la variance du bruit est de 0 à 75% de la variance empirique
de la fonction à optimiser.
Dans un premier temps, des plans de 10 × d points initiaux sur un budget total de
70 points sont retenus pour comparer les réponses obtenues avec PEI et PEQI (fi-
gure 4.3), puis pour étudier l’influence du β − quantile de PEQI (figure 4.4). Dans un
deuxième temps, les résultats obtenus avec ces mêmes plans de 10 × d points initiaux
sur un budget de 70 points sont comparés avec ceux obtenus par des plans de 20 × d
points initiaux sur un budget de 90 points (figures 4.5 et 4.6).
Les mêmes 10 hypercubes latins sont utilisés pour répéter 10 fois chacune des com-
binaisons de fonction à optimiser, critère d’échantillonnage, fonction de covariance et
niveau de bruits.

A budget de simulation fixé, les performances respectives des deux critères PEI
et PEQI évoluent selon le niveau de bruit considéré. Comme le montre la figure 4.3,
lorsque les deux critères ne donnent pas des résultats comparables, PEQI surpasse
toujours PEI . En l’absence de bruit, les critères sont similaires pour les deux fonctions
test et les deux fonctions de covariance. Lorsque le bruit augmente, PEQI devient
meilleur que PEI à partir de niveaux de bruit qui diffèrent selon les fonctions test et
les fonctions de covariance. Pour une fonction test et une covariance données, on peut
remarquer que les performances de PEQI , contrairement à celles de PEI , restent rela-
tivement stables lorsque le bruit augmente. Ces différents résultats peuvent s’expliquer
par le fait qu’avec PEI les nouveaux points à évaluer sont choisis sans tenir compte
de leur niveau de bruit alors qu’avec PEQI les nouveaux points sont sélectionnés en
comparant les β-quantiles de prédiction du krigeage, donc intègrent leur niveau de
bruit.
Tout comme EQI [104], les valeurs du critère PEQI dépendent du choix fait pour β.
Selon la valeur de β retenue, l’échantillonnage peut être plus ou moins guidé vers une
exploration ou au contraire vers une exploitation. L’effet du choix de la valeur β est
illustré figure 4.4. Trois valeurs distinctes sont considérées, allant d’une forte explora-
tion à une forte exploitation β ∈ {0.1; 0.5; 0.9}.
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FIGURE 4.4 – Influence de β sur PEQI . RMSE de la ligne de crête en fonction du niveau de
bruit et de la taille du plan initial. Pour des plans initiaux de 20 et 40 points, 50 points sont
ajoutés séquentiellement à l’aide du critère PEI

Comme attendu, le critère PEQI présente une sensibilité au choix de la valeur β. Le
choix d’un β faible conduit à de meilleurs résultats pour des niveaux de bruits élevés
mais avec un niveau faible de bruit, peu de différences apparaissent.
Les figures 4.5 et 4.6 illustrent l’influence de la taille du plan d’expérience initial sur
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les performances respectives des critères PEI et PEQI . Deux tailles de plan initial
sont comparées : 20 et 40 points, auxquels 50 points sont rajoutés séquentiellement.
Le critère PEI apparaît beaucoup plus sensible que PEQI à la taille initiale du plan
d’expérience : PEQI conduit à des résultats peu influencés par une division par deux
de la taille du plan initial, et ceci quelque soit le niveau de bruit considéré.
Finalement, l’impact du noyau de covariance sur l’efficacité des deux méthodes d’op-
timisation est étudié. Les résultats présentés suggèrent que les noyaux influent essen-
tiellement dans le cas de niveaux de bruit élevés.
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FIGURE 4.5 – Influence de la taille du plan initial sur PEI . RMSE de la ligne de crête en fonction
du niveau de bruit et de la taille du plan initial. À des plans initiaux de 20 et 40 points, 50 points
sont ajoutés séquentiellement à l’aide du critère PEI
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FIGURE 4.6 – Influence de la taille du plan initial sur PEQI . RMSE de la ligne de crête en
fonction du niveau de bruit et de la taille du plan initial. À des plans initiaux de 20 et 40 points,
50 points sont ajoutés séquentiellement à l’aide du critère PEQI avec β = 0.1

Pour les deux méthodes d’optimisation et sur l’ensemble des fonctions test, le noyau
de covariance gaussien semble mieux convenir; cela peut venir du fait que les fonctions
considérées sont assez régulières. En effet, la RMSE est toujours la plus faible avec le
noyau gaussien, jusqu’au niveau de bruit égal à 50% du signal. A niveau de bruit égal
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à 75% du signal, avec le critère PEI les performances du noyau gaussien se dégradent
notablement au point de devenir équivalentes à celles obtenues avec le noyau Ma-
térn. Cette dégradation est beaucoup moins sensible, voire pas observée avec le critère
PEQI . On note aussi que le choix du noyau de covariance influence moins les perfor-
mances obtenues avec le critère PEQI qu’avec le critère PEI .
En résumé, le critère PEQI donne des résultats meilleurs que ceux de PEI , plus
stables par rapport au choix du noyau de covariance et plus résistants au bruit.





V

Application sur un modèle de culture
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L’objectif global de cette thèse est d’assister la sélection variétale dans le but d’amé-
liorer la production agricole du sorgho au Sahel. Pour un génotype donné, la produc-
tion est variable d’une condition climatique à une autre et les conditions climatiques
sont très variables d’un endroit à un autre du Sahel. Le meilleur génotype est alors
fonction de l’endroit cible.
Dans cette partie, nous avons défini une carte d’idéotypes de sorgho en utilisant un
modèle de culture. Les modèles de culture sont différents dans les formalismes qu’ils
utilisent pour représenter le système sol-plante en interaction avec le climat. Pour notre
problème, nous allons utiliser le modèle SAMARA [33] qui est un modèle de simula-
tion de culture fonctionnant au pas de temps journalier.

Cependant, l’utilisation du modèle SAMARA pour notre recherche de carte d’idéo-
types demande un travail préalable. En effet, pour rendre compte de l’impact de la
variabilité climatique sur la croissance de la plante, SAMARA a besoin de données
météorologiques quotidiennes comme la vitesse moyenne du vent, la pluviométrie,
l’heure d’ensoleillement, la température minimale et maximale et l’humidité relative
maximale et minimale. Or dans les pays en développement, la disponibilité de don-
nées météorologiques continues constitue un réel problème. Les générateurs stochas-
tiques de climat ont été adoptés comme un outil peu coûteux pouvant être utilisé pour
produire des variables d’entrée pour des modèles de culture. Nous avons donc couplé
le modèle SAMARA avec le générateur stochastique de climat Marksim [79].

5.1 Couplage modèle SAMARA et générateur stochastique
de climat Marksim

5.1.1 Le modèle SAMARA

Les modèles de culture utilisent presque tous les mêmes concepts pour représen-
ter les mécanismes de croissance de la plante. Cependant, ils différent dans la manière
dont les hypothèses posées y sont formalisées. Le modèle Samara est fondé sur un bilan
carboné. L’interception de la lumière et sa transformation par la photosynthèse consti-
tuent la source d’éléments carbonés. Ces éléments sont répartis entre différents puits :
les réserves (sucre dans les tiges, amidon dans les grains), la constitution des structures
(tige, racines, feuilles), et leur respiration. La répartition se fait à proportion des forces
des différents puits. A chaque instant l’intensité de la photosynthèse dépend de la dis-
ponibilité en eau pour les racines. Les apports d’eau se limitent dans notre étude à la
pluie; alors que les consommations correspondent à du ruissellement, de l’évaporation
(du sol), à la transpiration des plantes et au drainage qui a lieu quand la réserve utile
du sol est excédée. Le but est de maximiser l’espérance ou un quantile du rendement
en grains. La floraison doit survenir idéalement un mois avant l’arrêt des pluies, pour
éviter la moisissure des grains. Le remplissage des grains se fait alors principalement
en exploitant la réserve utile du sol. Les grains mis en place vont accueillir les réserves
en sucre accumulées dans les tiges et le produit de la photosynthèse faite sur la réserve
en eau du sol. Suivant les réserves disponibles et le nombre de grains prêts à les ac-
cueillir, le remplissage des grains sera plus ou moins complet.
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Pour notre problème de recherche d’idéotypes, nous voulons un modèle dont certains
paramètres changent en fonction des caractéristiques des génotypes. Ceci permettra de
rendre compte de la différence de fonctionnement des génotypes.
Le modèle SAMARA est adapté à notre problème car il est développé pour étudier les
concepts de plantes in-silico (idéotypes) soumises à différents environnements clima-
tiques, différents types de sol et différents itinéraires techniques [33]. En tant que tel, il
permet de faire des compromis entre les caractères d’une plante dans le but d’optimi-
ser un résultat agronomique comme le rendement.
Avec ce modèle sont simulés à un pas de temps journalier le développement de la
plante, sa production de biomasse et son allocation entre organes végétatifs et repro-
ductifs.

5.1.2 Générateur stochastique de climat Marksim

Le générateur stochastique de climat MarkSim a été développé dans les années 90
pour simuler des séries climatiques à partir de sources connues de données climatiques
provenant du monde entier [79, 80, 81, 82, 83]. Le monde y est divisé en 720 groupes
climatiques distincts les uns des autres. L’algorithme de base de MarkSim est un si-
mulateur de précipitations quotidiennes. La pluviométrie est modélisée à l’aide d’une
chaîne de Markov de troisième ordre en deux étapes. On détermine d’abord si un jour
donné est pluvieux ou pas, et ensuite, la quantité de pluie. La probabilité qu’un jour i
soit pluvieux dépend de la pluviosité des trois jours précédents. Elle est définie par un
modèle probit:

P(W/D1D2D3) = Φ−1(bi + ai−1d1 + ai−2d2 + ai−3d3)

où Φ−1 est l’inverse de la fonction de répartition de la loi normale centrée réduite, bi
est le probit de base mensuel d’un jour humide après 3 jours secs consécutifs, ai une
indicatrice égale à 1 s’il a plu le jour i et 0 sinon et di un paramètre de persistence. La
probabilité d’une journée humide est donc spécifiée par 15 paramètres: les probabilités
de référence, bi, pour chaque mois, et trois paramètres de persistence, d1, d2 et d3, qui
ne varient pas d’un mois à l’autre.
Les précipitations en cas de pluie sont ensuite modélisées à l’aide de la distribution
gamma tronquée, restreinte aux valeurs supérieures ou égales à 0.1 mm, pour déter-
miner la quantité quotidienne de pluie les jours où des précipitations sont observées.
La méthode du maximum de vraisemblance est utilisée pour estimer la moyenne et les
paramètres de cette distribution pour chaque mois, ce qui fait au total 24 paramètres
supplémentaires.
Pour générer des relevés pluviométriques, les probabilités mensuelles de base (proba-
bilité de pluie après 3 jours de pluie pendant 3 jours consécutifs) sont interpolées en
probabilités quotidiennes à l’aide de la transformée de Fourier en 12 points [77].
De même, les paramètres mensuels de moyenne et de forme de la distribution gamma
des quantités de précipitations sont interpolés aux valeurs quotidiennes à l’aide de la
transformée de Fourier en 12 points.
Marksim permet une estimation des températures maximales et minimales quotidiennes
et des valeurs quotidiennes du rayonnement solaire en se basant sur les méthodes uti-
lisées dans Richardson [113]. La température maximale, la température minimale et le
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rayonnement solaire sont considérés comme des processus stochastiques multivariés
continus avec des moyennes quotidiennes et les écarts-types conditionnés à l’état hu-
mide ou sec du jour. La série chronologique de chaque variable est ensuite réduite à
une série chronologique d’éléments résiduels en centrant et réduisant les observations,
selon les équations suivantes:

χp,i(j) =


Xp,i(j)− X̄0

i (j)
σ0
i (j)

si Yp,i = 0

Xp,i(j)− X̄1
i (j)

σ1
i (j)

si Yp,i > 0
(5.1)

où Yp,i représente la quantité de précipitation le jour i de l’année p, X̄0
i (j) et σ0

i (j) sont
respectivement la moyenne et l’écart-type pour une journée sèche (Yp,i = 0), X̄1

i (j) et
σ1
i (j) la moyenne et l’écart-type pour une journée pluvieuse (Yp,i > 0), χp,i(j) repré-

sente donc un élément résiduel pour la variable j, le jour i de l’année p.
Un procédé de génération proposé par Matalas [97] est utilisé pour ajuster les rési-
dus des températures maximales, des températures minimales et des rayonnements
solaires. Le modèle est sous la forme

χp,i(j) = Aχp,i−1(j) +Bεp,i(j) (5.2)

où χp,i(j) et χp,i−1(j) représentent respectivement les résidus pour les jours i et i − 1
de l’année p de la variable j (de la température maximale (j = 1), de la température
minimale (j = 2) et du rayonnement solaire (j = 3)); εp,i(j) variable aléatoire norma-
lement distribuée, centrée réduite, et A et B les paramètres du modèle. L’utilisation
du modèle 5.2 suppose que les résidus de la température maximale, de la température
minimale et du rayonnement solaire sont normalement distribués et que la corrélation
temporelle de chacune de ces variables peut être décrite par un modèle autorégressif
linéaire d’ordre 1.
Comme pour la pluviométrie, une série de Fourier est utilisée pour lisser les moyennes
saisonnières et les écarts-types.
Les paramètres de la chaîne de Markov ont été estimés sur 9200 stations météorolo-
giques où des données journalières étaient disponibles, et les résultats ont été classifiés
en groupes climatiques [78]. Pour chaque groupe, a été estimée une régression de ces
paramètres sur les moyennes mensuelles de la pluviométrie totale et des températures
journalières minimales et maximales. Ces moyennes mensuelles sont disponibles sur
quasiment toutes les terres émergées. En effet, elle ont été interpolées sur une grille de
pas 30 secondes d’arc, ce qui représente une distance au sol de 1,1 km à l’équateur, et
qui diminue comme le cosinus de la latitude; et elles ont été mises en ligne sur le base
de données WordClim, que l’on interroge facilement à partir de R à l’aide des fonctions
getData et extract du package raster. Par exemple, pour les moyennes mensuelles de la
température minimale :

coordonnee = cbind(lat, lon)

grid.tmin = getData(′worldclim′, var =′ tmin′, res = 0.5, lat = lat, lon = lon)

tmin = extract(grid.tmin, coordonnees)
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Les auteurs du générateur ont trouvé que ce modèle de dépendance à 3 jours à coef-
ficients saisonniers ne suffisait pas à retrouver la variabilité de la pluviométrie annuelle
totale. Pour retrouver cette variance, ils modulent les probabilités de transition de la
chaîne de Markov d’une année simulée à l’autre, suivant une loi qui a pour variance la
variance d’estimation de ces paramètres.

5.2 Détermination d’une carte d’idéotypes de sorgho

5.2.1 Choix des paramètres pour l’optimisation

Les modèles de culture possèdent généralement de nombreux paramètres, et Sa-
mara n’échappe pas à cette règle puisqu’il en a 76. Il n’est donc pas question de les
optimiser tous en comptant sur l’algorithme pour décider de leur intérêt.

Parmi ces paramètres, la plupart ne sont pas de bons candidats à une optimisation
à l’aide d’un algorithme. Soit parce qu’ils ne sont pas variables au sein de l’espèce, soit
parce que la sortie d’intérêt (ici le rendement en grains) n’y est pas sensible. Toutefois
cette sensibilité dépend du milieu, il n’est pas donc pas judicieux de rejeter des para-
mètres sur la base d’une analyse de sensibilité menée sur une saison des pluies parti-
culière. A rejeter aussi est le paramètre dont on sait que la sortie d’intérêt en est une
fonction monotone. C’est le cas par exemple de l’efficience de conversion de l’énergie
lumineuse en glucides : l’augmenter fait croître invariablement le rendement, inutile
d’utiliser un algorithme d’optimisation pour s’en apercevoir. C’est par avis d’expert
que l’on connaît cette monotonie plutôt que par analyse de sensibilité, car là encore la
dérivée de la sortie d’intérêt par rapport aux paramètres dépend du milieu. C’est aussi
par avis d’expert que l’on peut choisir quelques paramètres sur lesquels la décision
ne va pas de soi, car ils ont des effets antagonistes sur le rendement, et doivent sans
doute faire l’objet d’un compromis. On peut penser par exemple que pour augmenter
le rendement, il faudra agir sur les paramètres suivants :

• la longueur maximale des racines (RootFrontMax) : investir dans de longues ra-
cines consomme de l’énergie qui ne se retrouvera pas dans les grains. Mais cela
permet aussi de résister à des séquences de jours sans pluie (des épisodes secs)
et de sauver alors la production. C’est donc un paramètre tout indiqué pour la
recherche d’un compromis.

• la longueur du cycle végétatif (ndjbvp): l’augmenter permet de produire de nom-
breuses feuilles et d’accumuler de la biomasse qui va permettre de produire du
grain. Mais cela fait prendre aussi le risque que la saison des pluies soit trop
courte pour qu’à son terme le grain soit rempli et prêt à mûrir

• le coefficient de sensibilité de la mortalité des feuilles (leaf.death) : règle la mor-
talité des feuilles en fin de cycle, pendant la phase de remplissage des grains.
Réglé à 0 on a un sorgho “stay green”, qui garde ses feuilles vertes; il sera donc
capable de faire de la photosynthèse et de valoriser ainsi la réserve en eau du
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sol, ce qui est favorable; mais d’un autre côté les feuilles vertes respirent, et donc
consomment des réserves; il y a donc un compromis à faire entre la consomma-
tion de réserves de carbone et l’espérance de transformation de la réserve en eau
en carbohydrates.

• la capacité de réserve dans les tiges (stem.reserve) : à la fin de la saison des pluies
le sorgho peut mobiliser des réserves accumulées dans sa tige (plus précisément
dans les entre-noeuds). Mais ces réserves peuvent s’avérer inutiles si les condi-
tions sont favorables.

Dans la section suivante, nous allons faire une étude de la sensibilité de la distribution
du rendement aux 4 paramètres retenus dans quelques endroits du Sahel.

5.2.2 Étude de la sensibilité de la distribution du rendement

Dans cette partie, nous étudions la distribution des rendements aux quatre para-
mètres retenus pour l’optimisation : la longueur de la phase végétative, de 200 à 500
degrés-jours, la profondeur maximale d’enracinement, de 200 à 1500 mm, le coefficient
de sensibilité de la mortalité des feuilles à la restriction des réserves carbonées, de 0
à 0.1, et la capacité maximale de réserve dans les tiges, exprimée en proportion de la
masse structurale des tiges, de 0 à 2. Pour chacun de ces paramètres 3 valeurs ont été
retenues : les deux bornes de l’intervalle et son centre. Les 3 valeurs de chacun des 4
paramètres ont été combinées suivant un plan complet à 34 = 81 éléments.
Pour chaque lieu retenu dans cette analyse, 99 années de données météo ont été géné-
rées pour servir d’entrées à SAMARA avec les 81 combinaisons de valeurs des para-
mètres. Les 81 distributions obtenues ont été représentées par un diagramme quantile-
quantile permettant de repérer les situations à risque, où la distribution des rende-
ments n’est pas gaussienne. La répartition des 81 valeurs des différents paramètres est
illustrée par le graphique 5.1. En colonnes, nous avons les valeurs prises par le coeffi-
cient de sensibilité de la mortalité des feuilles (pour un sorgho "stay green" leaf.death=0,
pour un sorgho avec des feuilles à sensibilité intermédiaire leaf.death=0.05 et pour un
sorgho asséchant ses feuilles leaf.death=0.1). Les trois valeurs de la capacité maximale
de réserve dans les tiges sont imbriqués dans chaque valeur du coefficient de sensi-
bilité de la mortalité des feuilles. En ligne, nous avons les différentes valeurs de la
longueur de la phase végétative (sorgho cycle court ndjbvp=200, sorgho cycle moyen
ndjbvp=350 et sorgho cycle long ndjbvp=500). Les trois valeurs de la longueur maxi-
male des racines sont imbriquées dans chaque valeur de la longueur du cycle. Pour
une longueur de cycle et un coefficient de sensibilité de la mortalité des feuilles fixées,
une lecture en colonne correspond à une augmentation de la capacité de réserve dans
les tiges tandis qu’une lecture en ligne correspond à une augmentation de la longueur
maximale des racines. Les figures (5.3, 5.4, 5.5, 5.6, 5.7) montrent la réponse de la dis-
tribution des rendements aux quatre paramètres retenus dans cinq lieux.
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FIGURE 5.1 – Disposition des différentes valeurs des différents paramètres

Les lieux retenus sont régulièrement répartis sur une ligne Nord-Sud à -15.09 de-
grés de longitude Ouest, et une latitude variant de 11.30 à 15.85 degrés Nord. Ces
points sont situés respectivement non loin de Catio, Ziguinchor, Nioro du Rip, Diour-
bel, et entre Louga et Saint Louis suivant un gradient Nord Sud (figure 5.2).



76 Chapitre 5. Application sur un modèle de culture

FIGURE 5.2 – Pluviométrie moyenne annelle en (mm)

Près de Catio (figure 5.3)
Les meilleurs rendements sont fournis par des variétés avec une longueur de cycle
maximale, de courtes racines, une forte sensibilité à la mortalité des feuilles et une
capacité moyenne de réserve dans les tiges.
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FIGURE 5.3 – Sensibilité de la distribution des rendements à 4 paramètres près de Catio (Guinée
Bissao)
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Près de Ziguinchor (figure 5.4)
Non loin de Ziguinchor, la pluie est largement suffisante et régulière pour la culture
du sorgho.
Examinons le bloc de gauche sans mortalité des feuilles, sorgho dit "stay green". Avec
un sorgho de cycle court (sdjbvp=200°j), passer des racines les plus courtes (200 mm) à
des racines moyennes (850 mm) sécurise la production en augmentant les rendements
les plus faibles. Cela correspond bien à l’idée que l’investissement dans les longues ra-
cines consomme des ressources, mais permet d’aller chercher l’eau loin dans le sol
quand les pluies font défaut, et permet ainsi de sauver la production. Même à Zi-
guinchor, le compromis à trouver entre l’espérance de production et la limitation des
risques ne se situe pas du coté des plus courtes racines.
Toujours avec un sorgho "stay green" à Ziguinchor, augmenter la longueur du cycle
végétatif jusqu’à 350°j augmente le rendement moyen de 2 tonnes à 4 tonnes avec de
courtes racines. Mais on voit aussi qu’il y a toujours des accidents et l’intérêt est plus
grand de passer à des racines moyennes voire longues.
Augmenter encore la longueur du cycle végétatif jusqu’à 500°j augmente à peine le
rendement médian, et bien plus le rendement maximum. L’intérêt de racines longues
est encore de sécuriser la production en affectant légèrement le rendement médian.
Dans toutes ces situations, augmenter la mortalité des feuilles ou la capacité de mise
en réserve dans les tiges présente peu d’intérêt pour le rendement médian.
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FIGURE 5.4 – Sensibilité de la distribution des rendements à 4 paramètres près de Ziguinchor
(Sénégal)



80 Chapitre 5. Application sur un modèle de culture

Près de Nioro du Rip (figure 5.5)
A la latitude 13.75, près de Nioro du Rip, les pluies sont moins régulières et les ren-
dements sont beaucoup plus variables qu’à Ziguinchor. Quelle que soit la longueur de
cycle choisie, éviter les rendements nuls passe par l’abandon des racines courtes. Avec
des racines moyennes (850 mm), une longueur de cycle végétatif de 350°j donne des
rendements plus élevés et pas plus variables qu’avec la longueur inférieure. Augmen-
ter cette longueur de cycle jusqu’à 500°j n’augmente pas systématiquement la médiane
de la distribution: cela dépend des valeurs des autres paramètres.
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FIGURE 5.5 – Sensibilité de la distribution des rendements à 4 paramètres près de Nioro du Rip
(Sénégal)
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Près de Diourbel (figure 5.6)
A la latitude 14.8 près de Diourbel, la situation est encore plus difficile avec une saison
des pluies d’arrivée plus tardive et des pluies plus rares. Avec le cycle le plus court,
des racines moyennes évitent la plupart des rendements nuls, et les racines longues ne
font pas mieux.
L’intérêt de racines longues est plus manifeste pour un cycle de durée moyenne, où
elles déterminent une nette remontée de l’ensemble de la distribution. La durée du
cycle la plus longue expose le sorgho à ne pas finir de remplir ses grains, ce qui déter-
mine un rendement bien plus variable et une diminution de l’ensemble de la distribu-
tion. Là encore l’abandon du caractère "stay green" et la mise en réserve dans la tige ne
présentent pas d’intérêt.
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FIGURE 5.6 – Sensibilité de la distribution des rendements à 4 paramètres près de Diourbel
(Sénégal)

Près de Louga (figure 5.7)
A la latitude 15.85 au Nord de Louga les rendements nuls ne peuvent être évités même
avec le cycle le plus court et les racines les plus longues. La culture du sorgho est
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risquée dans cette partie du Sénégal.

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●
●●●●

●
●●●

●●

●●
●●
●
●●●

●●
●●●

●
●●
●
●
●●

●

●

●●●●●
●●●

●
●

●●●●●●●●●●●●●
●●

●
●●
●
●
●
●
●

●●●●
●●●

●
●●

●
●●●

●●●
●●●

●●
●●●

●●●●●●
●●●●

●●●●●●
●●●●

●●●●●
●●●●●●

●●●●
●●●●

●●●
●●●●

●●●●
●

●●●●●●●●●●●●●
●●

●
●●
●
●
●
●
●

●●●
●●●

●●
●
●●
●●
●●

●●
●●●●

●●●●●
●●●●●●●

●●●●●●
●●●●

●●●●●●
●●●●●●

●●●●
●●●

●●●●●
●●●●

●●●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●

●●●

●●
●●●

●●●
●●

●●●
●

●
●●

●
●●

●●

●
●

●

●●
●
●

●

●●●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●
●●
●●●

●●●
●●●

●●

●●
●●
●●●

●●

●●●
●●●

●●●
●
●●
●

●●

●●

●●
●
●
●●

●

●
●
●●

●
●●

●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●
●●
●
●
●●●

●●●
●●

●●
●●

●●
●●

●●●
●●●

●●●
●●●●

●●
●

●●

●

●●
●●●●

●

●
●●
●●●

●●
●
●●●

●
●●

●
●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●
●●●●●

●●●●●
●●●

●
●●

●●
●

●●●

●

●

●
●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●

●●●
●●●●●

●●
●●

●●●
●●

●

●

●●●
●●●

●

●●

●

●

●
●●
●
●

●●●●

●●
●

●●
●●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●

●●●●
●●
●●
●●●

●

●●●●
●
●

●

●

●●●
●●

●●

●●
●●●

●●
●●
●

●●●
●
●●

●●
●●●●

●
●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●●
●●
●●

●
●
●●
●●●

●
●●

●●
●●●

●●
●●
●●
●●●

●●●●
●●

●●
●
●●●

●●
●●●

●

●●●●●●●●●●●●
●
●
●●●

●
●

●●●●

●
●●
●●●

●●
●
●●●●

●●●
●●●●●●

●●●●●
●●●●

●●●●●●●●●
●●●●●

●●●
●●●●

●●●●●●
●●●

●
●●●●●

●●●●
●●●●

●

●●●●●●●●●●●●
●
●
●●●

●
●

●●●●

●
●●
●
●●
●
●●●

●

●●●●●
●●●●●●●

●●●●●
●●●

●●●●●●
●●●

●●●●●●●
●●●●●●●

●●●●
●●●

●●●●
●●●●●●

●●●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●

●●
●
●●

●●
●

●
●

●●
●●

●●

●
●
●●

●●●
●●

●
●

●
●●
●
●●●

●

●
●●

●
●
●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●

●●●
●
●●●

●●●●●
●

●
●
●●

●●
●

●

●
●●

●●
●●●

●●●
●
●●●

●●
●●●

●●
●

●●
●●

●
●●
●
●
●

●●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●

●

●●
●

●●●

●●
●●

●
●
●
●
●●

●●●
●
●
●
●
●
●●●●

●
●●●

●●
●●

●●●
●●
●●
●
●●

●●●●
●●●

●●
●
●
●

●●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●
●
●●

●●
●●
●

●●
●
●

●
●●
●
●●

●●●

●

●
●●
●
●●

●
●●
●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●
●●●

●●●
●
●
●●●

●
●

●

●●

●
●
●

●
●
●●

●

●
●●
●●●

●●
●

●

●●●●●
●
●●
●

●
●
●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●●
●●
●
●●

●●●●
●●●

●
●

●
●●●

●
●●

●

●●
●

●
●●

●
●●
●
●
●
●
●
●●
●●

●●
●
●
●●

●
●
●
●
●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●●
●●
●●
●
●
●●
●●●

●
●●

●●
●●●

●●
●●

●●
●●●

●●●●
●●

●●
●
●●●

●●
●●●

●

●●●●●●●●●●●●
●
●
●●●

●
●

●●●●

●
●●
●●●

●●
●
●●●●

●●●
●●●●●●

●●●●●
●●●●

●●●●●●●●●
●●●●●

●●●
●●●●

●●●●●●
●●●

●
●●●●●

●●●●
●●●●

●

●●●●●●●●●●●●
●
●
●●●

●
●

●●●●

●
●●
●
●●

●
●●●

●

●●●●●
●●●●●●●

●●●●●●
●●●

●●●●●●
●●●

●●●●●●
●●●●●●●

●●●●
●●●

●●●●
●●●●●●

●●●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●

●●
●
●●

●●
●

●

●●●
●●

●●

●
●
●●

●●
●●
●
●
●

●
●●
●
●●●

●

●
●●

●
●
●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●
●●●

●
●●●

●●●●●
●

●
●
●●
●●

●

●

●
●●

●●
●●●

●●●
●
●●●

●●
●●●

●●
●

●●
●●

●
●●
●
●
●

●●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●

●

●●
●

●●●

●●
●●
●
●
●
●
●●
●●●

●
●
●
●
●
●●●●

●
●●●

●●
●●

●●●
●●

●●
●
●●

●●●●
●●●

●●
●
●
●

●●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●
●
●●

●●
●●

●

●●
●
●

●
●●
●
●

●
●●

●
●
●
●●

●
●●
●
●
●●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●
●●●

●●●
●
●
●●●

●
●

●

●●

●
●
●

●
●
●●
●

●
●●
●●●

●●
●

●

●●●●●
●
●●

●

●
●
●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●●
●●
●
●●
●●●●

●●●
●
●

●
●●●

●
●●

●

●●
●

●
●●
●
●●
●
●
●
●
●
●●
●●
●●

●
●
●●
●
●
●
●
●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●

●
●●●

●
●
●
●●●

●●
●●●●

●
●●●

●
●●
●●

●●●
●●

●
●●

●●
●
●

●
●●●

●●●●
●

●

●●●●●●●●●●●●
●●
●
●●

●
●●
●●

●
●
●

●●●●●
●●
●
●
●
●●●

●●●●
●●●●●

●●●●●●●●●●●
●●●●

●●●●
●●●●●●

●●●●●
●●●

●●●●
●●●●●

●●
●●●

●●●
●
●

●●●●●●●●●●●●
●●
●
●●

●
●●
●●

●
●
●

●●●●
●
●
●
●
●●●

●●●
●●

●●●●●●●●●●
●●●●

●●●●●
●●●●●●●

●●●●
●●●

●●●●
●●●●●●

●●●
●●●●●●●

●●
●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●

●●

●●●●
●●●

●●●
●●
●●●

●
●
●

●●
●

●

●
●
●

●●
●●

●
●
●
●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●●
●●●

●●●●
●
●●

●

●
●●
●●

●●●
●●

●●
●●

●●
●●●

●
●

●
●●
●●
●
●
●●
●●
●

●●
●●
●●●

●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●
●●●

●●

●●
●●
●●●

●
●
●
●●
●●

●●
●●
●●

●●
●●●●

●●
●●●

●

●
●●
●
●
●
●●
●●
●

●●
●●●

●●
●●●●

●●●

●
●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●

●●
●●●●

●
●
●●●

●●
●●●●

●●
●

●

●●
●

●
●●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●

●●●●
●●
●●●●

●
●●

●
●●

●●

●

●

●●
●●
●●●

●●

●

●

●

●●
●
●
●
●●●

●●
●

●●●
●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●●●
●●
●●

●●●

●
●●

●●

●●

●

●

●●
●●

●●
●

●●
●●

●●●●●

●●
●●

●●
●
●●●

●
●●

●
●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●

●●●
●
●●●

●●
●
●●●

●●●
●
●

●●●
●
●●

●●
●●
●●●

●
●
●
●●●●

●
●●

●●
●●

●●●●●

●

●●●●●●●●●●●
●●

●
●●
●
●●

●●●
●●

●
●●●

●●

●●●
●
●●●●●

●●●●●●●●●●●
●●●●●●●●

●●●●●●●●
●●●●●

●●●●
●●●●●●

●
●●●●●

●●●
●●
●●●●

●●
●

●●●●●●●●●●●
●●

●
●●
●
●●

●●●
●●

●
●●
●

●●●
●
●●●●

●●●●●●●●●●
●●●●●●

●●●●●●●
●●●●●

●●●●●
●●●●●

●●●
●●
●●●●●●●

●●●●●
●●●●

●●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●
●●
●

●●
●●●

●●●
●●●

●

●
●
●●●

●
●●
●

●
●

●●

●●●●
●

●●
●

●

●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●

●●
●●
●
●
●●
●
●●●

●●
●
●●

●
●●
●●
●

●
●●
●●

●●
●●
●
●●

●●●
●
●
●●
●●
●
●
●●
●●
●●●

●
●
●

●●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●
●

●●
●
●
●●
●●

●●

●
●●

●
●●
●●
●●

●
●●
●●

●●
●●●

●
●
●●●

●●
●●
●
●
●●

●●●

●●●●
●●●

●
●
●
●
●
●●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●

●●
●

●●
●

●●
●●
●●

●
●
●●
●

●●
●
●●

●●
●
●

●●●
●

●●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●●
●●

●
●●●

●

●●
●
●●

●

●●

●
●●

●●
●●

●

●
●●

●●
●●●

●
●

●●●
●●●

●●
●

●

●●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●●
●
●●●

●
●●
●●

●●●
●

●

●
●●●

●●
●

●●

●

●

●
●●●

●●
●●●

●●
●
●
●●●●

●●
●●●

●

●

●●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●●

●
●●●

●●
●
●●●

●●●
●
●

●●●
●
●●

●●
●●
●●●

●
●●
●●●●

●
●●
●●

●●

●●●●●

●

●●●●●●●●●●●
●●
●
●●
●
●●

●●●
●●

●
●●●

●●

●●●
●
●●●●●

●●●●●●●●●●●
●●●●●●●●

●●●●●●●●
●●●●●

●●●●
●●●●●●

●
●●●●●

●●●
●●
●●●●

●●
●

●●●●●●●●●●●
●●
●
●●
●
●●

●●●
●●

●
●●

●

●●●
●
●●●●

●●●●●●●●●
●●●●●●●

●●●●●●●
●●●●●

●●●●●
●●●●●

●●●
●●

●●●●●●●
●●●●●

●●●●
●●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●
●●
●

●●
●●

●●
●●●●

●
●

●

●●●
●●

●●
●

●
●

●●

●●●●●

●●
●

●

●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●

●●
●●
●
●
●●
●
●●●

●●
●
●●

●
●●
●●
●

●
●●
●●
●●

●
●●
●●

●●●
●
●
●●

●●
●
●
●●

●●
●●●

●
●
●

●●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●

●●
●

●●
●
●
●●
●●

●●

●
●●
●
●●
●●
●●

●
●●
●●
●●

●●
●●

●
●●●

●●
●●
●
●
●●

●●●

●●●●
●●●

●
●
●
●
●
●●●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●

●●
●

●●
●

●●
●●

●●

●
●
●
●

●●
●
●●

●

●●●
●

●●●
●

●

●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●

●●
●●
●
●●●

●

●●
●
●●

●

●●

●
●●

●●
●●

●

●
●●

●●
●●●

●
●

●●●
●●●

●●
●

●

●●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●●
●
●●●

●
●●
●●

●●●
●

●

●
●●●

●●
●

●●

●

●

●
●●●

●●
●●●

●●
●
●
●●●●

●●
●●●

●

●

●●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●●●
●●●

●●
●●
●●

●●●●●●
●
●
●●●●●

●●
●●●●

●

●●
●
●●●●

●

●●●●
●●●

●

●

●●●●●●●●●●
●
●●●●

●●

●●
●●●

●●
●●

●●
●●●

●●●●●
●●●●●

●●
●●●●●●●

●●●●●●
●●●●●●●●●●●

●●●●●
●●●●

●●●
●●●●●

●●●●
●●●

●●●
●●
●●

●

●●●●●●●●●●
●
●●●●

●●

●●
●●●

●●
●●

●●
●●●

●●●
●●●●

●●
●●●●●●●●

●●●●●●
●●●●●●●●

●●●●●●
●●●

●●●
●●●●●

●●●
●●●●●

●●●●●●
●●●

●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●
●●●●

●●●●●
●●●

●
●●
●
●

●
●
●

●●
●
●
●

●●●
●

●

●

●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●●

●●
●
●●
●●

●●
●
●

●●●
●●●●

●
●
●●●

●
●●
●●●

●
●

●

●●●
●
●
●●
●

●●
●
●
●●
●
●●●

●●

●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●
●●●

●

●●
●●
●●

●●
●●●

●●●●

●
●
●●
●
●●●●

●●●
●●

●
●

●

●●
●●
●
●●
●
●●●

●●
●●●●

●
●●●●

●●
●

●
●●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●●
●
●●

●●
●●
●●●●

●
●●●●

●

●●
●●

●●

●

●

●

●●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●●

●
●●●

●●●●
●●●

●

●●
●●

●●

●
●●●

●●
●●
●
●

●●

●●

●
●●
●
●●
●●

●
●●●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●●

●●
●●●

●●●●
●

●●●
●
●

●●

●

●
●
●●●

●●
●

●●
●●●●

●
●
●
●●
●
●●
●●
●●●

●●●
●
●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●●●
●●
●●●

●●
●●●●

●
●●●

●●●
●●
●●

●●
●●

●
●●●

●●
●

●●●
●●

●●
●●●

●●

●●
●●●

●

●●●●●●●●●●

●●●
●●
●
●●
●●
●●

●●
●

●●
●●●●

●●●●
●●●●●●●●●

●●●●●●●●●
●●●●●●●

●●●●●●●
●●●●●

●●●●●●
●●

●●●●
●●●●

●●●
●●●

●●●●
●

●●●●●●●●●●

●●●
●●
●
●●
●●
●●

●●
●

●●
●●●

●●●
●●●●●●●●●

●●●●●●●●●
●●●●●●

●●●●●
●●●●●●●●

●●●●●
●●
●●●

●●●
●●●●●

●●●●●
●●●●●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●
●●●

●

●
●●●

●●
●●
●
●
●●
●●●

●

●●
●
●●

●●

●
●●●

●●●
●
●

●

●

●

●●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●●

●
●
●●
●
●●●

●●
●
●●
●●
●
●●

●●
●

●●
●●●

●●
●

●
●●●

●●●●
●
●●

●●
●●
●
●●

●●●●

●
●

●●
●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●●

●●
●●

●
●●
●●
●

●
●●
●
●●●

●

●
●●
●●●

●●
●
●●

●●
●●
●●

●●●●
●

●●
●●●

●
●●●

●●●●
●●
●
●
●
●●
●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●
●

●●

●
●
●

●
●●
●●

●●
●
●

●●
●●
●●
●
●

●

●

●●
●
●●

●●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●●
●
●●

●●
●●
●
●

●

●
●●

●

●●
●
●

●●

●

●●
●●
●
●●
●
●
●
●●●

●●●
●
●●

●
●●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●●

●

●●●●
●●
●
●●
●●

●

●

●
●●●

●●
●

●
●

●

●

●●
●
●●
●
●
●
●●●

●
●●
●●

●
●●●

●●

●

●
●●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●●●
●●
●●●

●●
●●
●●●

●●●
●●●

●●
●●

●●
●●
●
●●●

●●
●

●●●
●●
●●

●●●
●●

●●
●●●

●

●●●●●●●●●●

●●●
●●
●
●●

●●
●●
●●

●

●●
●●●●

●●●●
●●●●●●●●●

●●●●●●●●
●●●●●●

●●●●●●●●
●●●●

●●●●●●
●●●

●●●
●●●●

●●●●
●●●

●
●●●●

●

●●●●●●●●●●

●●●
●●
●
●●

●●
●●
●●

●

●●
●●●

●●●
●●●●●●●●●

●●●●●●●●
●●●●●●

●●●●●
●●●●●●

●●●●●
●●●●●

●●●
●●●

●●●●●
●●●●●

●●●●●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●

●
●●●

●

●
●●

●●●
●
●
●●

●

●●
●●●

●●
●
●●

●●

●
●●●

●●
●●●

●

●

●

●●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●●

●
●
●●
●
●●●

●●
●
●●

●●
●
●●

●●
●

●●
●●

●●●
●

●
●●●

●●●●
●
●●

●●
●●
●
●●

●●●●

●
●

●●
●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●
●●●●●

●●
●●
●
●●
●●
●

●
●●
●
●●●

●

●
●●
●●●

●
●●
●●

●●
●●
●●

●●●●
●

●●
●●●

●
●●●

●●●●
●●
●
●
●
●●
●

●
●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●
●

●●

●
●
●

●●●
●●
●●

●

●●●
●●

●

●
●●
●

●

●●
●
●●

●

●

●

●

●

●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●●●

●●
●●
●
●●
●●

●●
●
●

●

●
●●

●

●●
●
●

●●

●

●●
●●
●
●●

●
●
●
●●●

●●●
●
●●

●
●●

●
●

●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●●
●●
●●●

●

●●●●
●●

●
●●
●●

●

●

●
●●●

●●
●

●
●

●

●

●●
●
●●

●
●
●
●●●

●
●●
●●

●
●●●

●●

●

●
●●
●

●

leaf.death: 0

stem.reserve: 0

leaf.death: 0

stem.reserve: 1

leaf.death: 0

stem.reserve: 2

leaf.death: 0.05

stem.reserve: 0

leaf.death: 0.05

stem.reserve: 1

leaf.death: 0.05

stem.reserve: 2

leaf.death: 0.1

stem.reserve: 0

leaf.death: 0.1

stem.reserve: 1

leaf.death: 0.1

stem.reserve: 2

rootfrontm
ax: 200

sdjbvp: 200

rootfrontm
ax: 850

sdjbvp: 200

rootfrontm
ax: 1500

sdjbvp: 200

rootfrontm
ax: 200

sdjbvp: 350

rootfrontm
ax: 850

sdjbvp: 350

rootfrontm
ax: 1500

sdjbvp: 350

rootfrontm
ax: 200

sdjbvp: 500

rootfrontm
ax: 850

sdjbvp: 500

rootfrontm
ax: 1500

sdjbvp: 500

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

0

2000

4000

6000

R
en

de
m

en
t.g

ra
in

latitude 15.85 longitude −15.09

FIGURE 5.7 – Sensibilité de la distribution des rendements à 4 paramètres près de Louga (Sé-
négal)
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5.3 Mise en œuvre de l’algorithme d’optimisation à base
de PEQI pour la détermination de la carte d’idéo-
types

Nous voulons définir une carte d’idéotypes de sorgho au Sahel en utilisant le mo-
dèle de culture SAMARA. Plus spécifiquement, nous voulons déterminer un gradient
des meilleures variétés sur un gradient d’environnements cibles. Une fois que le mo-
dèle de culture et le modèle de climat sont calibrés et validés avec des données obser-
vées, leur couplage nous permet de simuler la performance de différents génotypes
selon différents types de climat, différents types de sol et différents itinéraires tech-
niques. Dans le cadre de cette thèse, nous nous plaçons dans un cas simplifié où les
caractéristiques du sol et les itinéraires techniques sont supposés identiques quelque
soit le lieu à l’exception de la date de semis qui a été fixée pour chaque lieu et chaque
année considérés. Selon les recommandations de Balme et al [2], il est plus prudent
d’attendre d’avoir une pluie cumulée de 20 mm sur 3 jours pour semer mais nous
avons porté ce seuil à 30 mm . Par conséquent, les sorties du modèle ne dépendent
plus que de la variété et de l’environnement. Notre objectif revient donc à déterminer
pour chaque environnement cible u, le jeu de paramètres variétaux v∗ qui maximise le
rendement. Cependant comme illustré sur la figure 5.8, les rendements calculés pour
un même jeu de paramètres variétaux avec des saisons des pluies différentes, seront
différents. Pour chaque environnement u fixé et variété v donnée, on n’a accès qu’à
des rendements de la forme ỹj(u, v) = y(u, v) + εj où εj représente un bruit de mesure
que l’on supposera être la réalisation d’une variable aléatoire et y(u, v) représente l’es-
pérance du rendement pour la variété v dans l’environnement u. Dans la suite, nous
faisons l’hypothèse que les bruits d’observation sont normalement distribués, centrés,
et indépendantes d’une exécution à l’autre, εj ∼ N(0, τ 2).

FIGURE 5.8 – Couplage du modèle de culture avec le modèle de climat

Pour la mise en œuvre de notre algorithme d’optimisation plus particulièrement du
critère PEQI , un métamodèle de krigeage avec prise en compte du bruit et une fonc-
tion de covariance Matérn ont été utilisés. Les paramètres de la fonction de covariance
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ont été estimés par maximum de vraisemblance en utilisant le package DiceKriging
[120].
Soit D = {(u1, v1), · · · , (u100, v100))} le plan d’expérience initial obtenu avec la fonction
optimumLHS du package lhs. La première étape de construction de la carte d’idéo-
types consiste à évaluer le modèle aux points du plan d’expérience et à estimer la
variance du bruit ε. Nous avons généré 99 réalisations du climat pour chaque environ-
nement ui du plan d’expérience, ce qui nous a permis d’estimer la variance de l’espé-

rance du rendement pour une variété vi par: τ 2
i = 1

99× 98
∑99
j=1 (ỹj(ui, vi)− y(ui, vi))2

où y(ui, vi) = 1
99
∑99
j=1 ỹj(ui, vi) est la moyenne de 99 rendements.

Les résultats des évaluations et l’estimation de la variance du bruit ont été utilisés pour
construire le modèle de krigeage et déterminer le nouveau point à échantillonner, c’est
à dire celui qui maximise le critère PEQI . Nous avons ainsi évalué de façon séquen-
tielle 200 points supplémentaires. Le plan d’expérience de même que le modèle de
krigeage ont été mis à jour au cours des itérations.
A partir du modèle de krigeage obtenu avec 300 points d’évaluations, la carte d’idéo-
types prédite est présentée par les cartes figures (5.9, 5.10, 5.11 et 5.12) .

FIGURE 5.9 – Carte des valeurs optimales de la longueur du cycle (ndjbvp) pour le rendement
moyen
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FIGURE 5.10 – Carte des valeurs optimales de la longueur des racines (rootfrontmax) pour le
rendement moyen

FIGURE 5.11 – Carte des valeurs optimales de la mortalité des feuilles (leaf.death) pour le ren-
dement moyen
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FIGURE 5.12 – Carte des valeurs optimales de la capacité de réserves dans les tiges
(stem.reserve) pour le rendement moyen

Pour la longueur du cycle, les résultats de l’optimisation sont cohérents avec les
résultats de l’analyse de sensibilité, on voit qu’à basse latitude où la pluviométrie est
régulière, il vaut mieux un sorgho de cycle long. Par contre à une latitude élevée où les
pluies sont rares, un sorgho de cycle court donne de meilleurs rendements.
En ce qui concerne la longueur des racines, à 15 degrés de longitude Ouest, ce n’est
qu’à Cation en Guinée Bissao que le sorgho pourra se contenter de racines courtes. La
transition est très rapide en se déplaçant vers le Nord où l’optimum est obtenu pour
des racines longues sur tout le Sénégal. Vers 10 degrés de longitude Ouest (Mali), l’op-
timum est obtenu pour des racines de longueur moyenne (environ 1000 mm).
Cette apparente contradiction recoupe les analyses de sensibilité que l’on peut faire
près de Ziguinchor au Sénégal (lat=12.7, lon=-15.09), près de Kassaro au Mali (lat=12.7,
lon=-8.59) et à Catio en Guinée Bissao (lat=11.3, lon=-15.09).

Près de Ziguinchor, l’optimum est obtenu pour le cycle le plus long, des racines
longues et un stockage maximum dans la tige, alors que le coefficient de mortalité des
feuilles est sans influence (cf ligne 9 de la figure 5.4).

A la même latitude mais au Mali, c’est le cycle le plus long qui est optimal, mais
cette fois ci avec des racines moyennes. Le coefficient de sensibilité de la mortalité des
feuilles et la capacité de réserve dans les tiges ont peu d’influence sur le rendement (cf
ligne 8 de la figure 5.13).
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FIGURE 5.13 – Sensibilité de la distribution des rendements à 4 paramètres près de Kassaro



90 Chapitre 5. Application sur un modèle de culture

A 15.09 de longitude Ouest et 11.3° de latitude près de Catio en Guineé-Bissao, l’op-
timum est obtenu pour le cycle le plus long, de courtes racines, une forte sensibilité à
la mortalité des feuilles et une capacité de réserve dans les tiges moyenne (cf ligne 7 de
la figure 5.3).

Dans certains lieux, les paramètres autres que la longueur du cycle et la longueur
des racines n’ont que peu d’influence sur le rendement. Cela détermine des cartes ap-
paremment anormales
Ainsi les cartes des valeurs optimales pour la sensibilité de la mortalité des feuilles et
la capacité de réserve dans les tiges montrent des anomalies: en Mauritanie et au Nord
du Mali, vers 16 degrés de latitude Nord et 5, 8, et 9 degrés de longitude Ouest, les va-
leurs optimales du coefficient de mortalité des feuilles, normalement faibles s’inverse
pour atteindre la valeur la plus élevée. Aux mêmes endroits, les valeurs du coefficient
de réserve dans les tiges sont égales à la valeur minimale alors qu’elles atteignent la va-
leur maximale aux alentours. L’examen des graphiques de sensibilité (cf ligne 2 figures
5.14, ligne 2 figure 5.15 et ligne 2 figure 5.16) montrent que ces paramètres influencent
peu la distribution du rendement, leurs valeurs sont donc indifférentes.



5.3. Mise en œuvre de l’algorithme d’optimisation à base de PEQI pour la détermination de la
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FIGURE 5.14 – Sensibilité de la distribution des rendements à 4 paramètres près de Kobenri
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FIGURE 5.15 – Sensibilité de la distribution des rendements à 4 paramètres près de Timbedra



5.3. Mise en œuvre de l’algorithme d’optimisation à base de PEQI pour la détermination de la
carte d’idéotypes 93
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FIGURE 5.16 – Sensibilité de la distribution des rendements à 4 paramètres près de près de
Niono
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5.4 Conclusion

Il ressort de cette application que l’algorithme d’optimisation utilisant le critère
PEQI est capable de fournir en un temps raisonnable des résultats satisfaisants pour
la recherche de carte optimale. En comparaison, l’algorithme génétique, utilisé direc-
tement sur ce même modèle SAMARA, prend bien plus de temps. Nous avons obtenu
une carte d’idéotype en seulement 8 h de temps de calcul au lieu des 40 jours de cal-
cul qu’il aurait fallu pour un algorithme génétique. Pourtant, le temps de calcul assez
faible du modèle SAMARA ne le prédispose pas à l’optimisation à l’aide de métamo-
dèle. L’avantage de ce dernier vient sans doute de la prise en compte de la corrélation
des résultats entre lieux géographiquement proches, alors qu’un algorithme génétique
est réinitialisé à chaque nouvelle position géographique. Un autre avantage du mé-
tamodèle sur une fonction bruitée peut être aussi le lissage de la surface de réponse
des sorties aux paramètres. En effet, comme les modèles de culture sont généralement
programmés avec des équations aux différences à pas de temps journalier, avec des
changements de stade physiologique intervenant à heures fixes, les réponses des sor-
ties aux paramètres peuvent être en escalier, ce qui ne facilite pas l’optimisation. Le
lissage opéré par le métamodèle sur fonction bruitée gomme ces aspérités.
La carte produite gagne en précision avec le nombre d’itérations. Sur l’exemple que
nous avons traité, une carte satisfaisante était obtenue après 200 itérations.
Au delà d’un plan initial minimum fonction du nombre de paramètres à estimer, cha-
cun peut arriver au niveau de précision qu’il désire en jouant sur le nombre d’itéra-
tions. Dans ce but, l’examen de la carte et son recoupement avec des analyses de sen-
sibilité comme nous l’avons montré permettent de juger si le niveau de précision est
suffisant.
Optimiser un rendement moyen n’est pas optimiser toute une distribution. La prise
en compte de la variabilité devrait peser aussi dans le choix d’une variété que l’on
veut à la fois productive et stable. Un compromis entre espérance et variance peut
être peut envisagé. On peut aussi maximiser non pas l’espérance mais un quantile du
rendement. Dans ce cas, une adaptation de notre algorithme doit être envisagée pour
remplacer le krigeage ordinaire par un krigeage d’indicatrices [84] ou un krigeage dis-
jonctif [116, 133].



VI

Conclusion et perspectives

L’objectif global de la thèse était de trouver des idéotypes de sorgho adaptés au cli-
mat sahélien présent et futur. Le climat étant très variable quand on se déplace du Nord
au Sud, la meilleure variété dépend de l’environnement cible. De ce fait, notre objectif
d’amélioration variétale doit nécessairement intégrer une étude des interactionsG×E.
Une revue des outils statistiques d’analyse de l’interaction G× E est faite dans le cha-
pitre 1. Cette revue met en avant l’incapacité de prédiction de l’interaction G × E par
les modèles descriptifs. Pour les modèles explicatifs comme la régression factorielle,
les performances des génotypes peuvent être prédites dans des environnements carac-
térisés par un ensemble de covariables environnementales. Cependant, les covariables
candidates à l’explication sont souvent trop nombreuses.
Une alternative est l’utilisation d’un modèle de culture qui permet de prédire la perfor-
mances des génotypes dans différents environnements. En un lieu donné qui constitue
l’environnement cible, la variabilité de cet environnement est caractérisé par un mo-
dèle de génération de données météorologiques où le climat en chaque point de l’es-
pace est résumé par des paramètres de probabilité et de hauteur de pluie, complété par
des informations sur le vent et le rayonnement. Notre problème revient donc à trou-
ver pour chaque environnement fixé, le jeu de paramètres variétaux qui maximise une
moyenne ou une médiane ou un quantile de la production. Nous avons un problème
d’optimisation conditionnelle d’une fonction bruitée à résoudre. Dans le chapitre 2
de cette thèse, différentes méthodes classiques (méthodes avec calcul de dérivées, di-
rectes, stochastiques et utilisant un métamodèle) sont comparées. Pour notre travail,
la fonction à optimiser est issue d’un modèle de culture. Les modèles de culture ne
sont pas toujours dérivables en fonction des paramètres variétaux et la variabilité de
l’environnement détermine un bruit sur la sortie moyenne du modèle. Un calcul nu-
mérique de la dérivée va donc tendre vers quelque chose de complètement aléatoire
et mener l’algorithme d’optimisation à l’échec. Les méthodes directes et les méthodes
stochastiques sont peu sensibles aux imprécisions du calcul de la fonction f mais sont
très gourmandes en évaluations de f . Les méthodes d’optimisation basées sur un mé-
tamodèle de la fonction objectif sont moins coûteuses, en effet un critère d’échantillon-
nage définie à l’aide du métamodèle permet d’évaluer la fonction uniquement vers des
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zones d’intérêt. Le métamodèle est mis à jour pour être suffisamment précis autour des
zones d’intérêt. Un maximum d’informations concernant la fonction est alors exploi-
table au cours de chaque itération, permettant ainsi de limiter le nombre d’évaluations
de la fonction. Mais pour cela, le critère d’échantillonnage doit être défini en prenant
en compte le type de problème posé.
Pour notre problème de recherche de cartes d’idéotypes, on a intérêt à définir un critère
qui permet l’évaluation des meilleures variétés conditionnellement à l’environnement,
plutôt qu’un critère permettant l’évaluation des meilleures variétés en un seul environ-
nement. Cela revient non seulement à chercher un optimum sur une surface de réponse
aux paramètres pour un environnement donné, mais aussi le lieu des optima, leur en-
semble, quand l’environnement change. Cela conduit à proposer un plan d’expérience
adaptatif de façon à obtenir la meilleure précision possible dans ce lieu des optima.
Jusqu’ici aucun critère n’existe à notre connaissance pour l’optimisation conditionnelle
d’une fonction bruitée. Les travaux présentés dans ce manuscrit de thèse mènent à la
proposition d’un nouveau critère d’échantillonnage PEQI , donc à la présentation d’un
nouvel algorithme d’optimisation à base de krigeage. Une preuve de convergence de
cet algorithme est également donnée. Ce nouvel algorithme permet la résolution d’un
problème d’optimisation conditionnelle d’une fonction bruitée. Une étude des perfor-
mances de cet algorithme est faite sur des fonctions test. Ce critère aboutit à l’estima-
tion d’une ligne de crête avec un budget de simulation limité. Une comparaison du
nouveau critère PEQI avec un critère existant PEI , menée sur deux fonctions tests
pour différents niveaux de bruits, différents noyaux de covariance et différentes tailles
de plan d’expérience initial, montre que le critère PEQI est toujours au moins aussi
bien que le critère PEI , pour des niveaux de bruits faibles et le surpasse pour des ni-
veaux de bruits plus élevés. Le critère PEQI est aussi moins sensible que PEI au choix
de la fonction de covariance et de la taille du plan d’expérience initial.
Dans cette thèse, nous avons supposé que la variance des bruits de simulation était
homogène, ce qui n’est pas toujours le cas en pratique. Une application du critère pour
l’optimisation conditionnelle de fonction bruitée avec une variance des bruits hétéro-
gène est envisagée.
Une carte d’idéotypes par modèle a été produite en optimisant le rendement moyen
en fonction de 4 paramètres du modèle Samara. D’autres options peuvent être envisa-
gées pour le choix de ces paramètres, ainsi que pour la variable à optimiser : suivant
les objectifs des paysans et leur aversion au risque, un quantile du rendement donnera
un meilleur compromis entre son espérance et sa variabilité. Parmi les caractéristiques
des plantes reflétées par les paramètres des modèles, certaines sont plus faciles que
d’autres à améliorer génétiquement, qu’elles soient moins chères à mesurer ou plus
héritables. Une évolution d’une algorithme d’optimisation serait la prise en compte du
coût de l’amélioration, soit sous forme de contrainte, soit en faisant intervenir le coût
dans une optimisation multicritère.
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Annexes

7.1 Quelques notions de topologie

7.1.1 Espace de Hilbert à noyau reproduisant

Rappelons qu’un produit scalaire sur un espace vectoriel H sur R est une applica-
tion (f, g) →< f, g >H de H2 dans R qui est bilinéaire, symétrique et définie positive
(c’est à dire pour tout f ∈ H\{0}).
Un espace vectoriel muni d’un produit scalaire est appelé pré-hilbertien. Il est muni
d’une norme associée au produit scalaire définie par ‖f‖H =< f, f >

1/2
H .

Un espace de Hilbert est un espace pré-hilbertien complet pour la norme associée.
Soit H un espace de Hilbert de fonctions f : Rd → R. H est un espace de Hilbert à
noyau reproduisant s’il existe une fonction kH : Rd → R telle que ∀f ∈ H , ∀x ∈ Rd,
f(x) =< kH(., x), f >H .
kH est alors défini de façon unique et est appelé noyau reproduisant de H . On peut
remarquer que l’on a la propriété suivante (propriété reproduisante): ∀x, y ∈ Rd, <
kH(., x), kH(., y) >H= kH(x, y).

7.1.2 Point adhérent

Soient E espace métrique, A une partie non vide de E, et y un élément de E. On dit
que le point y est adhérent à A dans E si et seulement si il existe une suite (un)n∈N de
point de A qui converge vers y.
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7.1.3 Partie dense

Soit E un espace vectoriel normé et A une partie de E. On dit que A est dense dans
E si l’une des conditions équivalentes suivante est vérifiée :

• pour tout point x ∈ E, il existe une suite (yn) d’éléments de A qui converge vers
x

• pour tout x de E, pour tout ε > 0, il existe y ∈ A tel que ‖y − x‖ ≤ ε

• l’adhérence Ā de A est égale à E

Ces définitions peuvent être généralisées au cas des espaces métriques (en remplaçant
la norme par la distance), et la dernière peut même l’être aux espaces topologiques
généraux.

7.1.4 Suite extraite ou sous suite

Une suite extraite (ou sous suite) d’une suite donnée est une suite obtenue en sélec-
tionnant dans l’ordre, un sous ensemble infini de termes. On peut également dire que
l’on obtient une sous suite en omettant une partie des termes de la suite principale.

7.1.5 Inégalité de Cauchy-Schwarz

Soit H un espace vectoriel (réel ou complexe) muni du produit scalaire < ., . >.
Alors pour tous x, y ∈ H

| < x, y > | ≤ ‖x| ‖y‖

7.2 Quantile de krigeage

7.2.1 Propriétés du quantile de krigeage

Soit xn+1 le point à évaluer à l’étape (n + 1), τ 2
n+1 et Ỹn+1 = Y (xn+1) + εn+1 respec-

tivement la variance du bruit et la réponse bruitée. Nous allons étudier les propriétés
de la moyenne et de la variance de krigeage à l’étape n+ 1 vue de l’étape n.
Soit Mn+1 = E(Y (x)|Ãn, Ỹn+1) la fonction moyenne de krigeage à l’étape n + 1 et
S2
n+1 = V ar(Y (x)|Ãn, Ỹn+1) la variance conditionnelle correspondante. Vu de l’étape
n, la moyenne, de même que la variance, sont des processus aléatoires car elles dé-
pendent de la mesure Ỹn+1 non encore observée. Nous allons maintenant montrer
qu’elles sont en fait des processus gaussiens, de même que le quantile associé Qn+1 =
Mn+1 +Φ−1(β)Sn+1(x). Ces résultats découlent du fait que le prédicteur de krigeage est
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linéaire par rapport aux observations et que la variance de krigeage est indépendante
aux observations [106].

Mn+1 =
n∑
j=1

Ỹj + λn+1,n+1(x) (Y (xn+1) + εn+1) (7.1)

où

λn+1,n+1(x) =
(
Kn+1(x)T + 1− kn+1(x)T (Kn+1 + Γn+1)−11n+1

1Tn+1(Kn+1 + Γn+1)−11n+1
1−1
n+1

)
× (Kn+1 + Γ )−1

Il apparait clairement que conditionnellement à Ãn = {Ỹ1, · · · , Ỹn}, Mn+1 est un pro-
cessus gaussien avec une espérance et une covariance données par:

E
î
Mn+1(x)|Ãn

ó
=

n∑
j=1

λn+1,j(x)ỹj + λn+1,n+1(x)mn(x) (7.2)

et

cov
î
Mn+1(x),Mn+1(x′)|Ãn

ó
= λn+1,n+1(x)λn+1,n+1(x′)

Ä
S2
n(xn+1) + τ 2

n+1
ä
. (7.3)

En utilisant le fait que Qn+1 = Mn+1 + Φ−1(β)Sn+1(x), nous pouvons aussi conclure
que conditionnellement à Ãn, Qn+1(.) est un processus gaussien, étant la somme d’un
processus gaussien et d’un processus déterministe. Nous avons:

E
î
Qn+1(x)|Ãn

ó
=

n∑
j=1

λn+1,j(x)ỹj + λn+1,n+1(x)mn(x) + Φ−1(β)sn+1(x) (7.4)

et
cov
î
Qn+1(x), Qn+1(x′)|Ãn

ó
= λn+1,n+1(x)λn+1,n+1(x′)

Ä
s2
n(xn+1) + τ 2

n+1
ä

(7.5)

mQn+1 = E
î
Qn+1(x)|Ãn

ó
(7.6)

s2
Qn+1 = var

î
Qn+1(x)|Ãn

ó
(7.7)

= λn+1,n+1(x)2 Äs2
n(xn+1) + τ 2

n+1
ä

(7.8)

7.2.2 Mise à jour du quantile de krigeage par l’ajout d’un point

L’écriture de mQn+1 et s2
Qn+1 en fonction des valeurs du krigeage à l’étape n est don-

née ci-dessous. D’après Emery et al. [40], la moyenne, la variance et les poids du kri-
geage sont mis à jour avec une mesure additionnelle ỹn+1 réponse de xn+1 avec une
variance τ 2

n+1.

mn+1(x) = mn(x) + cn(x, xn+1)
s2
n(x) + τ 2

n+1
(ỹn+1 −mn(x)) (7.9)

s2
n+1 = s2

n(x)− cn(x, xn+1)2

s2
n(x) + τ 2

n+1
(7.10)
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où cn est la covariance du krigeage qui est égale (pour le krigeage ordinaire) à:

cn(x, x′) = k(x, x′)− k(x)TK−1k(x′) + (1− 1nK−1k(x′))(1− k(x)K−11n)
1nK−11n

(7.11)

Notons que cn(x, x) = s2
n(x) et que ỹn+1 = mn(xn+1). Cela implique que mn+1(x) =

mn(x) et

mQn+1 = mn(xn+1) + Φ−1(β)

Ã
τ 2
n+1s

2
n(xn+1)

τ 2
n+1 + s2

n(xn+1) (7.12)

s2
Qn+1 = [s2

n(xn+1)]2
τ 2
n+1 + s2

n(xn+1) (7.13)
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8.1 Propriétés du quantile de krigeage

Soit xn+1 le point à évaluer à l’étape (n + 1), τ 2
n+1 et Ỹn+1 = Y (xn+1) + εn+1 respec-

tivement la variance du bruit et la réponse bruitée. Nous allons étudier les propriétés
de la moyenne et de la variance de krigeage à l’étape n+ 1 vue de l’étape n.
Soit Mn+1 = E(Y (x)|Ãn, Ỹn+1) la fonction moyenne de krigeage à l’étape n + 1 et
S2
n+1 = V ar(Y (x)|Ãn, Ỹn+1) la variance conditionnelle correspondante. Vu de l’étape
n, la moyenne, de même que la variance, sont des processus aléatoires car elles dé-
pendent de la mesure Ỹn+1 non encore observée. Nous allons maintenant montrer
qu’elles sont en fait des processus gaussiens, de même que le quantile associé Qn+1 =
Mn+1 +Φ−1(β)Sn+1(x). Ces résultats découlent du fait que le prédicteur de krigeage est
linéaire par rapport aux observations et que la variance de krigeage est indépendante
aux observations [106].

Mn+1 =
n∑
j=1

Ỹj + λn+1,n+1(x) (Y (xn+1) + εn+1) (8.1)

où

λn+1,n+1(x) =
(
Kn+1(x)T + 1− kn+1(x)T (Kn+1 + Γn+1)−11n+1

1Tn+1(Kn+1 + Γn+1)−11n+1
1−1
n+1

)
× (Kn+1 + Γ )−1

Il apparait clairement que conditionnellement à Ãn = {Ỹ1, · · · , Ỹn}, Mn+1 est un pro-
cessus gaussien avec une espérance et une covariance données par:

E
î
Mn+1(x)|Ãn

ó
=

n∑
j=1

λn+1,j(x)ỹj + λn+1,n+1(x)mn(x) (8.2)

et

cov
î
Mn+1(x),Mn+1(x′)|Ãn

ó
= λn+1,n+1(x)λn+1,n+1(x′)

Ä
S2
n(xn+1) + τ 2

n+1
ä
. (8.3)
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En utilisant le fait que Qn+1 = Mn+1 + Φ−1(β)Sn+1(x), nous pouvons aussi conclure
que conditionnellement à Ãn, Qn+1(.) est un processus gaussien, étant la somme d’un
processus gaussien et d’un processus déterministe. Nous avons:

E
î
Qn+1(x)|Ãn

ó
=

n∑
j=1

λn+1,j(x)ỹj + λn+1,n+1(x)mn(x) + Φ−1(β)sn+1(x) (8.4)

et
cov
î
Qn+1(x), Qn+1(x′)|Ãn

ó
= λn+1,n+1(x)λn+1,n+1(x′)

Ä
s2
n(xn+1) + τ 2

n+1
ä

(8.5)

mQn+1 = E
î
Qn+1(x)|Ãn

ó
(8.6)

s2
Qn+1 = var

î
Qn+1(x)|Ãn

ó
(8.7)

= λn+1,n+1(x)2 Äs2
n(xn+1) + τ 2

n+1
ä

(8.8)

8.2 Mise à jour du quantile de krigeage par l’ajout d’un
point

L’écriture de mQn+1 et s2
Qn+1 en fonction des valeurs du krigeage à l’étape n est don-

née ci-dessous. D’après Emery et al. [40], la moyenne, la variance et les poids du kri-
geage sont mis à jour avec une mesure additionnelle ỹn+1 réponse de xn+1 avec une
variance τ 2

n+1.

mn+1(x) = mn(x) + cn(x, xn+1)
s2
n(x) + τ 2

n+1
(ỹn+1 −mn(x)) (8.9)

s2
n+1 = s2

n(x)− cn(x, xn+1)2

s2
n(x) + τ 2

n+1
(8.10)

où cn est la covariance du krigeage qui est égale (pour le krigeage ordinaire) à:

cn(x, x′) = k(x, x′)− k(x)TK−1k(x′) + (1− 1nK−1k(x′))(1− k(x)K−11n)
1nK−11n

(8.11)

Notons que cn(x, x) = s2
n(x) et que ỹn+1 = mn(xn+1). Cela implique que mn+1(x) =

mn(x) et

mQn+1 = mn(xn+1) + Φ−1(β)

Ã
τ 2
n+1s

2
n(xn+1)

τ 2
n+1 + s2

n(xn+1) (8.12)

s2
Qn+1 = [s2

n(xn+1)]2
τ 2
n+1 + s2

n(xn+1) (8.13)
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Résumé : Au Sahel, la répartition des pluies irrégulière dans le temps et dans l’es-
pace engendre une forte interaction variété × année et variété × lieu. Pour déterminer
les variétés les plus productives en espérance en fonction des lieux, il faudrait de nom-
breuses années d’expérimentation en chaque lieu, ce qui prendrait beaucoup de temps.
Une alternative est de maximiser la production prédite à l’aide d’un modèle de culture
décrivant la croissance et le développement de cultures en interaction avec leurs condi-
tions agro-environnementales.
La production à maximiser est moyenne sur une distribution de probabilité d’entrées
environnementales, spécifique du lieu, alors que les paramètres variétaux qui maxi-
misent cette production définissent un but de sélection que l’on appelle idéotype.
Dans ce travail, nous voulons déterminer une carte d’idéotypes de sorgho. Nous sommes
donc confrontés à un problème d’optimisation d’un modèle complexe. Une méthode
classiquement utilisée dans ce contexte est la méthode Efficient Global Optimization
(EGO), fondée sur un métamodèle de krigeage. Ici, une telle approche n’est pas adap-
tée. En effet, la distribution des entrées météorologiques suit un modèle stochastique
dont les paramètres varient continûment dans l’espace en suivant un gradient Nord-
Sud. L’optimisation des paramètres variétaux est alors conditionnelle à ces paramètres
de climat. D’autre part, la fonction à maximiser n’est connue que par un nombre limité
de simulations, donc à une erreur près.
Notre cadre de travail concerne donc l’optimisation conditionnelle d’une fonction brui-
tée. Les extensions existantes de l’algorithe EGO ne prennent pas en charge ce cadre.
Dans cette thèse, un nouveau critère pour l’optimisation conditionnelle d’une fonction
bruitée est proposé et étudié. Une preuve de convergence de l’algorithme associé est
également fournie. Une métaphore de l’optimisation conditionnelle est la recherche
d’une ligne de crête. A partir de simulations sur des fonctions test, une étude des per-
formances de ce nouveau critère est proposée, de même qu’une comparaison avec le
critère habituellement utilisé pour la recherche de ligne de crête. Les résultats de cette
étude montrent l’intérêt de notre critère.
L’application à la cartographie d’idéotypes de sorgho a été testée sur l’espace couvert
par le Sénégal, le sud du Mali et le Burkina Faso. Elle a consisté à maximiser le rende-
ment espéré en fonction de 4 paramètres du modèle Samara : la longueur de la phase
végétative, la longueur maximale des racines, le potentiel de réserve des tiges, et la
mortalité des feuilles. Les résultats de cette optimisation recoupent en partie l’analyse
de sensibilité menée sur ces mêmes paramètres.

Mots clés : Modèle de culture, Paramètres variétaux, Distribution des entrées, Mo-
dèle stochastique, Méthode EGO, Ligne de crête, Processus gaussien, critère d’échan-
tillonnage, plan séquentiel, Fonction bruitée.



Abstract : In the Sahel region, the irregular rainfall distribution in time and space
generates variety × year and variety × location interactions. Therefore, determining
variety with the best expected yield would take many years of experimentation in each
location.
Alternatively, the best variety could be identified by maximizing the predicted yield
using a crop simulation model that describes growth and development of a crop in
interaction with agro-environmental conditions.
The average yield depends on the probability distribution of environmental inputs,
which is location specific, while the cultivar parameters that maximize this yield de-
fine the ideotype, i.e. the selection target.
In this work, we want to draw the map of sorghum ideotypes in Sub Saharan Africa.
To face the problem of optimizing a complex model, an algorithm conventionally used
in this context is the Efficient Global Optimization method (EGO), based on kriging
as a surrogate model. Here, the distribution of meteorological inputs follows a sto-
chastic model whose parameters vary continuously in space along a North-South gra-
dient. Consequently, the optimization of varietal parameters is conditional on these
climate parameters. Moreover, the function to maximize is noisy, because expectation
and quantiles are merely estimated with a limited number of simulations. We aimed
at adapting the EGO algorithm to the conditional optimization of a noisy function.
Extensions exist either for the optimization of noisy functions or for the conditional
optimization of deterministic functions, ie the search for the values of a subset of para-
meters that optimize the function conditionally to the values taken by another subset,
which are fixed. Proof of convergence of the associated algorithm is also provided. A
metaphor for conditional optimization is the search for a crest line. No method has yet
been developed for the conditional optimization of noisy functions: this is what we
propose in this thesis. Testing this new method on test functions shows that, in case of
a high level of noise on the function, the PEQI criterion that we propose is better than
the PEI criterion usually implemented in such a situation.
The application of this new optimization method sorghum ideotypes parameters map-
ping has been tested in the area covered by Senegal, southern Mali and Burkina Faso.
It consisted in maximizing the expected yield with respect to 4 parameters of Samara
model: vegetative phase length, maximum root length, stem reserve potential, and leaf
mortality. The results of this optimization partly coincide with the sensitivity analysis
conducted on these same parameters.

Keywords : crop model, cultuvar parameters, inputs distribution, stochastic model,
EGO method, crest line, Gaussian process, sampling criterion, sequential design, noisy
function.
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